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1 Freie Nichtlineare Optimierung

Verfahren zur Minimierung glatter Funktionen ohne Nebenbedingungen,

m]ilg f(x), f:R"— TR hinreichend glatt

xeR"

Hinreichend glatt bedeutet, dass f so oft stetig differenzierbar sein soll,
wie fiir das jeweilige Verfahren erforderlich.

Ziele fiir die Verfahren:

e Finde ein lokales Minimum (sogar weniger: finde ein X,
das die notwendigen Opt.-Bed. 1. Ordnung erfiillt, s. dort)

e Schnelle Konvergenz in der Ndhe lokaler Optima

e Der Rechenaufwand soll moglichst klein bleiben

e Numerische Stabilitdt und hohe Genauigkeit

Anwendungen:

e Nichltineare kleinste Quadrate Probleme

e Als Loser fiir Optimierungsprobleme mit Nebenbedingungen
[s. Barriere-, Straf- und augmentierte Lagrange-Verfahren]

In welcher Form soll f fiir die Verfahren zuganglich sein?

4: 4c[4,4]
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Inhaltsiuibersicht

Freie Nichtlineare Optimierung
1.1 Orakel, lineares/quadratisches Modell

5. 5¢[5,5]



Orakel/Modelle

1.1 Orakel allgemein und Orakel 0. Ordnung

In vielen Anwendungen ist die Funktion f nicht analytisch verfligbar,
sondern ergibt sich z.B. aus der Losung eines Systems partieller
Differentialgleichungen oder einer Simulation.

Daher setzen allgemeine Optimierungsverfahren nur eine Unterroutine
voraus, die das Verfahren nach dem Wert der Funktion und eventuell
auch nach Ableitungsinformation in dem jeweils betrachteten Punkt
befragen kann — ,,Orakel".

Ist die Funktion analytisch gegeben, erzeugen Modellierungssprachen wie
AMPL, GAMS, ... automatisch entsprechende Orakel/Unterroutinen, die
Wert und Ableitungsinformation liefern.

6: 6¢[6,7]



Orakel/Modelle

1.1 Orakel allgemein und Orakel 0. Ordnung

In vielen Anwendungen ist die Funktion f nicht analytisch verfligbar,
sondern ergibt sich z.B. aus der Losung eines Systems partieller
Differentialgleichungen oder einer Simulation.

Daher setzen allgemeine Optimierungsverfahren nur eine Unterroutine
voraus, die das Verfahren nach dem Wert der Funktion und eventuell
auch nach Ableitungsinformation in dem jeweils betrachteten Punkt
befragen kann — ,,Orakel".

Ist die Funktion analytisch gegeben, erzeugen Modellierungssprachen wie
AMPL, GAMS, ... automatisch entsprechende Orakel/Unterroutinen, die
Wert und Ableitungsinformation liefern.

Ein Orakel 0. Ordnung berechnet fiir gegebenes x € R™ nur den
Funktionswert f(x), aber keine Ableitungsinformation.

Verfahren fiir glatte Funktionen bendtigen Ableitungsinformation und
approximieren diese numerisch durch vielfache Funktionsaufrufe (s.
spater).

6: 7€[6,7]
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Orakel 1. Ordnung: f(x), Vf(x)

Fir x € R" wird Funktionswert f(x) und Gradient V£(x) € R" berechnet.

7: 8€[8,14]
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Orakel 1. Ordnung: f(x), Vf(x)
Fir x € R" wird Funktionswert f(x) und Gradient V£(x) € R" berechnet.
Der Gradient: %(X) B Gradient in x=1.1, y=0
Vf(x) = : . '
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Orakel 1. Ordnung: f(x), Vf(x)

Fir x € R" wird Funktionswert f(x) und Gradient V£(x) € R" berechnet.

Der Gradient: %(X) B Gradient in x=1.1, y=0
Vi(x):= : .
) .
e Vf(x) zeigt in Richtung "

des steilsten Anstiegs von f in x.

o ||Vf(x)|| misst die GroBe des Anstiegs.

. Vi(lx)} ist der Normalvektor 3

i

i 4
0
it

zur Tangentialebene an den Graphen "4 -
{[f(xx)}:xeR”}vonfin [f(xx)]. y o X
Die Tangentialebene bildet das lineare Modell von f um X,
f(x) = f(X) + VF(x) " (x — X).
Fiir x nahe bei X ist es eine gute Ndherung an f: fiir glattes f erfiillt Vf

i [ = F(X) — V) (x—%) _ i (X +h) —f(X) —VFx)Th _
X% Ix — | h—0 [[All

7: 10€[8,14]
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Orakel 1. Ordnung: f(x), Vf(x)
Fir x € R" wird Funktionswert f(x) und Gradient V£(x) € R" berechnet.
Der Gradient: ﬁ(X) - Gradient in x=1, y=0.5

Ox1
Vf(x) = :
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e Vf(x) zeigt in Richtung "
des steilsten Anstiegs von f in x.

o ||[VF(x)|| misst die GroBe des Anstiegs.
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. } ist der Normalvektor 3

zur Tangentialebene an den Graphen
{[f(xx)}:xeR”}vonfin [f(xx)]. y o X
Die Tangentialebene bildet das lineare Modell von f um X,
f(x) = f(X) + VF(x) " (x — X).
Fiir x nahe bei X ist es eine gute Ndherung an f: fiir glattes f erfiillt Vf
i [0) = (%) — V) (x—%) _ pm (X Hh) = F(X) - VEx)h _

XX [Ix = x| h=—0 1Al

7: 11€[8,14]



Orakel/Modelle

Orakel 1. Ordnung: f(x), Vf(x)

Fir x € R" wird Funktionswert f(x) und Gradient V£(x) € R" berechnet.
Der Gradient: ﬂ(X) - Gradient in x=0.9, y=1

Ox1
Vf(x) = :
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e Vf(x) zeigt in Richtung "
des steilsten Anstiegs von f in x.

o ||[VF(x)|| misst die GroBe des Anstiegs.

Vf(lx)
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. ist der Normalvektor 3

zur Tangentialebene an den Graphen
{[f(xx)}:xeR”}vonfin [f(xx)]. y o X
Die Tangentialebene bildet das lineare Modell von f um X,
f(x) = f(X) + VF(x) " (x — X).
Fiir x nahe bei X ist es eine gute Ndherung an f: fiir glattes f erfiillt Vf

i [0~ F(x) - VIR (x—%) _ i (X HH) — fF(x) - VI(x)"h _

XX [Ix = x| h=—0 1Al

7: 12€[8,14]
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BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N

Orakel 1. Ordnung: f(x), Vf(x)

Orakel/Modelle  Opt.-Bed
Fiir x € R" wird Funktionswert f(x) und Gradient Vf(x) € R" berechnet
Gradient in x=0.8, y=1.5
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Der Gradient:
Vf(x) = :
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e Vf(x) zeigt in Richtung
des steilsten Anstiegs von f in x.

o ||Vf(x)|| misst die GroBe des Anstiegs.

. [Vi(lx)} ist der Normalvektor 3
zur Tangentialebene an den Graphen

] :XER”} von f in [f(xx)].

{9
Die Tangentialebene bildet das lineare Modell von f um X,
fi(x) = f(x) + VF() T (x — %).

Fiir x nahe bei X ist es eine gute Ndherung an f: fiir glattes f erfiillt Vf
f(x+h)—f(x) = VF(X)Th

fx) —f(R) - VFR)T(x—%) _ .
h—0 15l

[Ix = x|l

lim
X—X

7: 13€[8,14]
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Orakel/Modelle  Opt.-Bed
Orakel 1. Ordnung: f(x), Vf(x)

Fir x € R" wird Funktionswert f(x) und Gradient V£(x) € R" berechnet.
Gradient in x=0.7, y=2

Fe(x) "
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Der Gradient:
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Vf(x) = :
of
Oxp (X) - ’
_ i
z gy
= 05 7, I///Il//%%?//

e Vf(x) zeigt in Richtung
des steilsten Anstiegs von f in x.

o ||Vf(x)|| misst die GroBe des Anstiegs.
. [Vi(lx) ist der Normalvektor 3
zur Tangentialebene an den Graphen
{[f(xx)} :XER”} von f in [f(xx)].
Die Tangentialebene bildet das lineare Modell von f um X,
f(x) == f(X) + VF()(x — %).
Fiir x nahe bei X ist es eine gute Ndherung an f: fiir glattes f erfiillt Vf
f(x+h)—f(x)-VFX)Th

fx) —f(R) - VFR)T(x—%) _ .
h—0 15l

[Ix = x|l

lim
X—X

7: 14€[8,14]
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Gradient und Richtungsableitung, lineares Modell

Das lineare Modell von f in X hat in jede Richtung h € R" den gleichen

Anstieg wie f in X: die Richtungsableitung von f in X in Richtung h,
f(x + ah) —f(x)

VF(x)"h=lim =: Dyf(x)
«l0 (%
[= Ableitung -=®(0) der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]

8: 15€[15,21]
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Gradient und Richtungsableitung, lineares Modell
Das lineare Modell von f in X hat in jede Richtung h € R" den gleichen
Anstieg wie f in X: die Richtungsableitung von f in X in Richtung h,

f(x h) — f(x

VF(x)h=lim (X+ah) = FX) _ p, (%)

[} «

[= Ableitung -=®(0) der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]
Gradient in (x,y)=(1.1,0), h=(-1.8,1.8) (xy)=(1.1,0), h=(-1.8,1.8)
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Gradient und Richtungsableitung, lineares Modell
Das lineare Modell von f in X hat in jede Richtung h € R" den gleichen
Anstieg wie f in X: die Richtungsableitung von f in X in Richtung h,

VF(x)h=lim fx+ah) = %) _ p,r(x)

[eY «
[= Ableitung -=®(0) der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]
Gradient in (x,y)=(1.1,0), h=(1,0.5) (xy)=(1.1,0), h=(1,0.5)
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Gradient und Richtungsableitung, lineares Modell

Das lineare Modell von f in X hat in jede Richtung h € R" den gleichen
Anstieg wie f in X: die Richtungsableitung von f in X in Richtung h,
f(x h) — f(x
VF(x)h=lim (X+ah) = FX) _ p, (%)
[} «

[= Ableitung -=®(0) der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]

Gradient in (x,y)=(0.8,1.5), h=(1,-2) (xy)=(0.8,1.5), h=(1,-2)
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Gradient und Richtungsableitung, lineares Modell
Das lineare Modell von f in X hat in jede Richtung h € R" den gleichen
Anstieg wie f in X: die Richtungsableitung von f in X in Richtung h,

VFR)Th = lim TE N =) s

«l0 (%

[= Ableitung -=®(0) der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]
Gradient in (x,y)=(0.8,1.5), h=(-1.1,-1.8) (x¥)=(0.8,1.5), h=(-1.1,-1.8)
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Gradient und Richtungsableitung, lineares Modell
Das lineare Modell von f in X hat in jede Richtung h € R" den gleichen
Anstieg wie f in X: die Richtungsableitung von f in X in Richtung h,

VA(R)Th = lim X+ ah) = f(X) _ b r(x)  [Dawf(R) = ADAF(3)]

[eY «
[= Ableitung -=®(0) der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]
Gradient in (x,y)=(1.1,0), h=(-1.8,1.8) (xy)=(1.1,0), h=(-1.8,1.8)
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Gradient und Richtungsableitung, lineares Modell
Das lineare Modell von f in X hat in jede Richtung h € R" den gleichen
Anstieg wie f in X: die Richtungsableitung von f in X in Richtung h,

VA(R)Th = lim X+ ah) = f(X) _ b r(x)  [Dawf(R) = ADAF(3)]

[eY «
[= Ableitung -=®(0) der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]
Gradient in (x,y)=(1.1,0), h=(-0.3,0.3) (xy)=(1.1,0), h=(-0.3,0.3)
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Orakel 2. Ordnung: f(x), Vf(x), V2f(x)

Fiir x € R™ werden f(X), Vf(X) und Hessematrix V2f(X) (2. Abl.) berechnet.

9: 22¢(22,27]
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Orakel 2. Ordnung: f(x), Vf(x), V2f(x)
Fiir x € R™ werden f(X), Vf(X) und Hessematrix V2f(X) (2. Abl.) berechnet.

8%f O%F Quadratisches Modell in x=1.1, y=0
Ox10x1 ) * Ox,0x1 (X) \‘\ f
o) i | i
e V2f(x) ist symmetrisch, falls ER ”’////II////I//////W
f zweimal stetig differenzierbar ist. = o /ﬁ/%//%%

o V2f(x) ist die Kriimmung von f in x.
e Das quadrat. Modell aus f(x), Vf(x),
V?2f(x) schmiegt sich in [f(xx) an den

Graphen {[f();)} IX € R"} von f an.

f(x), VF(X) und V2f(X) bilden das quadratische Modell von f um X,
< 1
f(x) = F(X)+ V) (x — %) + E(X — %) TV2f(x)(x — ).
Fiir x nahe bei X ist es eine sehr gute Niherung an f: fiir glattes f erfiillt V2f

lim, f(x)—f(x)—w(x)T(x”;x_)i—lé(x—x)Tvzf(zxx—i) —0

9: 23¢(22,27]
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Orakel/Modelle  Opt.-Bed
Orakel 2. Ordnung: f(x), Vf(x), V2f(x)

Fiir x € R™ werden f(X), Vf(X) und Hessematrix V2f(X) (2. Abl.) berechnet.
Quadratisches Modell in x=1, y=0.5

oo (%) -+ g (%)
V)= r e o //////////
L) | 40
e V2f(x) ist symmetrisch, falls = I/II/%//////////////W/
f zweimal stetig differenzierbar ist. = s %/%/%@?/
o V2f(x) ist die Kriimmung von f in x. ° f’/”/fff’/’féé/f/
e Das quadrat. Modell aus f(x), Vf(x), % 3
V2f(x) schmiegt sich in f(XX) an den —
y X

Graphen {[f();)} IX € R"} von f an.
f(x), VF(X) und V2f(X) bilden das quadratische Modell von f um X,

< 1

f(x) = F(X)+ V) (x — %) + E(X — %) TV2f(x)(x — ).

Fiir x nahe bei X ist es eine sehr gute Niherung an f: fiir glattes f erfiillt V2f
f( )—f(i)—Vf(i)T(X“—i)_—lé(X—?)Tvzf(?)(x—i) -0

Iimx—»‘(

9: 24€(22,27]
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Orakel 2. Ordnung: f(x), Vf(x), V2f(x)
Fiir x € R™ werden f(X), Vf(X) und Hessematrix V2f(X) (2. Abl.) berechnet.
8%f O%F Quadratisches Modell in x=0.9, y=1

Ox10x1 ) : 8x,,8x1( ) |

V3f(x) == - s
TSR OB .

o V2f(x) ist symmetrisch, falls >
f zweimal stetig differenzierbar ist. = s

o V2f(x) ist die Kriimmung von f in x. °
e Das quadrat. Modell aus f(x), Vf(x), %

V2f(x) schmiegt sich in [f(xx) an den

Graphen {[f();)} IX € R"} von f an.

=

——

—
=——

=
—

=—

—_—

———

—
===
=——
\;\§\

=
=
—
—
—

—

==
=

=—

=
=
—

=\
=
=
—
=
S——
——
—
—

=
=
=
=
—
=

=

=
=

=

//

—
.

1

=
~
=

N
=
S
S
N

7

=
R
X

f(x), VF(X) und V2f(X) bilden das quadratische Modell von f um X,
< 1
f(x) = F(X)+ V) (x — %) + E(X — %) TV2f(x)(x — ).
Fiir x nahe bei X ist es eine sehr gute Niherung an f: fiir glattes f erfiillt V2f

f(x)—f(x)—Vf(x)T(x“—x)_—lé(x—;)TVZf(;)(x—x) —0

Iimx—»‘(

9: 25¢(22,27]
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Orakel 2. Ordnung: f(x), Vf(x), V2f(x)
Fiir x € R™ werden f(X), Vf(X) und Hessematrix V2f(X) (2. Abl.) berechnet.
Quadratisches Modell in x=0.8, y=1.5

*f *f
Ox10x1 ) © Ox,0x1 ( )

V3f(x) == : - : s
TSR OB .

e V2f(x) ist symmetrisch, falls
f zweimal stetig differenzierbar ist. os

o V2f(x) ist die Kriimmung von f in x.
e Das quadrat. Modell aus f(x), Vf(x),
V2f(x) schmiegt sich in [f(xx) an den

Graphen {[f();)} IX € R"} von f an.

f(x), VF(X) und V2f(X) bilden das quadratische Modell von f um X,
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< 1
f(x) = F(X)+ V) (x — %) + E(X — %) TV2f(x)(x — ).
Fiir x nahe bei X ist es eine sehr gute Niherung an f: fiir glattes f erfiillt V2f

i, (O R0 VHER) g

9: 26€(22,27]
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Orakel 2. Ordnung: f(x), Vf(x), V2f(x)
Fiir x € R™ werden f(X), Vf(X) und Hessematrix V2f(X) (2. Abl.) berechnet.

8)?1281;1 X) o 6;2125)(1 (X) Quadratisches Modell in =0.'7, y=2
2 2 i
T a0 | g
o V2f(x) ist symmetrisch, falls =, /// //////////////
f zweimal stetig differenzierbar ist = I///I///////I////W
g . 05 ”/I///[I//%%/

o V2f(x) ist die Kriimmung von f in x.
e Das quadrat. Modell aus f(x), Vf(x),
V?2f(x) schmiegt sich in [f(xx) an den
Graphen {[f();)} IX € R"} von f an.

f(x), VF(X) und V2f(X) bilden das quadratische Modell von f um X,

fo(x) == F(X) + V()T (x — x) + %(X — %) TV2f(x)(x — ).

Fiir x nahe bei X ist es eine sehr gute Niherung an f: fiir glattes f erfiillt V2f
. )= F(R)=VFR) T (x=%) =3 (x=X)T V*F(R)(x=%) _
lim,_ 5 =3I =0.

9: 27€[22,27]
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Quadratisches Modell in Richtung h

Das quadratische Modell von f in X hat in jede Richtung h € R" die
gleiche Steigung und Kriimmung wie f in X.
2
(% +ah) = f(x) + aVF(x)Th+ %th%(;)h.
[Taylor-Entw. 2. Ord. der 1-D Funktion ® : R — R, ®(«) := f(x + ah)]

10: 28¢[28,32]
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Quadratisches Modell in Richtung h

Das quadratische Modell von f in X hat in jede Richtung h € R" die
gleiche Steigung und Kriimmung wie f in X.

2
(% +ah) = f(x) + aVF(x)Th+ %th%(;)h.
) :

[Taylor-Entw. 2. Ord. der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]
quad. Modellj (x,y)=(1.1,0), h=(-1.8,1.8) 27)’):5(1-170), h=(-1.8,1.8)

W 3

25 o =2
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I O 15
15 '///l( c
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1 i 2
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il gol

0 © o5
S
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e 0 0% 05 1
y X o

10: 29€[28,32]
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Quadratisches Modell in Richtung h

Das quadratische Modell von f in X hat in jede Richtung h € R" die
gleiche Steigung und Kriimmung wie f in X.

2
(% +ah) = f(x) + aVF(x)Th+ %th% %)h.
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2
(% +ah) = f(x) + aVF(x)Th+ %th%
[Taylor-Entw. 2. Ord. der 1-D Funktion ¢ : R — R, ¢(«

Newton LS Skal

BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad.

Quadratisches Modell in Richtung h

Das quadratische Modell von f in X hat in jede Richtung h € R" die
gleiche Steigung und Kriimmung wie f in X.

(x
) :

)h.
= f(x + ah)]

quad. Modell in (x,y)=(0.8,1.5), h=(1,-2)

///

f(x.y)

10: 31€[28,32)
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Quadratisches Modell in Richtung h

Das quadratische Modell von f in X hat in jede Richtung h € R" die
gleiche Steigung und Kriimmung wie f in X.

2
(% +ah) = f(x) + aVF(x)Th+ %th%(;)h.
[Taylor-Entw. 2. Ord. der 1-D Funktion ® : R — R, ®(a) := f(x + ah)]
quad. Modell in (x,y)=(0.8,1.5), h=(-1.1,-1.8}

<

)=(0.8,1.5), h=(~1.1,-1.8)
25—
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®(a), quadratisches Modell

10: 32€[28,32]



Orakel/Modelle
Der Satz von Taylor/Mittelwertsatz
Satz (Taylor/Mittelwertsatz)
Sei f oft genug stetig differenzierbar und x, h € R", dann
360, € (0,1): f(x+ h)= f(x)+VF(x+0:h)h,
30, € (0,1): f(Xx+ h)= f(x)+VF(x)Th+3hTV?f(X+02h)h,
J03€ (0,1): F(x+ h)=F(X)+VF(x)Th+3h"V2f(x)h+3V3f(x+03h)[h, h, h]
[V3 steht fiir die 3. Ableitung] , Taylor-Entwicklung von f um x*

Illustration des ersten Falls des Mittelwertsatzes:

f(X)+ Vf(x+6h)'h

11: 33¢[33,33]
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Lipschitz-Stetigkeit, ,,Klein-o-Notation*
Eine Funktion G : R” — R™ heiBt Lipschitz-stetig auf einer Menge S C R",
falls es eine Konstante L > 0 gibt mit ||G(x)—G(y)| < L||x — y|| Vx,y € S.
[= Die Werte kénnen sich nur bei groBerem Abstand stark dndern!]

12: 34€[34,36)



Orakel/Modelle

Lipschitz-Stetigkeit, ,,Klein-o-Notation*
Eine Funktion G : R” — R™ heiBt Lipschitz-stetig auf einer Menge S C R",

falls es eine Konstante L > 0 gibt mit ||G(x)—G(y)| < L||x — y|| Vx,y € S.
[= Die Werte kénnen sich nur bei groBerem Abstand stark dndern!]

Jede auf R” stetig differenzierbare Funktion ist fiir jedes x € R” und p > 0
auf der p-Kugel um %, B,(x) := {x € R" : ||x — X|| < p} Lipschitz-stetig.

o Ist Vf um X fiir groBes p Lipschitz-stetig mit kleinem L,
dann ist das lineare Modell auf B, eine gute Naherung an f.
e Ist V2f um X fiir groBes p Lipschitz-stetig mit kleinem L,
dann ist das quadratische Modell auf B, eine gute Naherung an f.

12: 35€[34,36]



Orakel/Modelle

Lipschitz-Stetigkeit, ,,Klein-o-Notation*
Eine Funktion G : R” — R™ heiBt Lipschitz-stetig auf einer Menge S C R",
falls es eine Konstante L > 0 gibt mit ||G(x)—G(y)| < L||x — y|| Vx,y € S.
[= Die Werte kénnen sich nur bei groBerem Abstand stark dndern!]

Jede auf R” stetig differenzierbare Funktion ist fiir jedes x € R” und p > 0
auf der p-Kugel um %, B,(x) := {x € R" : ||x — X|| < p} Lipschitz-stetig.

o Ist Vf um X fiir groBes p Lipschitz-stetig mit kleinem L,
dann ist das lineare Modell auf B, eine gute Naherung an f.
e Ist V2f um X fiir groBes p Lipschitz-stetig mit kleinem L,
dann ist das quadratische Modell auf B, eine gute Naherung an f.

Aus dem Satz von Taylor und der Lipschitz-Stetigkeit von V*f folgt
f(x + h)= f(x)+V£(x)Th+o(||h|),
f(x + h)= f(x)+VF(%)Th+1h"V2f(%)h + o(| h||?)
Das Landau-Symbol o(g(y)) steht immer als Ersatz fiir eine nicht weiter
interessierende Funktion g’(y) mit der Eigenschaft lim,_ % — 0,
also ein g’, das schneller klein wird als g.
’ k
Bei Folgen g(y(¥)) steht es fiir ein g’(y)) mit limy_ %fk;; —
12: 36€[34,36]



Orakel/Modelle

Niveaumengen und Niveaulinien

f
Verfahren der freien nichtlinearen Optimierung su-
chen nur Punkte mit besserem Zielfunktionswert als
dem derzeitigen, also nur Punkte aus der r
Niveaumenge von f zu einem Wert r € R,

S(f):={xeR": f(x) <r}. @ s,

13: 37€[37,42]



Orakel/Modelle

Niveaumengen und Niveaulinien
f
Verfahren der freien nichtlinearen Optimierung su-
chen nur Punkte mit besserem Zielfunktionswert als
dem derzeitigen, also nur Punkte aus der r
Niveaumenge von f zu einem Wert r € R,

S(f):={xeR": f(x) <r}. @ s,

Funktionsdarstellungen iiber Niveaulinien [, Linien"] ::}\
N, (f) :={x € R": f(x) = r} (contour plots) A1\
helfen, Verfahren zu illustrieren.

[Hdhenlinien in Landkarten, Wetterkarten]

Beachte: Der Gradient ist immer orthogonal
zur Niveaulinie, denn fiir x, x + h € N,(f)

gilt 0 = f(x + h) — f(x) = VF(x)Th+o(|hl)). | ——]
A
Bsp: quadratische Funktion /_\
IxXTQx+q"x+d Zﬁ\_/
mit Q positiv definit. - —

— —

13: 38¢[37,42]



Orakel/Modelle

Niveaumengen und Niveaulinien

Verfahren der freien nichtlinearen Optimierung su-
chen nur Punkte mit besserem Zielfunktionswert als
dem derzeitigen, also nur Punkte aus der
Niveaumenge von f zu einem Wert r € R,

S(f):={xeR": f(x) <r}.

Funktionsdarstellungen iiber Niveaulinien [, Linien*]
N,(f) ;= {x € R": f(x) = r} (contour plots)
helfen, Verfahren zu illustrieren.

[Hdhenlinien in Landkarten, Wetterkarten]

Beachte: Der Gradient ist immer orthogonal
zur Niveaulinie, denn fiir x, x + h € N,(f)
gilt 0 = f(x + h) — f(x) = VF(x)Th+ o(||h]).

Bsp: quadratische Funktion
%XTQX +q"'x+d
mit Q indefinit.

13: 39¢[37,42]
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Orakel/Modelle

Niveaumengen und Niveaulinien

Verfahren der freien nichtlinearen Optimierung su-
chen nur Punkte mit besserem Zielfunktionswert als
dem derzeitigen, also nur Punkte aus der
Niveaumenge von f zu einem Wert r € R,

S(f):={xeR": f(x) <r}.

Funktionsdarstellungen iiber Niveaulinien [, Linien*]
N,(f) ;= {x € R": f(x) = r} (contour plots)
helfen, Verfahren zu illustrieren.

[Hdhenlinien in Landkarten, Wetterkarten]

Beachte: Der Gradient ist immer orthogonal
zur Niveaulinie, denn fiir x, x + h € N,(f)
gilt 0 = f(x + h) — f(x) = VF(x)Th+ o(||h]).

Bsp: quadratische Funktion
%XTQX +q"'x+d
mit Q negativ definit.

13: 40€[37,42]
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Orakel/Modelle

Niveaumengen und Niveaulinien
f
Verfahren der freien nichtlinearen Optimierung su-
chen nur Punkte mit besserem Zielfunktionswert als
dem derzeitigen, also nur Punkte aus der r
Niveaumenge von f zu einem Wert r € R,

S(f):={xeR": f(x) <r}. QCP s,

Funktionsdarstellungen iiber Niveaulinien [, Linien*]
N,(f) ;= {x € R": f(x) = r} (contour plots)
helfen, Verfahren zu illustrieren.

[Hdhenlinien in Landkarten, Wetterkarten]

Beachte: Der Gradient ist immer orthogonal
zur Niveaulinie, denn fiir x, x + h € N,(f)
gilt 0 = f(x + h) — f(x) = VF(x)Th+ o(||h]).

Bsp: quadratische Funktion
%XTQX +q"'x+d
mit Q positiv semidefinit.

13: 41€[37,42]
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Niveaumengen und Niveaulinien

Verfahren der freien nichtlinearen Optimierung su-
chen nur Punkte mit besserem Zielfunktionswert als
dem derzeitigen, also nur Punkte aus der
Niveaumenge von f zu einem Wert r € R,

S(f):={xeR": f(x) <r}.

Funktionsdarstellungen iiber Niveaulinien [, Linien*]
N,(f) ;= {x € R": f(x) = r} (contour plots)
helfen, Verfahren zu illustrieren.

[Hdhenlinien in Landkarten, Wetterkarten]

Beachte: Der Gradient ist immer orthogonal
zur Niveaulinie, denn fiir x, x + h € N,(f)
gilt 0 = f(x + h) — f(x) = VF(x)Th+ o(||h]).

Bsp: Rosenbrock-Funktion (banana shape)

Fx,y) = 21y = x)* + 155(1 — x)?]
Minimum wird in (1,1) angenommen.

13: 42€[37,42]
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Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.2 Optimalitatsbedingungen

14: 43€[43,43]



Opt.-Bed.
1.2 Optimalitatsbedingungen
Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x € R" ein lokales Minimum einer glatten Funktion f : R" — R, so gilt
Vf(x)=0.
Sonst wire (setze h = —Vf(X) in Taylor) fiir v klein genug
f(x — aVf(x)) = f(x) — a VF(x) V(%) +o(a) < f(X).
—_———

=[IVF(x)|I>>0

15: 44¢[44,49]



Opt.-Bed.

1.2 Optimalitatsbedingungen
Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x € R" ein lokales Minimum einer glatten Funktion f : R" — R, so gilt
Vf(x)=0.
Sonst wire (setze h = —Vf(X) in Taylor) fiir v klein genug
f(x — aVf(x)) = f(x) — a VF(x) V(%) +o(a) < f(X).
—_———
=[Vf(x)|I>>0

Ein Punkt X mit Vf(X) = 0 heiBt stationirer Punkt von .

Stationaritat ist notwendig, aber i.A. nicht hinreichend fiir Minimalitat!
Bsp: x = 0 ist stationirer Punkt von f(x) = x> oder f(x) = —x.

15: 45€([44,49]



Opt.-Bed.
1.2 Optimalitatsbedingungen
Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x € R" ein lokales Minimum einer glatten Funktion f : R" — R, so gilt
Vf(x)=0.
Sonst wire (setze h = —Vf(X) in Taylor) fiir v klein genug
f(x — aVf(x)) = f(x) — a VF(x) V(%) +o(a) < f(X).
—_———
=[V(x)*>0

Ein Punkt X mit Vf(X) = 0 heiBt stationirer Punkt von .

Stationaritat ist notwendig, aber i.A. nicht hinreichend fiir Minimalitat!

Bsp: x = 0 ist stationdrer Punkt von f(x) = x3 oder f(x) = —x2.

Ausnahme: Fiir konvexes f ist jeder stationdre Punkt globales Minimum!

15: 46€[44,49]



Opt.-Bed.
1.2 Optimalitatsbedingungen
Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x € R" ein lokales Minimum einer glatten Funktion f : R" — R, so gilt

Vf(x) = 0.
Sonst wire (setze h = —Vf(X) in Taylor) fiir v klein genug
f(x — aVf(x)) = f(x) — a VF(x) V(%) +o(a) < f(X).
—_———
=[IVF(x)[>>0
Ein Punkt X mit Vf(X) = 0 heiBt stationirer Punkt von .

Stationaritat ist notwendig, aber i.A. nicht hinreichend fiir Minimalitat!

Bsp: x = 0 ist stationdrer Punkt von f(x) = x3 oder f(x) = —x2.

Ausnahme: Fiir konvexes f ist jeder stationdre Punkt globales Minimum!

Bsp: f(x) = 2x"Qx + q"x + ¢ mit Q > 0 ist (streng) konvex.
Mit VF(x) = Qx + g bestimmt Vf(x*) = 0 das Minimum x* eindeutig,

x*=—-Q g.

15: 47€[44,49]



Opt.-Bed.
1.2 Optimalitatsbedingungen
Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x € R" ein lokales Minimum einer glatten Funktion f : R" — R, so gilt
Vf(x)=0.
Sonst wire (setze h = —Vf(X) in Taylor) fiir v klein genug
f(x — aVf(x)) = f(x) — a VF(x) V(%) +o(a) < f(X).
—_———
=[V(x)*>0

Ein Punkt X mit Vf(X) = 0 heiBt stationirer Punkt von .

Stationaritat ist notwendig, aber i.A. nicht hinreichend fiir Minimalitat!

Bsp: x = 0 ist stationirer Punkt von f(x) = x> oder f(x) = —x.

Ausnahme: Fiir konvexes f ist jeder stationdre Punkt globales Minimum!

Geometrisch bedeutet Vf(x) = 0, dass die Tangentialebene an f in x
,waagrecht” liegt.
Ist sie nicht waagrecht, kann man sicher noch ein wenig hinunterrutschen.

15: 48€([44,49]



Opt.-Bed.
1.2 Optimalitatsbedingungen
Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x € R" ein lokales Minimum einer glatten Funktion f : R" — R, so gilt
Vf(x)=0.
Sonst wire (setze h = —Vf(X) in Taylor) fiir v klein genug
f(x — aVf(x)) = f(x) — a VF(x) V(%) +o(a) < f(X).
—_———
=[V(x)*>0

Ein Punkt X mit Vf(X) = 0 heiBt stationirer Punkt von .

Stationaritat ist notwendig, aber i.A. nicht hinreichend fiir Minimalitat!
Bsp: x = 0 ist stationirer Punkt von f(x) = x> oder f(x) = —x.

Ausnahme: Fiir konvexes f ist jeder stationdre Punkt globales Minimum!

Konsequenz fiir Optimierungsverfahren:

Ist Vf(x) # 0, so kann man die Funktion in Richtung —Vf(x) immer
verbessern (u.U. nur fiir sehr kleine Schrittweite).

Die Schrittrichtung h = —Vf(x) heiBt steilster Abstieg (steepest descent).

15: 49€([44,49]
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Notwendige Optimalitdtsbedingung 2. Ordnung

Satz (Notwendige Optimalititsbedingung 2. Ordnung)
Ist x € R" ein lokales Min. einer hinr. glatten Funktion f : R" — R, gilt

VFf(x)=0 und V?f(x) = 0.
Sonst gibt es ein h € R" mit h” V2f(x)h < 0, Taylor ergibt fiir kleine o

fF(x+ah) = f(x) +a VFR)Th +% hTV?F(x)h+o(a?) < f(X).
N—— ————

=0 (VF(%)=0) <0

Die Bedingung ist wieder nur notwendig und i.A. nicht hinreichend.

2 0 ..
B 1(xy) =7~y VHx) = | 5 S | fir () = (0.0)

Konsequenz fiir Optimierungsverfahren:
Ist zwar V£(X) = 0 aber Amin(V2f(X)) < 0, so kann f in Richtung eines
Eigenvektors zu Ao verbessert werden.

16: 50€[50,50]
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Hinreichende Optimalitatsbedingung 2. Ordnung

Satz (Hinreichende Optimalitatsbedingung 2. Ordnung)

Gilt fiir ein x € R" sowohl Vf(X) = 0 als auch V?f(x) = 0,
so ist x ein lokales Minimum von f.

Denn fiir beliebiges h € R"\ {0} und « klein genug gilt mit Taylor
fF(x+ah) = f(x) +a VFR)Th +% hTV?F(x)h+o(a?) > f(X).
———— —_————

=0 (VF(%)=0) >0

17: 51€[51,53]
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Hinreichende Optimalitatsbedingung 2. Ordnung

Satz (Hinreichende Optimalitatsbedingung 2. Ordnung)

Gilt fiir ein x € R" sowohl Vf(X) = 0 als auch V?f(x) = 0,
so ist x ein lokales Minimum von f.

Denn fiir beliebiges h € R"\ {0} und « klein genug gilt mit Taylor
fF(x+ah) = f(x) +a VFR)Th +% hTV?F(x)h+o(a?) > f(X).
———— —_————

=0 (VF(%)=0) >0

Die Bedingung ist hinreichend, aber nicht notwendig: f(x) = x* in x = 0.
In der Praxis ist sie erstaunlich oft erfiillt.

17: 52€[51,53]



Opt.-Bed.

Hinreichende Optimalitatsbedingung 2. Ordnung

Satz (Hinreichende Optimalititsbedingung 2. Ordnung)

Gilt fiir ein X € R" sowohl Vf(x) = 0 als auch V?f(x) >~ 0,
so ist x ein lokales Minimum von f.

Denn fiir beliebiges h € R"\ {0} und « klein genug gilt mit Taylor
fF(x+ah) = f(x) +a VFR)Th +% hTV?F(x)h+o(a?) > f(X).
———— —_————

=0 (VF(%)=0) >0

Die Bedingung ist hinreichend, aber nicht notwendig: f(x) = x* in x = 0.
In der Praxis ist sie erstaunlich oft erfiillt.

Konsequenz fiir Optimierungsverfahren:

In der N&he eines lokalen Minimums sieht die Funktion wie eine konvexe
quadratische Funktion aus, das quadratische Modell ist dort eine gute
Approximation!

17: 53€[51,53]



Opt.-Bed.

Bemerkungen

e In Optimalitdtsbedingungen fiir Maximierungsprobleme muss man
nur V2f = 0(> 0) durch V2f < 0(< 0) ersetzen, der Rest bleibt
gleich.

18: 54€[54,56]



Opt.-Bed.

Bemerkungen

e In Optimalitdtsbedingungen fiir Maximierungsprobleme muss man
nur V2f = 0(> 0) durch V2f < 0(< 0) ersetzen, der Rest bleibt
gleich.

e Stationare Punkte sind entweder lokale Minima, lokale Maxima oder
Sattelpunkte (manche Richtungen fiihren aufwirts, manche
abwirts).

18: 55€[54,56]



Opt.-Bed.

Bemerkungen

e In Optimalitdtsbedingungen fiir Maximierungsprobleme muss man

18: 56€[54,56]

nur V2f = 0(> 0) durch V2f < 0(< 0) ersetzen, der Rest bleibt
gleich.

Stationadre Punkte sind entweder lokale Minima, lokale Maxima oder
Sattelpunkte (manche Richtungen fiihren aufwirts, manche
abwirts).

Alle Optimierungsverfahren versuchen eine Folge zu erzeugen, die
gegen einen stationdren Punkt konvergiert. In der Ndhe eines
stationdren Punktes soll die Konvergenz moglichst quadratisch sein,
wie beim Newton-Verfahren.



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.3 Das Newton-Verfahren

19: 57€[57,57]
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1.3 Das Newton-Verfahren
[Eigentlich sucht es Nullstellen von Funktionen F : R" — R™ (s. spater),
hier suchen wir ein x mit Vf(x) =0.]
Ist x* ein lokales Minimum mit V2f(x*) = 0 und indert sich V2f nicht
zu schnell (V2f Lipschitz-stetig), gilt V2f(x) = 0 fiir alle x nahe bei x*.

Fiir jedes x(¥) nahe bei x* ist dann das qua-
dratische Modell streng konvex, -

f(x) + VF(xE)Th+ ThTV2f(x()h
[=c+q h+ 3hTQH

20: 58€(58,64]
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1.3 Das Newton-Verfahren

[Eigentlich sucht es Nullstellen von Funktionen F : R" — R™ (s. spater),
hier suchen wir ein x mit Vf(x) =0.]

Ist x* ein lokales Minimum mit V2f(x*) = 0 und indert sich V2f nicht
zu schnell (V2f Lipschitz-stetig), gilt V2f(x) = 0 fiir alle x nahe bei x*.

Fiir jedes x(¥) nahe bei x* ist dann das qua-
dratische Modell streng konvex,

f(x) + VF(xE)Th+ ThTV2f(x()h
[=c+q h+ 3hTQH

Das Newton-Verfahren wahlt als nichsten
Punkt x(kt1) = x() 4 h den stationiren
Punkt des quadratischen Modells (= das Mi-
nimum falls V2£(x()) = 0),

hs\/;) — _vzf(x(k))—lvf(x(k))' [= —Q_lq]

h%() ist der Newton-Schritt und ist fur
V2f(xk)) regulir definiert.

20: 59€([58,64]
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1.3 Das Newton-Verfahren

[Eigentlich sucht es Nullstellen von Funktionen F : R" — R™ (s. spater),
hier suchen wir ein x mit Vf(x) =0.]

Ist x* ein lokales Minimum mit V2f(x*) = 0 und indert sich V2f nicht
zu schnell (V2f Lipschitz-stetig), gilt V2f(x) = 0 fiir alle x nahe bei x*.

=1.4989, y=2.2467

=

Fiir jedes x(¥) nahe bei x* ist dann das qua-
dratische Modell streng konvex,

=N
=

=
—

=
=
=

=
—_—
=
—
—

“:‘:‘3 I////}//
= S
F(x) + VF(xNTh+ IhTV2F(xNh F- S g

7
[=c+q h+ 3hTQH

=

il

S

Das Newton-Verfahren wihlt als nichsten y x
Punkt x(kt1) = x() 4 h den stationiren
Punkt des quadratischen Modells (= das Mi-
nimum falls V2f(x(k)) = 0),

hs\/;) — _vzf(x(k))—lvf(x(k))' [= —Q_lq]

h%() ist der Newton-Schritt und ist fur
V2f(xk)) regulir definiert.

20: 60€([58,64]
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1.3 Das Newton-Verfahren

[Eigentlich sucht es Nullstellen von Funktionen F : R" — R™ (s. spater),
hier suchen wir ein x mit Vf(x) =0.]

Ist x* ein lokales Minimum mit V2f(x*) = 0 und indert sich V2f nicht
zu schnell (V2f Lipschitz-stetig), gilt V2f(x) = 0 fiir alle x nahe bei x*.

x=1.0001, y=0.75147

Fiir jedes x(¥) nahe bei x* ist dann das qua-
dratische Modell streng konvex,

F(xU) + V()T h+ LTV (x)h - 3]
[=c+q h+ LhTQh]

0
il

7
iy

Das Newton-Verfahren wihlt als nichsten y T T

Punkt x(kt1) = x(k) 4 h den stationiren Newton x=1.0001, y=1.00%2
Punkt des quadratischen Modells (= das Mi- .
nimum falls V2f(x(k)) = 0), y

hs\/;) — _v2f(x(k))—lvf(x(k))' [= —Q_lq]

h%() ist der Newton-Schritt und ist fur
V2f(xk)) regulir definiert.

20: 61€[58,64]
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1.3 Das Newton-Verfahren

[Eigentlich sucht es Nullstellen von Funktionen F : R" — R™ (s. spater),
hier suchen wir ein x mit Vf(x) =0.]

Ist x* ein lokales Minimum mit V2f(x*) = 0 und indert sich V2f nicht
zu schnell (V2f Lipschitz-stetig), gilt V2f(x) = 0 fiir alle x nahe bei x*.

x=-0.2, y=2

Fiir jedes x(¥) nahe bei x* ist dann das qua-
dratische Modell streng konvex,

F(x®) + VA(xW)Th+ LhTV2fF(x()p - 3=
[=c+q h+ 3hTQH

7
Al

///II///I
7l

Das Newton-Verfahren wahlt als n&chsten v X
Punkt x(k+1) = x(k) 4+ h den stationiren e P L
Punkt des quadratischen Modells (= das Mi-

nimum falls V2f(x(k)) = 0), y

hy) = —V2f (xR IVF(xR). [= —Q gl T /

h%() ist der Newton-Schritt und ist fur
V2f(xk)) regulir definiert.

20: 62€[58,64]




Orakel/Modelle

Konj-Grad Inex. N. kl. Quad.

Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff

1.3 Das Newton-Verfahren

Opt.-Bed
[Eigentlich sucht es Nullstellen von Funktionen F : R" — R™ (s. spater),

hier suchen wir ein x mit Vf(x) =0.]
Ist x* ein lokales Minimum mit V2f(x*) = 0 und indert sich V2f nicht

=N

—_—

=—

—_—

S

=N
S—————

S=————

zu schnell (V2f Lipschitz-stetig), gilt V2f(x) = 0 fiir alle x nahe bei x*.
x=-0.20307, y=0.041228
|
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Fiir jedes x(¥) nahe bei x* ist dann das qua-
dratische Modell streng konvex, -
f(x) + VF(xE)Th+ ThTV2f(x()h

[=c+q h+ 3hTQH

.

o0

a0

f(x.y)

20

20
25

NLG

Das Newton-Verfahren wahlt als nachsten
Punkt x(kt1) = x(k) 4 h den stationiren

Punkt des quadratischen Modells (= das Mi-
nimum falls V2f(x(K) = 0),
hy) = —V2f(x(K) 1V (xR). [= —Q1q]

A% st der Newton-Schritt und ist fiir
V2f(xk)) regulir definiert.

20: 63€([58,64]
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1.3 Das Newton-Verfahren

[Eigentlich sucht es Nullstellen von Funktionen F : R" — R™ (s. spater),
hier suchen wir ein x mit Vf(x) =0.]

Ist x* ein lokales Minimum mit V2f(x*) = 0 und indert sich V2f nicht
zu schnell (V2f Lipschitz-stetig), gilt V2f(x) = 0 fiir alle x nahe bei x*.

=

Fiir jedes x(¥) nahe bei x* ist dann das qua-
dratische Modell streng konvex,

F(x®)) + VF(xO)Th+ LTV F(x(O)h - 5|
[=c+q"h+3h" QN

—
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—
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Das Newton-Verfahren wihlt als nichsten y T T

Punkt x(kt1) = x(k) 4 h den stationiren Nowlon x=099775, y-0.9%2
Punkt des quadratischen Modells (= das Mi- .
nimum falls V2f(x(k)) = 0), y

hs\/;) — _vzf(x(k))—lvf(x(k))' [= —Q_lq]

h%() ist der Newton-Schritt und ist fur
V2f(xk)) regulir definiert.

20: 64€(58,64]




Newton
Satz (lokal-quadratische Konvergenz des Newton-Verfahrens)

Sei f zweimal stetig differenzierbar, x* ein lokales Minimum, das die
hinreichenden Optimalititsbedingungen erfiillt, Vf sei Lipschitz-stetig in
einer Umgebung von x*. Fiir jeden nahe genug an x* gelegenen
Startpunkt x(© gilt fiir die Folge

xk+1) = (k) _ g2f(x(K) =1y £ (x(K)
1. Die x\K) konvergieren quadratisch gegen x*, d.h.,
IK eN,c >0 ||x* D — x*|| < ¢||x) — x*|? fiir k > K.

2. Die Gradienten-Normen ||V f(x(¥))|| konvergieren quadratisch gegen 0.

21: 65€([65,66]



Newton

Satz (lokal-quadratische Konvergenz des Newton-Verfahrens)

Sei f zweimal stetig differenzierbar, x* ein lokales Minimum, das die
hinreichenden Optimalititsbedingungen erfiillt, Vf sei Lipschitz-stetig in
einer Umgebung von x*. Fiir jeden nahe genug an x* gelegenen
Startpunkt x(© gilt fiir die Folge

xk+1) = (k) _ g2f(x(K) =1y £ (x(K)
1. Die x\K) konvergieren quadratisch gegen x*, d.h.,
IK eN,c >0 ||x* D — x*|| < ¢||x) — x*|? fiir k > K.

2. Die Gradienten-Normen ||V f(x(¥))|| konvergieren quadratisch gegen 0.

e Der Satz gilt nur lokal und gibt keine Konvergenzgarantie fiir weit
entfernte Startpunkte (das kann selbst fiir konvexes f fehlschlagen).

e Die Funktionswerte f(x(¥)) miissen keineswegs monoton fallen.

e Startet die Folge in der N3he eines anderen stationdren Punktes
(Maximum oder Sattelpunkt), konvergiert die Folge zu diesem.

e Kommt man ins Gebiet quadratischer Konvergenz, verdoppelt sich pro
Iteration die Anzahl korrekt berechneter Stellen.

21: 66€[65,66]



Newton
Bemerkungen

e Um von lokalen zu , globalen” Minimierungsverfahren zu kommen,
wird in Globalisierungsstrategien f(x(**1)) < f(x(k)) gefordert, siehe
z.B. Line-Search- und Trust-Region-Verfahren.

22: 67€[67,71]



Newton

Bemerkungen

e Um von lokalen zu , globalen” Minimierungsverfahren zu kommen,
wird in Globalisierungsstrategien f(x(**1)) < f(x(k)) gefordert, siehe
z.B. Line-Search- und Trust-Region-Verfahren.

e Die Bestimmung von V?f ist oft zu aufwendig bzgl. Rechenzeit und
Speicherbedarf. Meist setzen Verfahren daher nur Orakel 1. Ordnung
voraus und approximieren V2f lokal zur Konvergenzverbesserung.
Damit sind aber die Bedingungen 2. Ordnung nicht gut iiberpriifbar.

22: 68€[67,71]



Newton

Bemerkungen

e Um von lokalen zu , globalen” Minimierungsverfahren zu kommen,

22: 69€[67,71]

wird in Globalisierungsstrategien f(x(**1)) < f(x(k)) gefordert, siehe
z.B. Line-Search- und Trust-Region-Verfahren.

Die Bestimmung von V2f ist oft zu aufwendig bzgl. Rechenzeit und
Speicherbedarf. Meist setzen Verfahren daher nur Orakel 1. Ordnung
voraus und approximieren V2f lokal zur Konvergenzverbesserung.

Damit sind aber die Bedingungen 2. Ordnung nicht gut iiberpriifbar.

Ein nichtlineares Optimierungsverfahren heiBt global konvergent,
wenn es fiir jede nach unten beschrankte Funktion und jeden
Startpunkt x(©) eine Punktfolge x(¥) mit ||V £(x(K)|| — 0 erzeugt.
[Das kann auch [[x{¥)|| — oo bedeuten, etwa fiir f(x) = 1]
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Newton

Bemerkungen

Um von lokalen zu , globalen* Minimierungsverfahren zu kommen,
wird in Globalisierungsstrategien f(x(**1)) < f(x(k)) gefordert, siehe
z.B. Line-Search- und Trust-Region-Verfahren.

Die Bestimmung von V2f ist oft zu aufwendig bzgl. Rechenzeit und
Speicherbedarf. Meist setzen Verfahren daher nur Orakel 1. Ordnung
voraus und approximieren V2f lokal zur Konvergenzverbesserung.

Damit sind aber die Bedingungen 2. Ordnung nicht gut iiberpriifbar.

Ein nichtlineares Optimierungsverfahren heiBt global konvergent,
wenn es fiir jede nach unten beschrankte Funktion und jeden
Startpunkt x(©) eine Punktfolge x(¥) mit ||V £(x(K)|| — 0 erzeugt.
[Das kann auch [[x{¥)|| — oo bedeuten, etwa fiir f(x) = 1]

Durch die Bedingung f(x(**1)) < f(x(¥)) hoffen die Verfahren im
Konvergenzfall ein Minimum gefunden zu haben, manchmal ist es
jedoch ein Sattelpunkt. Fiir den Anwender ist das meist leicht zu
erkennen, fiir das Verfahren nicht — besseren Startpunkt wahlen.
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Newton
Bemerkungen

Um von lokalen zu , globalen* Minimierungsverfahren zu kommen,
wird in Globalisierungsstrategien f(x(**1)) < f(x(k)) gefordert, siehe
z.B. Line-Search- und Trust-Region-Verfahren.

Die Bestimmung von V2f ist oft zu aufwendig bzgl. Rechenzeit und
Speicherbedarf. Meist setzen Verfahren daher nur Orakel 1. Ordnung
voraus und approximieren V2f lokal zur Konvergenzverbesserung.

Damit sind aber die Bedingungen 2. Ordnung nicht gut iiberpriifbar.

Ein nichtlineares Optimierungsverfahren heiBt global konvergent,
wenn es fiir jede nach unten beschrankte Funktion und jeden
Startpunkt x(©) eine Punktfolge x(¥) mit ||V £(x(K)|| — 0 erzeugt.
[Das kann auch [[x{¥)|| — oo bedeuten, etwa fiir f(x) = 1]

Durch die Bedingung f(x(**1)) < f(x(¥)) hoffen die Verfahren im
Konvergenzfall ein Minimum gefunden zu haben, manchmal ist es
jedoch ein Sattelpunkt. Fiir den Anwender ist das meist leicht zu
erkennen, fiir das Verfahren nicht — besseren Startpunkt wahlen.

Wir nutzen die Kurzschreibweise f; fiir f(x(K)), V£, fiir V£ (x(K)
und V2f, fiir V2f(x(¥)).
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Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.4 Line-Search-Verfahren

23: 72€[72,72]



LS

1.4 Line-Search-Verfahren

Schematischer Ablauf von Line-Search-Verfahren:

1. Rufe das Orakel fiir x) auf — fi, V', (vielleicht auch V2£,).
. Ist || V]| klein genug, STOP.
. Abstiegsrichtung: Wahle h(X) € R" mit kaTh(k) <0.
. Line-Search: Finde eine Schrittweite ay > 0 mit
f(x(k) + akh(k)) »ausreichend” kleiner als f;
5. Setze x(kt1) 1= x(K) 4 o h(K) | k — k + 1, gehe zu 1.

N

Zwei Hauptaufgaben:
e Bestimmung einer Abstiegsrichtung

e Bestimmung einer Schrittweite (Line-Search)

24: 73€[73,73]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG
Abstiegsrichtung (fiir x mit V£(x) # 0)
Eine Richtung h € R" heiBt Abstiegsrichtung fiir f in X, falls Vf(x)"h < 0.

25: 74€(74,76]



LS
Abstiegsrichtung (fiir x mit V£(x) # 0)
Eine Richtung h € R" heiBt Abstiegsrichtung fiir f in X, falls Vf(x)"h < 0.

Die meisten Algorithmen bestimmen h fiir ein B > 0 in der Form

h:=—B7'VFf(x), denn VF(x)Th=—VF(x)TBIVF(x)<0.

>0

Beispiele (s. spiter zu Vor- und Nachteilen):

e B = [: steilster Abstieg h = —Vf(X) (steepest descent).

e B = V?f(x) Newton-Richtung (Abstiegsrichtung fiir V2f(x) = 0)
e B =[V2f(X) + M] = 0 modifizierte Newton-Richtung

e B~ 0 als Approximation von V2f(x) Quasi-Newton-Richtung

25: 75€(74,76]



LS
Abstiegsrichtung (fiir x mit V£(x) # 0)
Eine Richtung h € R" heiBt Abstiegsrichtung fiir f in X, falls Vf(x)"h < 0.

Die meisten Algorithmen bestimmen h fiir ein B >~ 0 in der Form

h:=—B7'VFf(x), denn VF(x)Th=—VF(x)TBIVF(x)<0.

>0

Beispiele (s. spiter zu Vor- und Nachteilen):

e B = [: steilster Abstieg h = —Vf(X) (steepest descent).

e B = V?f(x) Newton-Richtung (Abstiegsrichtung fiir V2f(x) > 0)
e B =[V2f(X) + M] = 0 modifizierte Newton-Richtung

e B~ 0 als Approximation von V2f(x) Quasi-Newton-Richtung

Fiir globale Konvergenz der Line-Search Verfahren ist nur wichtig, dass
die Richtungen nicht orthogonal zur steilsten Abstiegsrichtung werden:

36 >0: H_va:ﬂ ! HZEQH = cos Z(—=Vf, hK)) > § > 0 fiir k > 0.

Das ist erfiillt, falls i\\,mn?:i((g:)) < k fiir ein Kk > 0 und gilt z.B. fiir B=/ oder

Newton-Richtung in der Ndhe von x* unter den Vor. des Newton-Satzes.

25: 76€(74,76]



LS

Line-Search fiir Abstiegsrichtung h

Bestimme Schrittweite @ > 0 als Ndherung zu miny>o ®(a) == f(x + ah).

Berechnung von & € Argmin,, o ®(a) (exakter Line-Search) wére sinnlos
aufwendig, da die Richtung h meist weit am Optimum vorbeifiihrt.

o o (=T ah)

f(x) =(0)

26: 77€[77,82]



LS

Line-Search fiir Abstiegsrichtung h

Bestimme Schrittweite @ > 0 als Ndherung zu miny>o ®(a) == f(x + ah).

Berechnung von & € Argmin,, o ®(a) (exakter Line-Search) wére sinnlos
aufwendig, da die Richtung h meist weit am Optimum vorbeifiihrt.

Anfangs sehr wenig Information: ®(0) = f(x), Ableitung ®'(0) = Vf(X)"h

o0} =T o)

f(X) =(0)-

x|
Q

26: 78€(77,82]



LS

Line-Search fiir Abstiegsrichtung h

Bestimme Schrittweite @ > 0 als Ndherung zu miny>o ®(a) == f(x + ah).

Berechnung von & € Argmin,, o ®(a) (exakter Line-Search) wére sinnlos
aufwendig, da die Richtung h meist weit am Optimum vorbeifiihrt.

Anfangs sehr wenig Information: ®(0) = f(x), Ableitung ®'(0) = Vf(X)"h
Ein & mit ausreichendem Abstieg (sufficient decrease) erfiillt:

1. Mindestanteil 0 < 77 < 1 an dem durch ¢’(0) ,,versprochenen*Abstieg:
d(a) < ¢(0) + a1 9'(0) (Armijo-Bedingung) [fiir kleine v erfiillt]

o0} =T o)

f(X)=2(0) Armijo
D(0)+ory P (0)

26: 79€(77,82]
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LS

Line-Search fiir Abstiegsrichtung h

Bestimme Schrittweite @ > 0 als Ndherung zu miny>o ®(a) == f(x + ah).

Berechnung von & € Argmin,, o ®(a) (exakter Line-Search) wére sinnlos
aufwendig, da die Richtung h meist weit am Optimum vorbeifiihrt.

Anfangs sehr wenig Information: ®(0) = f(x), Ableitung ®'(0) = Vf(X)"h
Ein & mit ausreichendem Abstieg (sufficient decrease) erfiillt:

1. Mindestanteil 0 < 77 < 1 an dem durch ¢’(0) ,,versprochenen*Abstieg:
d(a) < ¢(0) + a1 9'(0) (Armijo-Bedingung) [fiir kleine v erfiillt]

Armijo
D(0)+ory P (0)

x|
pugs
A

26: 80€(77,82]
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Line-Search fiir Abstiegsrichtung h

Bestimme Schrittweite @ > 0 als Ndherung zu miny>o ®(a) == f(x + ah).

Berechnung von & € Argmin,, o ®(a) (exakter Line-Search) wére sinnlos
aufwendig, da die Richtung h meist weit am Optimum vorbeifiihrt.

Anfangs sehr wenig Information: ®(0) = f(x), Ableitung ®'(0) = Vf(X)"h
Ein & mit ausreichendem Abstieg (sufficient decrease) erfiillt:
1. Mindestanteil 0 < 77 < 1 an dem durch ¢’(0) ,,versprochenen*Abstieg:
d(a) < ¢(0) + a1 9'(0) (Armijo-Bedingung) [fiir kleine v erfiillt]
2. An der Stelle & ist der Abstieg @’ schlecht (0 <1 <72 < 1):
d'(@) > 729'(0) (Krimmungs-Bedingung) [VfT h stark gedndert]

P=f(x+th) Kriimmung
152’ (0)

Armijo
D(0)+ary @’ (0)

26: 81€(77,82]
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Line-Search fiir Abstiegsrichtung h

Bestimme Schrittweite @ > 0 als Ndherung zu miny>o ®(a) == f(x + ah).

Berechnung von & € Argmin,, o ®(a) (exakter Line-Search) wére sinnlos
aufwendig, da die Richtung h meist weit am Optimum vorbeifiihrt.

Anfangs sehr wenig Information: ®(0) = f(x), Ableitung ®'(0) = Vf(X)"h
Ein & mit ausreichendem Abstieg (sufficient decrease) erfiillt:
1. Mindestanteil 0 < 77 < 1 an dem durch ¢’(0) ,,versprochenen*Abstieg:
d(a) < ¢(0) + a1 9'(0) (Armijo-Bedingung) [fiir kleine v erfiillt]
2. An der Stelle & ist der Abstieg @’ schlecht (0 <1 <72 < 1):
d'(@) > 729'(0) (Krimmungs-Bedingung) [VfT h stark gedndert]

o o (=T ah)

f(x) =(0)

Krdmmung Armijo- und Kriimmungs-
152'(0) . . .

Armijo Bedingung gemeinsam
D(0)+ary,P’(0) heiBen Wolfe-Bedingungen
L und Schrittweiten, die diese
erfiillen, garantieren ausrei-
chenden Abstieg.

: % [1=10" € {0.1,0.9}]

Wolfe x ¥
\

26: 82€(77,82]



LS
Wolfe-Bedingungen und globale Konvergenz
Fiir 0<71 < 72 <1 erfiillt Schrittweite ) die Wolfe-Bedingungen, wenn

F(x®) + ah®) < fi + e VE A (Armijo)
V(x4 aphNTAE) > 4, VT AR (Krimmung)

Armijo sichert Abstieg, Kriimmung eine Mindestschrittweite, falls V£
Lipschitz-stetig ist. Beides ist mit einem Orakel 1. Ordnung iiberpriifbar.
Solche Schrittweiten gibt es immer, wenn f nach unten beschrankt ist.

27: 83€(83,85]



LS
Wolfe-Bedingungen und globale Konvergenz
Fiir 0<71 < 72 <1 erfiillt Schrittweite ) die Wolfe-Bedingungen, wenn

F(x®) + ah®) < fi + e VE A (Armijo)
V(x4 aphNTAE) > 4, VT AR (Krimmung)

Armijo sichert Abstieg, Kriimmung eine Mindestschrittweite, falls V£
Lipschitz-stetig ist. Beides ist mit einem Orakel 1. Ordnung iiberpriifbar.
Solche Schrittweiten gibt es immer, wenn f nach unten beschrankt ist.

Satz (Globale Konvergenz von Line-Search-Verfahren)

Sei f nach unten beschrankt. Fiir den Startpunkt x(©) sei Vf auf der

Niveaumenge {x € R" : f(x) < fo} Lipschitz-stetig. Garantiert ein

_ VR e S
ATLGIIE 0 fiir ein § > 0 sowie die

Wolfe-Bedingungen fiir die Schrittweiten «, dann gilt ||V 1| — 0.

Line-Search-Verfahren

27: 84€[83,85]



LS
Wolfe-Bedingungen und globale Konvergenz
Fiir 0<71 < 72 <1 erfiillt Schrittweite ) die Wolfe-Bedingungen, wenn

F(x®) + ah®) < fi + e VE A (Armijo)
V(x4 aphNTAE) > 4, VT AR (Krimmung)

Armijo sichert Abstieg, Kriimmung eine Mindestschrittweite, falls V£
Lipschitz-stetig ist. Beides ist mit einem Orakel 1. Ordnung iiberpriifbar.
Solche Schrittweiten gibt es immer, wenn f nach unten beschrankt ist.

Satz (Globale Konvergenz von Line-Search-Verfahren)

Sei f nach unten beschrankt. Fiir den Startpunkt x(©) sei Vf auf der

Niveaumenge {x € R" : f(x) < fo} Lipschitz-stetig. Garantiert ein

_ VR e S
ATLGIIE 0 fiir ein § > 0 sowie die

Wolfe-Bedingungen fiir die Schrittweiten «, dann gilt ||V 1| — 0.

Line-Search-Verfahren

Vorsicht: Man hofft auf Konvergenz gegen ein Minimum, aber sowohl
|x(K)|| — oo als auch Konvergenz gegen einen Sattelpunkt sind nicht
ausgeschlossen!

27: 85¢€(83,85]
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Bestimmung der Schrittweite in der Praxis
e Ziel ist, mit moglichst wenig Funktionsauswertungen einen
Wolfepunkt zu finden.

e Die vorhergehende Schrittweite dient meist als Startwert, beim
allerersten Mal nutzt man gerne o = ﬁ

e Der nichsten Kandidat wird z.B. iiber kubische Interpolation, die
neue und alte Funktionswerte und Ableitungen nutzt, bestimmt.

e Jeder Fehl-Versuch erlaubt, das Suchintervall zu verkleinern.

e Eine solide und effiziente Implementation, die auch mit numerischen
Schwierigkeiten umgehen kann, ist sehr schwer und aufwendig.

e Entscheidend fiir den Erfolg ist vor allem die Schrittrichtung!

AUSNAHME: Fiir Newton-ahnliche Richtungen wird immer Schrittweite 1
zuerst probiert und nur auf Armijo getestet. Solange Armijo nicht erfiillt
ist, reduziert man die Schrittweite (durch Interpolation oder einfaches
Backtracking, d.h., Multiplikation der Schrittweite mit einem Faktor
0<o<1).

28: 86€[86,86]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.5 Skalierung und Steilster Abstieg
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
O(a) = 1xTQx+ qTx + c + aVF(X)Th+ % hTQh
(a)=VF(R)Th+ah"Qh=0 = a=-yob

30: 88€([88,99]



Skal.

1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
®(a)=VF(X)Th+ahTQh=0 = a=-=Y*t

AT QA

Ideal skaliert (Q =1): ___Stellster Abstieg, Schit 1

10 o
Q—|:0 1:|aq_07c_0 :i ‘ A

0) 0z A
Xq =09 .| -

Startpunkt [Xz(o)] = [ 0'9} . :
Steilster Abstieg (B = 1): j::

he—vf a— e _ N
! hT Qh
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
(a)=VF(R)Th+ah"Qh=0 = a=-yob

Ideal skaliert (Q =1): Newton, Schritt 1

1 0
Q—{O 1},q—O,c—O ;

(0) o X
Xq =09 .| -
Startpunkt [XQ(O)] = [ 0'9} - :

Newton (B = Q): o

1 = __VFIQTIVF _ 1 .
h=—Q WV a=Sagvr =1 = ; °

08|
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
(a)=VF(R)Th+ah"Qh=0 = a=-yob

Noch gut skaliert! (x; = 3%;): Steilster Abstieg, Schritt 1
o 320 0. c—0 " 7\
Tlo 1 IIReTE
~(0) 02 o
X1 _ _0~3 > o :
Startpunkt [xéo)] = [ 0'9} - :
Steilster Abstieg (B = 1): N \ /
h=-Vf a= lIAll? Ay \ 5 4 5
- = hTQh X
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
() =VF(R)Th+ahTQh=0 = a=-yok

Noch gut skaliert! (x; = 3%;): Steilster Abstieg, Schritt 2
o-[3 9 0 c—o 8, AN
Tlo 1 IIReTE
~(0) 02 o
X1 _ _0~3 > o :
Startpunkt [xéo)] = [ 0'9} - :
Steilster Abstieg (B = 1): N \ /
h=-Vf a= lIAll? Ay \ 5 4 5
- = hTQh X
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
() =VF(R)Th+ahTQh=0 = a=-yok

Noch gut skaliert! (x; = 3%;): Steilster Abstieg, Schritt 3
o-[3 9 0 c—o 8, AN
Tlo 1 IIReTE
~(0) 02 o
X1 _ _0~3 > o :
Startpunkt [xéo)] = [ 0'9} - :
Steilster Abstieg (B = 1): N \ /
h=-Vf a= lIAll? Ay \ 5 4 5
- = hTQh X

30: 93€([88,99]



1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
() =VF(R)Th+ahTQh=0 = a=-yok

Noch gut skaliert! (x; = 3%;): Steilster Abstieg, Schritt 4
o-[3 9 0 c—o 8, AN
Tlo 1 IIReTE
~(0) 02 o
X1 _ _0~3 > o :
Startpunkt [xéo)] = [ 0'9} - :
Steilster Abstieg (B = 1): N \ /
h=-Vf a= lIAll? Ay \ 5 4 5
- = hTQh X
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
() =VF(R)Th+ahTQh=0 = a=-yok

Noch gut skaliert! (x; = 3%;): Steilster Abstieg, Schritt 5
o-[3 9 0 c—o 8, AN
Tlo 1 IIReTE
~(0) 02 o
X1 _ _0~3 > o :
Startpunkt [xéo)] = [ 0'9} - :
Steilster Abstieg (B = 1): N \ /
h=-Vf a= lIAll? Ay \ 5 4 5
- = hTQh X
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
() =VF(R)Th+ahTQh=0 = a=-yok

Noch gut skaliert! (x; = 3%;): Steilster Abstieg, Schritt 6
o-[3 9 0 c—o 8, AN
Tlo 1 IIReTE
~(0) 02 o
X1 _ _0~3 > o :
Startpunkt [xéo)] = [ 0'9} - :
Steilster Abstieg (B = 1): N \ /
h=-Vf a= lIAll? Ay \ 5 4 5
- = hTQh X
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
() =VF(R)Th+ahTQh=0 = a=-yok

Noch gut skaliert! (x; = 3%;): Steilster Abstieg, Schritt 7
o-[3 9 0 c—o 8, AN
Tlo 1 IIReTE
~(0) 02 o
X1 _ _0~3 > o :
Startpunkt [xéo)] = [ 0'9} - :
Steilster Abstieg (B = 1): N \ /
h=-Vf a= lIAll? Ay \ 5 4 5
- = hTQh X
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1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
() =VF(R)Th+ahTQh=0 = a=-yok

Noch gut skaliert! (x; = 3%;): Steilster Abstieg, Schritt 8
o-[3 9 0 c—o 8, AN
Tlo 1 IIReTE
~(0) 02 o
X1 _ _0~3 > o :
Startpunkt [xéo)] = [ 0'9} - :
Steilster Abstieg (B = 1): N \ /
h=-Vf a= lIAll? Ay \ 5 4 5
- = hTQh X
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Skal.

1.5 Skalierung

Bei Verfahren 1. Ordnung (nur Gradient) hat die Skalierung der Variablen
(z.B. ob Daten in Metern oder Millimetern gegeben sind) groBen Einfluss
auf das Konvergenzverhalten und ist kaum verniinftig anpassbar.

Das Newtonverfahren (nutzt 2. Ordnung) ist jedoch skalierungsunabhingig!

Bsp: f(x) =2x"Qx+q"x+¢c, VF(x)=Qx+gq V3 (x)=Q, Q>0
exakter Line-Search fiir Abstiegsrichtung h = —B~1Vf(x) in x (B > 0):
®(a) =ixTQx+ q"x+c+aVF(x)Th+ %hTQh
®(a)=VF(X)Th+ahTQh=0 = a=-=Y*t

AT QA
Noch gut skaliert! (x; = 3%;): Newton, Schritt 1
o-[3 9 0 c—o 8, N
- 0 1 , =V, Cc= :i
(%) 037 .. )
1 _ >
Startpunkt [xéo)] = [ 09}
Newton (B = Q): Y
__A-1 =~ _ VfTQ v _ B
h=—-Q Vf'a_VfT©*1Vf 1 .
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Steilster Abstieg konvergiert SEHR langsam

Ein Verfahren konvergiert linear gegen x*, wenn es eine Konstante
0 <~y <1 gibt mit ||xgr1 — x*|| < vllxk — x*||.

Satz
Fiir f(x) = 2x7 Qx + q" x + ¢ mit Q > 0 und exaktem Line-Search

konvergiert das steilste Abstiegsverfahren im Allgemeinen linear mit
Amax (@) — Amin (Q
Konstante v = )\maxEQg"')\mingQ;'

Fir Amax => Amin (die Niveaumengen sind ganz schmale Ellipsen) ist
~ & 1 und man sieht kaum Verbesserung.

31: 100€[100,102]



Steilster Abstieg konvergiert SEHR langsam

Ein Verfahren konvergiert linear gegen x*, wenn es eine Konstante
0 <~y <1 gibt mit ||xgr1 — x*|| < vllxk — x*||.

Satz
Fiir f(x) = %XTQX +q"x + ¢ mit Q = 0 und exaktem Line-Search
konvergiert das steilste Abstiegsverfahren im Allgemeinen linear mit

Konstante v = %

Fir Amax => Amin (die Niveaumengen sind ganz schmale Ellipsen) ist
~ & 1 und man sieht kaum Verbesserung.

In der Ndhe eines Optimums mit hinreichenden Optimalitdtsbedingungen
ist die Funktion anndhernd quadratisch streng konvex

— steilster Abstieg konvergiert am Ende fast immer schlecht

— Newton konvergiert am Ende fast immer hervorragend

31: 101€[100,102]



Skal.

Steilster Abstieg konvergiert SEHR langsam

Ein Verfahren konvergiert linear gegen x*, wenn es eine Konstante
0 <~y <1 gibt mit ||xgr1 — x*|| < vllxk — x*||.

Satz
Fiir f(x) = 2x7 Qx + q" x + ¢ mit Q > 0 und exaktem Line-Search

konvergiert das steilste Abstiegsverfahren im Allgemeinen linear mit

Konstante v = %

Fir Amax => Amin (die Niveaumengen sind ganz schmale Ellipsen) ist
~ & 1 und man sieht kaum Verbesserung.

In der Ndhe eines Optimums mit hinreichenden Optimalitdtsbedingungen
ist die Funktion anndhernd quadratisch streng konvex

— steilster Abstieg konvergiert am Ende fast immer schlecht

— Newton konvergiert am Ende fast immer hervorragend

Da fiir groBe n jede Iteration des Newton-Verfahrens wegen der
Berechnung von V2f und —(V?f)~1Vf sehr aufwendig ist, versucht man
(V2f)~! sukzessive aus den Werten von V£ zu approximieren.

31: 102€[100,102]
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Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.6 Quasi-Newton
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BFGS

1.6 Quasi-Newton-Verfahren
(k+1)—x*
Ein Verfahren konvergiert superlinear gegen x*, falls limy_, o w =0
(wird kleiner als jede Konstante der linearen Konvergenz).

Satz
Konvergiert x*kt1) = x(k) 1 h(k) gegen ein x*, das die hinreichenden
Opt.-Bed. erfiillt, so ist die Konvergenz superlinear genau dann, wenn die

Schrittrichtung h'¥) sich schneller der Newton-Richtung h%() annihert als

k
h — p|| = o(||AX).

sie klein wird,

33: 104€[104,108]



BFGS

1.6 Quasi-Newton-Verfahren

Ein Verfahren konvergiert superlinear gegen x*, falls limy_, o

\|X(k+1)—x* H _ O

[l —x*]]

(wird kleiner als jede Konstante der linearen Konvergenz).

Satz
Konvergiert x*kt1) = x(k) 1 h(k) gegen ein x*, das die hinreichenden
Opt.-Bed. erfiillt, so ist die Konvergenz superlinear genau dann, wenn die

Schrittrichtung h'¥) sich schneller der Newton-Richtung h%() annihert als

sie klein wird, ||h(k) — h%()H = o(||hA])).

= Superlineare Konvergenz erfordert Approximation der Newton-Richtung.
Fiir h = —B~!Vf sollte B also die Hessematrix nachbauen. Diese erfiillt
Vf(x + h) = Vf(x) + V2f(x)h+ o(h). [Taylor]
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BFGS

1.6 Quasi-Newton-Verfahren

Ein Verfahren konvergiert superlinear gegen x*, falls limy_, o

\|X(k+1)—x* H _ O

[l —x*]]

(wird kleiner als jede Konstante der linearen Konvergenz).

Satz
Konvergiert x*kt1) = x(k) 1 h(k) gegen ein x*, das die hinreichenden
Opt.-Bed. erfiillt, so ist die Konvergenz superlinear genau dann, wenn die

Schrittrichtung h'¥) sich schneller der Newton-Richtung h%() annihert als

sie klein wird, ||h(k) — h%()H = o(||hA])).

= Superlineare Konvergenz erfordert Approximation der Newton-Richtung.

Fiir h = —B~1Vf sollte B also die Hessematrix nachbauen. Diese erfiillt
Vf(x + h) = Vf(x) + V2f(x)h+ o(h). [Taylor]
Forderungen an Bj1 fiir Schrittrichtung: hlkt+1) — —B;:J:1ka+1

— Byt > 0, damit h(<*1) Abstiegsrichtung ist
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1.6 Quasi-Newton-Verfahren

Ein Verfahren konvergiert superlinear gegen x*, falls limy_, o

\|X(k+1)—x* H _ O

[l —x*]]

(wird kleiner als jede Konstante der linearen Konvergenz).

Satz
Konvergiert x*kt1) = x(k) 1 h(k) gegen ein x*, das die hinreichenden
Opt.-Bed. erfiillt, so ist die Konvergenz superlinear genau dann, wenn die

Schrittrichtung h'¥) sich schneller der Newton-Richtung h%() annihert als

sie klein wird, ||h(k) — h%()H = o(||hA])).

= Superlineare Konvergenz erfordert Approximation der Newton-Richtung.

Fiir h = —B~1Vf sollte B also die Hessematrix nachbauen. Diese erfiillt
Vf(x + h) = Vf(x) + V2f(x)h+ o(h). [Taylor]
Forderungen an Bj1 fiir Schrittrichtung: hlkt+1) — —B;_&IkaH

— Byt > 0, damit h(<*1) Abstiegsrichtung ist
— Das quadratische Modell my1(h) := fy1 + kal—rlh + %hTBth
sollte in x;, den Gradienten V{; gut approximieren:
Vi = Viampr (x5 — x(k+D) = Vi g+ Byyq (x0) — x(k+1)

33: 107€[104,108]



BFGS

1.6 Quasi-Newton-Verfahren

Ein Verfahren konvergiert superlinear gegen x*, falls limy_, o

\|X(k+1)—x* H _ O

[l —x*]]

(wird kleiner als jede Konstante der linearen Konvergenz).

Satz
Konvergiert x*kt1) = x(k) 1 h(k) gegen ein x*, das die hinreichenden
Opt.-Bed. erfiillt, so ist die Konvergenz superlinear genau dann, wenn die

Schrittrichtung h'¥) sich schneller der Newton-Richtung h%() annihert als

sie klein wird, ||h(k) — h%()H = o(||hA])).

= Superlineare Konvergenz erfordert Approximation der Newton-Richtung.

Fiir h = —B~1Vf sollte B also die Hessematrix nachbauen. Diese erfiillt
Vf(x + h) = Vf(x) + V2f(x)h+ o(h). [Taylor]
Forderungen an Bj1 fiir Schrittrichtung: hlkt+1) — —B;:J:1ka+1

— Byt > 0, damit h(<*1) Abstiegsrichtung ist
— Das quadratische Modell my1(h) := fiz1 + VE h+ 1hTBiyih
sollte in x;, den Gradienten V{; gut approximieren:
Vi = Viampr (x5 — x(k+D) = Vi g+ Byyq (x0) — x(k+1)
Sekanten-Gleichung: By 1(x**1) — x(K)) = Vf 1 — V£

33: 108€[104,108]



BFGS

Quasi-Newton mit BFGS-Update
Wegen Sekanten-Glg., Biy1 > 0 und xk+1) = x(k) 4 o h(K) muss
0 < 2 (h*)T By 1hK) = a(Viiyy — V)T hK)
gelten. Das garantiert die Kriimmung in den Wolfe-Bedingungen:
ax[VEL AR — VEThR] > ay (e — 1) VET AR >0
—— ——

<0 <0

34: 109€[109,112]



BFGS

Quasi-Newton mit BFGS-Update
Wegen Sekanten-Glg., Biy1 > 0 und xk+1) = x(k) 4 o h(K) muss
0 < 2 (h*)T By 1hK) = a(Viiyy — V)T hK)
gelten. Das garantiert die Kriimmung in den Wolfe-Bedingungen:
ar[VET hK) — VETAR] > ay (e — 1) VAT A >0
—— ——

<0 <0

Fiir A(k+1) = —Bk_+11ka+1 ist die Inverse Hyy1 := Bk_+11 giinstiger.

Die Matrix Hy 1 = 0 mit Hiy1(Vhig1 — Vi) = x0T — x(8)  die sich
gegeniiber Hy in geeigneter Norm am wenigsten dndert, erhdlt man durch
die Rang-2-Korrektur von Broyden, Fletcher, Goldfarb und Shanno:

1 1 1
Her = (1 — —skyT H (Il — 7}//(57— + 75/(57—
+ ( S;Z—Yk k ) ( SkT 3 k) S,Z— . k

wobei s, := x(kt1) — x(K) 'y, .= Vf 1 — VF.

34: 110€[109,112]



BFGS

Quasi-Newton mit BFGS-Update
Wegen Sekanten-Glg., Biy1 > 0 und xk+1) = x(k) 4 o h(K) muss
0 < 2 (hMNT By 1htK) = (Vi — VAE)THK) = yT 5]
gelten. Das garantiert die Kriimmung in den Wolfe- Bedlngungen

ax[VEL AR — VEThR] > ay (e — 1) VET AR >0
—— ——
<0 <0
Fiir A(k+1) = —Bk_+11ka+1 ist die Inverse Hyy1 := Bk_j1 giinstiger.

Die Matrix Hy 1 = 0 mit Hiy1(Vhig1 — Vi) = x40t — x(8)  die sich
gegeniiber Hj in geeigneter Norm am wenigsten dndert, erhdlt man durch
die Rang-2-Korrektur von Broyden, Fletcher, Goldfarb und Shanno:

1 1 1
Hipr = (I — ——skyd YHk(l — ——yksl ) + ——sks{
+ ( S;Z—Yk k ) ( S;Z—Yk k ) S[Z—)/k k

wobei s 1= x(kT1) — x(K) y, .= me V. [Hk >~ 0 und Wolfe =
Hi1 = 0, denn s Hy15¢ > - (sk sk)2 >0, vy Hirayk = s vk > 0]

34: 111€[109,112]



BFGS

Quasi-Newton mit BFGS-Update
Wegen Sekanten-Glg., Biy1 > 0 und xk+1) = x(k) 4 o h(K) muss
0 < 2 (hMNT By 1htK) = (Vi — VAE)THK) = yT 5]
gelten. Das garantiert die Kriimmung in den Wolfe- Bedlngungen

ax[VEL AR — VEThR] > ay (e — 1) VET AR >0
—— ——
<0 <0
Fiir A(k+1) = —Bk_+11ka+1 ist die Inverse Hyy1 := Bk_j1 giinstiger.

Die Matrix Hy 1 = 0 mit Hiy1(Vhig1 — Vi) = x40t — x(8)  die sich
gegeniiber Hj in geeigneter Norm am wenigsten dndert, erhdlt man durch
die Rang-2-Korrektur von Broyden, Fletcher, Goldfarb und Shanno:

1 1 1
Her = (1 — —skyT H (Il — 7}//(57— + 75/(57—
+ ( S;Z—Yk k ) ( S;Z—Yk k ) S[Z—)/k k
wobei s 1= x(kT1) — x(K) y, .= me V. [Hk >~ 0 und Wolfe =
Hi1 = 0, denn s Hy15¢ > - (sk sk)2 >0, vy Hirayk = s vk > 0]

Man startet mit Hy = V2f; ! (faIIs »~ 0) oder Hy = gy /-
Fiir groBe n bildet man Hy nicht explizit, sondern speichert nur die
letzten k Paare (s, yx) fiir ein festes k € N (limited memory BFGS).

34: 112€[109,112]




BFGS

Man kann zeigen: Fiir eine streng konvexe quadratische Funktion wird Hj
eine immer bessere Approximation von V2f~! und Line-Search Verfahren
mit BFGS-Richtung und Wolfe-Bedingungen konvergieren superlinear.

35: 113€[113,114]



BFGS

Man kann zeigen: Fiir eine streng konvexe quadratische Funktion wird Hj
eine immer bessere Approximation von V2f~! und Line-Search Verfahren
mit BFGS-Richtung und Wolfe-Bedingungen konvergieren superlinear.

In der N&he eines x*, das die hinreichenden Optimalitdtsbedingungen
erfiillt, ist ein hinreichend glattes f anndhernd streng konvex und
quadratisch.

Konsequenz: Obwohl sowohl BFGS als auch Steilster Abstieg nur ein
Orakel 1. Ordnung ben&tigen, konvergiert BFGS viel besser als Steilster
Abstieg bei etwa vergleichbarem Aufwand pro Iteration.

35: 114€[113,114]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.7 Trust-Region-Verfahren

36: 115¢(115,115]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,

in Trust-Region-Verfahren beides zugleich nach folgendem Schema:
Funktion, x=0.08, y=0.006

x ! /
0s
o

37: 116€[116,126]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,

in Trust-Region-Verfahren beides zugleich nach folgendem Schema:
Modell x=0.08, y=0.006

0. Wahle ein Model mg von f um x(®,
mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]

37: 117€[116,126]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,

in Trust-Region-Verfahren beides zugleich nach folgendem Schema:
Trust-Region x=0.08, y=0.006, r=1

0. Wahle ein Model my von f um x(©,
mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ay mit >
mo(h) = f(x©® + h) V| h| < Ao

37: 118€[116,126]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,

in Trust-Region-Verfahren beides zugleich nach folgendem Schema:
Trust-Region x=0.08, y=0.006, p=—66.1145

0. Wihle ein Model mg von f um x(©,
mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ag mit >
mo(h) = f(x©® + h) V| h| < Ao
1. Lose das Trust-Region-Unterproblem:

h) ~ Argmin my(h) [nur annihern] \
Hh”SAk -15) =l EY [ r;(s

37: 119€[116,126]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,

in Trust-Region-Verfahren beides zugleich nach folgendem Schema:
Trust-Region x=0.08, y=0.006, p=—66.1145

0. Wihle ein Model my von f um x©,

mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ag mit >
mo(h) = f(x©® + h) V| h| < Ao
1. Lose das Trust-Region-Unterproblem:

A%) ~ Argmin my (h) [nur anndhern] \
Ihl<A -
2. Berechne f(x¥) + h(K)) und den Fortschrittsfaktor pj := %,
1AW fiir px < % [mi(hk)) zu schlecht]
setze Ayyyi= 14 min{2A,, A} pe >3 und |AF] = A, [A zu Klein]
Ay sonst. [Wert ok]

37: 120€[116,126]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,

in Trust-Region-Verfahren beides zugleich nach folgendem Schema:
Trust-Region x=0.08, y=0.006, p=—66.1145

0. Wihle ein Model my von f um x©,

mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ag mit >
mo(h) = f(x©® + h) V| h| < Ao
1. Lose das Trust-Region-Unterproblem:

A%) ~ Argmin my (h) [nur anndhern] \
Ihl<A -
2. Berechne f(x¥) + h(K)) und den Fortschrittsfaktor pj := %,
L fiir px < % [mi(hk)) zu schlecht]
setze Ayyyi= 14 min{2A,, A} pe > 3 und |AF] = A, [A zu Klein]
Ay sonst. [Wert ok]

37: 121€[116,126]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,
in Trust-Region-Verfahren beides zugleich nach folgendem Schema:

Trust-Region x=0.08, y=0.006, p=—66.1145

0. Wihle ein Model my von f um x©,

mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ag mit >
mo(h) = f(x©® + h) V| h| < Ao
1. Lose das Trust-Region-Unterproblem:

A%) ~ Argmin my (h) [nur anndhern] \
Ihl<A -
. Berechne f(x¥) + h(K)) und den Fortschrittsfaktor pj := %,
1AW fiir px < % [mi(hk)) zu schlecht]
setze Ayyyi= 14 min{2A,, A} pe >3 und |AF] = A, [A zu Klein]
Ay sonst. [Wert ok]

. Ist pg > n fiir ein festes Akzeptanzniveau n € [0,1),
setze x(HD) = x(0) 4 h(K) “my 1 (B) = fisr + VL h+ 3hT Biyah,

k)

sonst dndere nichts, x(kt1) = x(k), Mpy1 i= My,

37: 122€[116,126]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,
in Trust-Region-Verfahren beides zugleich nach folgendem Schema:

Trust-Region x=0.08, y=0.006, p=—66.1145

0. Wihle ein Model my von f um x©,

mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ag mit >
mo(h) = f(x©® + h) V| h| < Ao
1. Lose das Trust-Region-Unterproblem:

A%) ~ Argmin my (h) [nur anndhern] \
Ihl<A -
. Berechne f(x¥) + h(K)) und den Fortschrittsfaktor pj := %,
1AW fiir px < % [mi(hk)) zu schlecht]
setze Ayyyi= 14 min{2A,, A} pe >3 und |AF] = A, [A zu Klein]
Ay sonst. [Wert ok]

. Ist pg > n fiir ein festes Akzeptanzniveau n € [0,1),
setze x(HD) = x(0) 4 h(K) “my 1 (B) = fisr + VL h+ 3hT Biyah,

k)

sonst andere nichts, x(**1) = x5 m, ;= my.

37: 123€[116,126]



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,
in Trust-Region-Verfahren beides zugleich nach folgendem Schema:

Trust-Region x=0.08, y=0.006, p=—66.1145

0. Wihle ein Model my von f um x©,

mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ag mit >
mo(h) = f(x©® + h) V| h| < Ao
1. Lose das Trust-Region-Unterproblem:

A%) ~ Argmin my (h) [nur anndhern] \
Ihl<A -
2. Berechne f(x¥) + h(K)) und den Fortschrittsfaktor pj := %
1AW fiir px < % [mi(hk)) zu schlecht]
setze Ayyyi= 14 min{2A,, A} pe >3 und |AF] = A, [A zu Klein]
Ay sonst. [Wert ok]

3. Ist px > n fiir ein festes Akzeptanzniveau 7 € [0,1),
setze x(HD) = x(0) 4 h(K) “my 1 (B) = fisr + VL h+ 3hT Biyah,

sonst dndere nichts, x(kt1) = x(k)

4. k — k+ 1. Falls ||[Vf]| > e, GOTO 1, sonst STOP.

37: 124€[116,126]

v M1 7= M.



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,
in Trust-Region-Verfahren beides zugleich nach folgendem Schema:

Trust-Region x=0.08, y=0.006, p=0.52888

0. Wihle ein Model my von f um x©,

mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ag mit >
mo(h) = f(x©® + h) V| h| < Ao
1. Lose das Trust-Region-Unterproblem:

A%) ~ Argmin my (h) [nur anndhern] \
DEN g
2. Berechne f(x(¥) + h(k)) und den Fortschrittsfaktor py := A+
- N ORZAC)
1AW fiir px < % [mi(hk)) zu schlecht]
setze Ayyyi= 14 min{2A,, A} pe >3 und |AF] = A, [A zu Klein]
Ay sonst. [Wert ok]

3. Ist px > n fiir ein festes Akzeptanzniveau 7 € [0,1),
setze xT) = X9 + WO my g (h) = fipr + VA h+ 3hT Bigah,
sonst dndere nichts, x(kt1) = x(k)

4. k — k+ 1. Falls ||[Vf]| > e, GOTO 1, sonst STOP.

37: 125¢[116,126]

v M1 7= M.



Trust-R.

1.7 Trust-Region-Verfahren

In Line-Search-Verf. wird getrennt Schrittrichtung und -lange ermittelt,

in Trust-Region-Verfahren beides zugleich nach folgendem Schema:
Trust-Region x=0.9, y=-0.2, p=1

0. Wihle ein Model my von f um x©,

mo(h) = fo + VT h+ 3hT Boh
[Bo z.B. aus Newton oder Quasi-Newton]
und einen Trust-Region-Radius Ag mit >
mo(h) = f(x©® + h) V| h| < Ao
1. Lose das Trust-Region-Unterproblem:

A%) ~ Argmin my (h) [nur anndhern]
B S
2. Berechne f(x¥) + h(K)) und den Fortschrittsfaktor pj := %
1AW fiir px < % [mi(hk)) zu schlecht]
setze Ayyy:= 14 min{2A,, A} pe> 3 und |AF] = A, [A zu Klein]
Ay sonst. [Wert ok]

3. Ist px > n fiir ein festes Akzeptanzniveau 7 € [0,1),
setze xT) = X9 + WO my g (h) = fipr + VA h+ 3hT Bigah,
sonst dndere nichts, x(kt1) = x(k)

4. k — k+ 1. Falls ||[Vf]| > e, GOTO 1, sonst STOP.

37: 126€[116,126]

v M1 7= M.



Trust-R.

Konvergenz von Trust-Region-Verfahren
Weil my in 0 auch den Gradienten Vi hat, gilt px > n fiir A klein genug.

38: 127€[127,131]



Trust-R.

Konvergenz von Trust-Region-Verfahren

Weil my in 0 auch den Gradienten Vf, hat, gilt px > n fiir A klein genug.
Globale Konvergenz ist (unter milden technischen Voraussetzungen)
garantiert, wenn fiir eine Konstante ¢; € (0, 1) und fiir jedes k die
Niherungsldsung h(k) die Trust-Region-Bedingung

(TRQ)  me(0) — mi(h®) > & [V min { &, 1T

erfiillt. [= red. Abstieg mal Schrittlénge, stellt sufficient decrease sicher]

38: 128€[127,131]



Trust-R.

Konvergenz von Trust-Region-Verfahren

Weil my in 0 auch den Gradienten Vf, hat, gilt px > n fiir A klein genug.
Globale Konvergenz ist (unter milden technischen Voraussetzungen)
garantiert, wenn fiir eine Konstante ¢; € (0, 1) und fiir jedes k die
Niherungsldsung h(k) die Trust-Region-Bedingung

(TRQ)  me(0) — mi(h®) > & [V min { &, 1T

erfiillt. [= red. Abstieg mal Schrittlénge, stellt sufficient decrease sicher]

Diese Bedingung erfiillt der Cauchy-Punkt h ) fiir a = % Er minimiert
- f

das Modell in Richtung des steilsten Abstlegs. Lose fiir h= — Hgft\l
min ]mk(ah) = fi+aVTh+ S h Beh = fi—a|| VA |+ 1= VA BV i
« k

38: 129€[127,131]



Trust-R.

Konvergenz von Trust-Region-Verfahren
Weil my in 0 auch den Gradienten Vf, hat, gilt px > n fiir A klein genug.
Globale Konvergenz ist (unter milden technischen Voraussetzungen)
garantiert, wenn fiir eine Konstante ¢; € (0, 1) und fiir jedes k die
Niherungsldsung h(k) die Trust-Region-Bedingung

(TRQ)  mi(0) = me(h¥)) > | VAl min { A, 55 }
erfiillt. [= red. Abstieg mal Schrittlénge, stellt sufficient decrease sicher]

Diese Bedingung erfiillt der Cauchy-Punkt h ) fiir a = % Er minimiert
- f

das Modell in Richtung des steilsten Abstlegs. Lose fiir h= — Hgft\l
min ]mk(ah) = fi+aVTh+ S h Beh = fi—a|| VA |+ 1= VA BV i
[e4 k
Ay falls kaTBkak <0,
= ap =4 Ak VAIBVA:
min{Ag, kaTBkak} sonst. [=IVdl + o~z = 0]
(k) _ C _Vf,
he =~ omg

38: 130€[127,131]



Trust-R.

Konvergenz von Trust-Region-Verfahren
Weil my in 0 auch den Gradienten Vf, hat, gilt px > n fiir A klein genug.
Globale Konvergenz ist (unter milden technischen Voraussetzungen)
garantiert, wenn fiir eine Konstante ¢; € (0, 1) und fiir jedes k die
Niherungsldsung h(k) die Trust-Region-Bedingung

(TRQ)  mi(0) = me(h¥)) > | VAl min { A, 55 }
erfiillt. [= red. Abstieg mal Schrittlénge, stellt sufficient decrease sicher]

Diese Bedingung erfiillt der Cauchy-Punkt hg() fir ¢ = % Er minimiert

das Modell in Richtung des steilsten Abstiegs: Lose fiir h = — Hggu
min ]mk(ah) = fi+aVTh+ S h Beh = fi—a|| VA |+ 1= VA BV i
@ sk
Ay falls VB V£, <0,
= af=9q IVl AR
min{Ag, kaTBkak} sonst. [=IVdl + o~z = 0]
(k) _ C Vi
he” = —ai oy

Jede Verbesserung gegeniiber h(Ck) erfiillt ebenso (TRC) fiir ¢; = % und

ist global konvergent.
38: 131€[127,131]



Trust-R.

Wie berechnet man Vf (V2f) fiir das Orakel 1. (2.) Ordnung?

30: 132€[132,134]



Trust-R.

Wie berechnet man Vf (V2f) fiir das Orakel 1. (2.) Ordnung?
Falls f analytisch vorliegt:
Selber differenzieren oder Matlab, Maple, ... nutzen.

30: 133€[132,134]



Trust-R.

Wie berechnet man Vf (V2f) fiir das Orakel 1. (2.) Ordnung?
Falls f analytisch vorliegt:

Selber differenzieren oder Matlab, Maple, ... nutzen.

Falls f nur als Unterprogramm gegeben ist oder symbolisches
Differenzieren fehlschlagt:

o Numerisches Differenzieren

o Automatisches Differenzieren (falls Source-Code verfiigbar)

(Fur beides gibt es kommerzielle und frei verfiigbare Software)

30: 134€[132,134]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.8 Numerisches Differenzieren

40: 135¢(135,135]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

1.8 Numerisches Differenzieren
Fiir die Berechnung von V£ (x) werden die partiellen Ableitungen durch
endliche Differenzen angendhert [Vorsicht: Stellenausléschung!]:
of _ f(x+ee)—f(x—ee)
8x,- (X) - 2e

41: 136€[136,139]



Num-Diff

1.8 Numerisches Differenzieren
Fiir die Berechnung von V£ (x) werden die partiellen Ableitungen durch
endliche Differenzen angenihert [Vorsicht: Stellenausléschung!]:
of _ f(x+ee)—f(x—ee)
8x,- (X) - 2e

Die Numerik lehrt: Ist u das Maschinenepsilon (gréBte FlieBkomma-Zahl
mit float(1 + u)=float(1)), liefert ¢ = u3 das beste Ergebnis mit einem
Fehler von Konstante mal £2.

41: 137€[136,139]



Num-Diff

1.8 Numerisches Differenzieren
Fiir die Berechnung von V£ (x) werden die partiellen Ableitungen durch
endliche Differenzen angenihert [Vorsicht: Stellenausléschung!]:
of _ f(x+ee)—f(x—ee)
8x,- (X) - 2e

Die Numerik lehrt: Ist u das Maschinenepsilon (gréBte FlieBkomma-Zahl
mit float(1 + u)=float(1)), liefert ¢ = u3 das beste Ergebnis mit einem
Fehler von Konstante mal £2.

Pro Koordinate sind so zwei Funktionsberechnungen erforderlich, aber
der Fehler der einseitigen Formel fEree)=fR) wird fiir ¢ = /u minimiert

und ware nur durch Konstante mal ¢ beschrankt, ist also meist zu groB.

41: 138€[136,139]



Num-Diff

1.8 Numerisches Differenzieren
Fiir die Berechnung von V£ (x) werden die partiellen Ableitungen durch
endliche Differenzen angenihert [Vorsicht: Stellenausléschung!]:
of _ f(x+ee)—f(x—ee)
8x,- (X) - 2e

Die Numerik lehrt: Ist u das Maschinenepsilon (gréBte FlieBkomma-Zahl
mit float(1 + u)=float(1)), liefert ¢ = u3 das beste Ergebnis mit einem
Fehler von Konstante mal £2.

Pro Koordinate sind so zwei Funktionsberechnungen erforderlich, aber
der Fehler der einseitigen Formel fEree)=fR) wird fiir ¢ = /u minimiert

und ware nur durch Konstante mal ¢ beschrankt, ist also meist zu groB.

Bei der Berechung von V2f oder der Jacobimatrix Jg einer Funktion

g : R"” — R™ rentiert es sich zu untersuchen, ob eine eventuelle
Diinnbesetztheit der Matrizen genutzt werden kann, um die Anzahl der
Funktionsauswertungen zu reduzieren. Dies wird hier nicht weiter
untersucht.

41: 139€[136,139]
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1.9 Automatisches Differenzieren
Die Kettenregel fiir g(y(x)) mit g : R™ — Rk, y : R" — R™,

Velr() = 3 5 (/)%

wird konsequent rekursiv auf alle Teilausdriicke angewandt.

43: 141€[141,148]
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1.9 Automatisches Differenzieren
Die Kettenregel fiir g(y(x)) mit g : R™ — Rk, y : R" — R™,
Vig(y(x)) = By; () Viyi(x)
i=1 7!
wird konsequent rekursiv auf alle Teilausdriicke angewandt.

Bsp: f(x) = (x1x2 + €2)/x3
Beginne mit Vix; = e1, Vixo = &, Vixz = 63,

X4 = X1 X2
X5 = €
X6 := Xa+ X5

X7 1= Xp/X3

43: 142€[141,148)
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1.9 Automatisches Differenzieren
Die Kettenregel fiir g(y(x)) mit g : R™ — Rk, y : R" — R™,
Vig(y(x)) = By; () Viyi(x)
i=1 7!
wird konsequent rekursiv auf alle Teilausdriicke angewandt.

Bsp: f(x) = (x1x2 + €2)/x3
Beginne mit Vix; = e1, Vixo = &, Vixz = 63,

P — 6X1X2 8){1)(2 _ V v 2
Xgi=x1 = Vixg = GEEVoa+ GEEVoo = xVixp +x1Vixo = a

X5 = €
X6 := Xa+ X5

X7 1= Xp/X3

43: 143€[141,148]
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1.9 Automatisches Differenzieren
Die Kettenregel fiir g(y(x)) mit g : R™ — Rk, y : R" — R™,
Vig(y(x)) = By; () Viyi(x)
i=1 7!
wird konsequent rekursiv auf alle Teilausdriicke angewandt.

Bsp: f(x) = (x1x2 + €2)/x3
Beginne mit Vix; = e1, Vixo = &, Vixz = 63,

“—— — 6X1X2 8){1)(2 v _ V v 2
Xp i =x1x = Vi = GVt GEEVoe = xVixa +xi Vi = a
x4
X5 =e4 = Vos= ZVx = X Vx

X6 := Xa+ Xz

X7 1= Xp/X3

43: 144€[141,148)
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1.9 Automatisches Differenzieren
Die Kettenregel fiir g(y(x)) mit g : R™ — Rk, y : R" — R™,

8g

<&(y(x)) =

i=1

(}/)VXYI'(X)

wird konsequent rekursiv auf alle Tellausdriicke angewandt.

Bsp: f(x)

X4 =

X6 -

X5 :

X7 .

x1x0 — Vixg

e* — VXX5 =

Xa+x5 — Vixg =

X6/X3

43: 145¢(141,148)

= (X1X2 + eXlXZ)/X:J,
Beginne mit Vyx; = ey,

Vixo = e, Vixz = e3,

axlxzv x1+ aglxzv Xo = xo VX1 + x1 Vixo = {

oe*4
Oxs VX X4

BX4+X5 v Xa + BX4+X5 VXX5 —

=™ VX X4

VXX4 + VXX5

x2
X1

3
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1.9 Automatisches Differenzieren
Die Kettenregel fiir g(y(x)) mit g : R™ — Rk, y : R" — R™,

8g

<&(y(x)) =

i=1

(}/)VXYI'(X)

wird konsequent rekursiv auf alle Tellausdriicke angewandt.

Bsp: f(x) =

Beginne mit Vyx; = ¢

X4 =

X5 =
Xp =

X7 =

43: 146€[141,148)

x1x0 — Vixg

e* — VXX5 =
Xa+x5 — Vixg =

Xe/x3 — Vixy =

(X1X2 + eXlXZ)/X:J,
 Vixa = €, Vixg = e3,

x2

axlxzv x1+ aglxzv Xo = xo VX1 + x1 Vixo = { x

oe*4 _
o VXX4 = ex VXX4

6X4+X5v Xa +6X4+X5 VXXS — VXX4 + VXXS

a a - -
XG/X3V X+ XG/X3 Vixz = X3 'Vixe — X655 2 VX3

3



Aut-Diff

1.9 Automatisches Differenzieren
Die Kettenregel fiir g(y(x)) mit g : R™ — Rk, y : R" — R™,

S0/ =3 2 ()%

wird konsequent rekursiv auf alle Tellausdriicke angewandt.

Bsp: (x) = (x1x2 + €42) /x3
Beginne mit Viyx; = e1, Vixo = e, Vixz = €3,

x2
X4 = X1Xa — ViXa = ‘Wzv x1+ Bglxzv x2 = xoVix1 + x1Vixo = { x }
X4
X5 = e — VX = %; Vixa = e*Vyxa

X6 1= Xa+Xx5 — ViXeg = 6X4+X5V X4 +6X4+X5 Vixs = Vixa + Vixs

16) 15) — _
X7 :=Xg/x3 — VX7 = XG/X3V Xg+ XG/X3 Vixs = Xg 1V, x6 — X6X; 2V, x3

Beachte:
Ein Compiler zerlegt die Berechnung von f ebenso in elementare Schritte
mit Zwischenvariablen x;, am Ende ist f = x; und V,f = V x7.
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1.9 Automatisches Differenzieren
Die Kettenregel fiir g(y(x)) mit g : R™ — Rk, y : R" — R™,

S0/ =3 2 ()%

wird konsequent rekursiv auf alle Tellausdriicke angewandt.

Bsp: (x) = (x1x2 + €42) /x3
Beginne mit Viyx; = e1, Vixo = e, Vixz = €3,

x2
X4 = x1x2  — Vixq = axlxzv X1+ aélxzv x2 = x2Vix1 + x1Vexo = { 1 }
0

X4
x5 =€ = Vexs = %‘14 VieXa = €MV, x4
X6 1= Xa+Xx5 — ViXeg = 8X4+X5V X4 +6X4+X5 Vixs = Vixa + Vixs

16) 15) — _
X7 :=Xg/x3 — VX7 = XG/X3V Xg+ XG/X3 Vixs = Xg 1V, x6 — X6X; 2V, x3

Beachte:

Ein Compiler zerlegt die Berechnung von f ebenso in elementare Schritte
mit Zwischenvariablen x;, am Ende ist f = x; und V,f = V x7.

Fiir jeden elementaren Schritt eines Programms kdnnen die partiellen
Ableitungen explizit angegeben werden! Die Gradienten aufzusummieren

ist aber ineffizient und besser organisierbar.
43: 148€[141,148]
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Automatische Vorwirts-Berechnung von V£(x)Th

Gleichzeitig mit f kann fiir ein gegebenes h € R" die Richtungsableitung
Dpf(x) :== Vif(x )Th berechnet werden Fiir Dy, lautet die Kettenregel

Dhg(}/(x)) h - Z a x.)/I Th = Z a Dhy:

44: 149€(149,156)
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Automatische Vorwirts-Berechnung von V£(x)Th

Gleichzeitig mit f kann fiir ein gegebenes h € R" die Richtungsableitung
Dpf(x) :== Vif(x )Th berechnet werden Fiir Dy, lautet die Kettenregel

Dhg(}/(x)) h - Z a x.)/I Th = Z a Dh}// )

Am Bsp: f(x) = (x1x2 + eXlXZ)/X3, Dy, ... Richtungsableitung fiir h

44: 150€[149,156]
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Automatische Vorwirts-Berechnung von V£(x)Th

Gleichzeitig mit f kann fiir ein gegebenes h € R" die Richtungsableitung
Dpf(x) :== Vif(x )Th berechnet werden Fiir Dy, lautet die Kettenregel

Dhg(}/(x)) v h - Z a x.)/I Th = Z a Dh}// )

Am Bsp: f(x) = (x1x2 + eXlXZ)/X3, Dy, ... Richtungsableitung fiir h
Beginne mit Dpx; := VxxlTh = elTh = hy, Dpxo = Vxszh = hy, Dpxz = hs,
Xg4 = X1 X2

X5 = e
Xe ‘= Xa+ X5

X7 = X6/X3

44: 151€[149,156)
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Automatische Vorwirts-Berechnung von V£(x)Th

Gleichzeitig mit f kann fiir ein gegebenes h € R" die Richtungsableitung
Dpf(x) :== Vif(x )Th berechnet werden Fiir Dy, lautet die Kettenregel

Dhg(}/(x)) v h - Z a x.)/I Th = Z a Dh}// )

Am Bsp: f(x) = (x1x2 + eXlXZ)/X3, Dy, ... Richtungsableitung fiir h
Beginne mit Dpx1 := Vix{ h =] h = h1, Dpxo = Viixy h = ha, Dpxs = hs,
X4 = x1%0 — Dpxq = XQVXX1Th+X1VXX2Th = xoDpx1 + x1Dpxo = xahy + x1hy
X5 = e

Xe ‘= Xa+ X5

X7 = X6/X3

44: 152¢€(149,156)
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Automatische Vorwirts-Berechnung von V£(x)Th

Gleichzeitig mit f kann fiir ein gegebenes h € R" die Richtungsableitung
Dpf(x) :== Vif(x )Th berechnet werden Fiir Dy, lautet die Kettenregel

Dhg(}/(x)) v h - Z a x.)/I Th = Z a Dh}// )

Am Bsp: f(x) = (x1x2 + eXlXZ)/X3, Dy, ... Richtungsableitung fiir h
Beginne mit Dpx; := VxxlTh = elTh = hy, Dpxo = Vxszh = hy, Dpxz = hs,
X4 = x1%0 — Dpxq = XQVXX1Th+X1VXX2Th = xoDpx1 + x1Dpxo = xahy + x1hy
X5 = e — Dpxs = eX“VXx[h = e Dpxy

Xe ‘= Xa+ X5

X7 = X6/X3

44: 153€[149,156]
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Automatische Vorwirts-Berechnung von V£(x)Th

Gleichzeitig mit f kann fiir ein gegebenes h € R" die Richtungsableitung
Dpf(x) :== Vif(x )Th berechnet werden Fiir Dy, lautet die Kettenregel

Dhg(}/(x)) v h - Z a x.)/I Th = Z a Dh}// )

Am Bsp: f(x) = (x1x2 + eXlXZ)/X3, Dy, ... Richtungsableitung fiir h
Beginne mit Dpx; := VxxlTh = elTh = hy, Dpxo = Vxszh = hy, Dpxz = hs,
X4 = x1%0 — Dpxq = XQVXX1Th+X1VXX2Th = xoDpx1 + x1Dpxo = xahy + x1hy

X5 = e — Dpxs = eX“VXx[h = e Dpxy
Xg ‘= X4 +x5 — Dpxg = .. = Dpxs + Dpxs
X7 = X6/X3

44: 154€(149,156)
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Automatische Vorwirts-Berechnung von V£(x)Th

Gleichzeitig mit f kann fiir ein gegebenes h € R" die Richtungsableitung
Dpf(x) :== Vif(x )Th berechnet werden Fiir Dy, lautet die Kettenregel

Dhg(}/(x)) v h - Z a x.)/I Th = Z a Dh}// )

Am Bsp: f(x) = (x1x2 + eXlXZ)/X3, Dy, ... Richtungsableitung fiir h
Beginne mit Dpx; := VxxlTh = elTh = hy, Dpxo = Vxszh = hy, Dpxz = hs,
X4 = x1%0 — Dpxq = XQVXX1Th+X1VXX2Th = xoDpx1 + x1Dpxo = xahy + x1hy

X5 = e — Dpxs = eX“VXx[h = e Dpxy
Xg ‘= X4 +x5 — Dpxg = .. = Dpxs + Dpxs
x7 = X¢/x3 — Dpxz = . = x3_1th6 — X6X3_2DhX3

44: 155€[149,156]
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Automatische Vorwirts-Berechnung von V£(x)Th

Gleichzeitig mit f kann fiir ein gegebenes h € R" die Richtungsableitung
Dpf(x) :== Vif(x )Th berechnet werden Fiir Dy, lautet die Kettenregel

Dhg(}/(x)) v h - Z a x.)/I Th = Z a Dh}// )

Am Bsp: f(x) = (x1x2 + eXlXZ)/X3, Dy, ... Richtungsableitung fiir h
Beginne mit Dpx; := VxxlTh = elTh = hy, Dpxo = Vxszh = hy, Dpxz = hs,
X4 = x1%0 — Dpxq = XQVXX1Th+X1VXX2Th = xoDpx1 + x1Dpxo = xahy + x1hy

X5 = e — Dpxs = eX“VXx[h = e Dpxy
Xg ‘= X4 +x5 — Dpxg = .. = Dpxs + Dpxs
x7 = X¢/x3 — Dpxz = . = x3_1th6 — X6X3_2DhX3

Dyf(x) = V£(x)Th kann also zugleich mit £ und mit relativ geringem
Zusatzaufwand und Speicher berechnet werden!

44: 156€[149,156]
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Automatische Riickwarts-Berechnung von V£ (x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of Ox;

ox; e O0x; Ox;

Die Werte 2% werden in der Vorwirts-Berechnung ermittelt. Sind einmal

ox;
alle Werte % fir j € N; bekannt, ergibt sich % aus obiger Formel.
J 1

45: 157€[157,173]
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Automatische Riickwarts-Berechnung von Vf(x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of Ox;

ox; e O0x; Ox;

Die Werte B—Xf werden in der Vorwiarts-Berechnung ermittelt. Sind einmal

Ox;
alle Werte % fir j € N; bekannt, ergibt sich % aus obiger Formel.
J 1

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’
X1 = {4} gfz‘ =

X2 = {4} % =

X3 = {7} %Z =

xg:=x1x2 = |{5,6} g—f“ = , %ﬁ =

x5 =¥ = {6} g—ig =

X6 1= X4+ X5= {7} g—z =

X7 1= Xg/X3 = 0

Vorwérts-Berechnung:

45: 158€[157,173]
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Automatische Riickwarts-Berechnung von Vf(x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of 0x;

ox; e 87xj Ox;

Die Werte 2% werden in der Vorwirts-Berechnung ermittelt. Sind einmal

Ox;
alle Werte g—)’:j fir j € N; bekannt, ergibt sich g—; aus obiger Formel.

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’
X1 =2 | {4} g—i‘l‘ =

X2 = {4} % =

X3 = | {1t | &=

xg:=x1x2 = |{5,6} g—f“ = , %ﬁ =

x5 =¥ = {6} g—ig =

X6 1= X4+ X5= {7} g—z =

X7 1= Xg/X3 = 0

Vorwiérts-Berechnung: x;

45: 159€[157,173]
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Automatische Riickwarts-Berechnung von Vf(x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of 0x;

ox; e 87xj Ox;

Die Werte 2% werden in der Vorwirts-Berechnung ermittelt. Sind einmal

Ox;
alle Werte g—)’:j fir j € N; bekannt, ergibt sich g—; aus obiger Formel.

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’
X1 =2 | {4} g—i‘l‘ =

X0 =0 | {4} g—’;;‘ =

X3 = | {1t | &=

xg:=x1x2 = |{5,6} g—f“ = , %ﬁ =

x5 =¥ = {6} g—ig =

X6 1= X4+ X5= {7} g—z =

X7 1= Xg/X3 = 0

Vorwérts-Berechnung: x;
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Automatische Riickwarts-Berechnung von Vf(x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of 0x;

ox; e 87xj Ox;

Die Werte 2% werden in der Vorwirts-Berechnung ermittelt. Sind einmal

Ox;
alle Werte g—)’:j fir j € N; bekannt, ergibt sich g—; aus obiger Formel.

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’
X1 =2 | {4} g—i‘l‘ =

X2 =0 {4} % =

X3 =3 | {7} %Z =

xg:=x1x2 = |{5,6} g—f“ = , %ﬁ =

x5 =¥ = {6} g—ig =

X6 1= X4+ X5= {7} g—z =

X7 1= Xg/X3 = 0

Vorwérts-Berechnung: x3
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Automatische Riickwarts-Berechnung von V£ (x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of 0x;

ox; e 87xj Ox;

Die Werte 2% werden in der Vorwirts-Berechnung ermittelt. Sind einmal

6)(,‘
alle Werte g—)’:j fir j € N; bekannt, ergibt sich g—; aus obiger Formel.

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’
X1 =2 | {4} g—i‘l‘ =x=0

X2 =0 | {4} | =x =2

X3 =3 {7} %Z =

x4 :=x1x2 =0 |{5,6} g—f“ = , %ﬁ =

x5 =¥ = {6} g—ig =

X6 1= X4+ X5= {7} g—z =

X7 1= Xg/X3 = )

Vorwirts-Berechnung: x4
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Automatische Riickwarts-Berechnung von Vf(x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of 0x;

ox; e 87xj Ox;

Die Werte 2% werden in der Vorwirts-Berechnung ermittelt. Sind einmal

Ox;
alle Werte g—)’:j fir j € N; bekannt, ergibt sich g—; aus obiger Formel.

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’
X1 =2 {4} gfz‘ = Xp = O

X2 :0 {4} % = X1 = 2

X3 =3 {7} %Z =

xg:=x1x2 =0 |{5,6} g—f‘ =eX=1, g—;": =
x5 =e% =1| {6} | 2e

Xg \= X4 +X5= {7} B—Z =
X7 1= Xp/X3 = 1]

Vorwérts-Berechnung: xs
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Automatische Riickwarts-Berechnung von Vf(x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of 0x;

ox; e 87xj Ox;

Die Werte B—Xf werden in der Vorwiarts-Berechnung ermittelt. Sind einmal

Ox;
alle Werte g—)’:j fir j € N; bekannt, ergibt sich g—; aus obiger Formel.

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’
X1 =2 | {4} g—i‘l‘ =x=0

X2 :0 {4} % = X1 = 2

X3 =3 {7} %Z =

xg:=x1x2 =0 |{5,6} g—f‘ =e=1, g—;": =1
x5o=e4 =1 {6} | =1

X6 = x4+xs=1 | {7} g—z =

X7 1= Xg/X3 = )

Vorwérts-Berechnung: xg

45: 164€[157,173]
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Automatische Riickwarts-Berechnung von Vf(x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of Ox;

ox; e O0x; Ox;

Die Werte % werden in der Vorwiarts-Berechnung ermittelt. Sind einmal

alle Werte % fir j € N; bekannt, ergibt sich % aus obiger Formel.
J

Xi

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’
X1 =2 | {4} g—i‘l‘ =x=0

X2 :0 {4} % = X1 = 2

X3 =3 | {7} g—z = i—g =1

xg:=x1x2 =0 |{5,6} g—f‘ =e=1, g—;": =1
x5o=e4 =1 {6} | =1

X6 = xa+xs=1 | {7} g—z = X% =1

X7 = Xe/X3 =3 D | — (F=x 1)

Vorwérts-Berechnung: x7
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Automatische Riickwarts-Berechnung von V£ (x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of Ox;

ox; e O0x; Ox;

Die Werte % werden in der Vorwiarts-Berechnung ermittelt. Sind einmal
alle Werte % fir j € N; bekannt, ergibt sich % aus obiger Formel.
J

Xi

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?’ g)’:’

X1 =2 | {4} g—i‘l‘ =x=0

X2 :0 {4} % = X1 = 2

X3 =3 | {7} g—z = ;—2 =1

xg:=x1x2 =0 |{5,6} g—f‘ =e=1, g—;": =1

x5 o=e4 =1 {6} | =1

x5 = x4+xs=1 | {7} g—z = X% = %

X7 = Xe/X3 =3 D | — (F=x 1) %:g—jg:l

Riickwarts-Berechnung: 8%
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Automatische Riickwarts-Berechnung von V£ (x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of Ox;

ox; e O0x; Ox;

Die Werte % werden in der Vorwiarts-Berechnung ermittelt. Sind einmal
alle Werte % fir j € N; bekannt, ergibt sich % aus obiger Formel.
J 1

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)
d

Xi N,' 8: g)’:’
X1 =2 {4} gfz‘ = Xp = O
X2 :0 {4} % = X1 = 2
X3 =3 | {7} | S2=%=1

xg:=x1x2 =0 |{5,6} g—f“:ex“:l 26 —

R _ Oxe __
so=et =Lo 372 _ 11 1 of 1_1
= = o =1 =2 _— = == =
X% = X4+X5_} {7} Ix ~ x3 3 %xf@ - }9 373
xr=x6/x3 =35 | 0 |— (F=x 1) O =du g

Riickwarts-Berechnung: 8%,

45: 167€[157,173]



Aut-Diff

Automatische Riickwarts-Berechnung von V£ (x)
Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of 0x;

Ox;  “= 0x; 0x;
JEN;

Die Werte 2% werden in der Vorwirts-Berechnung ermittelt. Sind einmal

6)(,‘
alle Werte g—)’:j fir j € N; bekannt, ergibt sich g—; aus obiger Formel.

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’

X1 =2 | {4} %:XQZO

X2 :0 {4} %:X1:2

X3 =3 | {7} %Z=§§=%

xg:=x1x2 =0 |{5,6} g—f‘ =e=1, g—;": =1

x5 :=e4 =1 {6} | %=1 g=11=1
x5 = x4+xs=1 | {7} 2—22%:% g—jzl-%:%
X7 = Xe/X3 =3 D | — (F=x 1) g—j:g—)::l

Riickwarts-Berechnung: 8%(5

45: 168€[157,173]



Aut-Diff

Automatische Riickwarts-Berechnung von V£ (x)
Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel

9%

of

Of 9%
ox; e O0x; Ox;

Die Werte 5 werden in der Vorwdrts-Berechnung ermittelt. Sind einmal

of

alle Werte 5~ fiir j € N; bekannt, ergibt sich % aus obiger Formel.
J

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' 8: g)’:’

X1 =2 | {4} g—i‘l‘ =x=0

X2 :0 {4} % = X1 =2

X3 =3 {7} %Z = ;*?6? %

xao=xxp =0 {56} G =ev=1, 5% gr=3%-1+3-1=4%
xi=et =1 {6} | 2% =1 g£-La1-1

x5 = x4+xs=1 | {7} 2—22%—% 8—5:1-%:%

X7 = X6/X3 :% 0 | — (F=x1) g—j:g—)::l
Riickwarts-Berechnung: 8%

45: 169€[157,173]



Aut-Diff

Automatische Riickwarts-Berechnung von V£ (x)
Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel

9%

of

Of 9%
ox; e O0x; Ox;

Die Werte 5 werden in der Vorwdrts-Berechnung ermittelt. Sind einmal

of

alle Werte 5~ fiir j € N; bekannt, ergibt sich % aus obiger Formel.
J

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' 8: g)’:’

X1 =2 | {4} %:XQZO

X2 :0 {4} %:X1:2

v =3 | Eeany RS
xao=xxp =0 [{5,6}| Ze=ev=198=1| L =1.14+1.1=3
xsi=et =1 {6} | 2% =1 gZ-1.1-1

x5 = x4+xs=1 | {7} g—Z:%:% 8—5:1-%:%
X72:X6/X3:% 0 | — (F=x1) g—j g—)’gzl
Riickwarts-Berechnung: 8%(3

45: 170€[157,173]



Aut-Diff

Automatische Riickwarts-Berechnung von Vf(x)
Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel

of gaxj
ox; e O0x; Ox;

Die Werte 2% werden in der Vorwirts-Berechnung ermittelt. Sind einmal

Ox;
of

alle Werte == fiir j € N; bekannt, ergibt sich % aus obiger Formel.

ox;

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' 8: g)’:’

X1 =2 | {4} %:XQZO

X =0 | {4} | B=x=2 o =%2=4%

X3 =3 | {1} | 2=5=} Bo=15=3

xq :=x1x2 =0 |{5,6} g—ii:ex“:l,g—ﬁ: %:%-14—%-1:%
ximet =1 {6} | 2% =1 g£-L1-1

X6 = x4+xs=1 | {7} 2—22%—% 8—5:1-%:%
X7Z:X6/X3:% 0 | — (F=x 1) g—j g—)’gzl
Riickwarts-Berechnung: 8%

45 171€[157,173]



Aut-Diff

Automatische Riickwarts-Berechnung von Vf(x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of Ox;

ox; e O0x; Ox;

Die Werte % werden in der Vorwiarts-Berechnung ermittelt. Sind einmal

alle Werte % fir j € N; bekannt, ergibt sich % aus obiger Formel.
J

Xi

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

u | 3:,.

X1 =2 | {4 | Z=x=0 JE=30=0

X =0 | {4} | B=x=2 g =2%2.2=}%

x3 =3 | {7} | ;=2=3 e =15=3
xa=xxp =0 [{5,6}| 2o =ev=196=1| L =1.14+1.1=3
x5 o=e% =1 {6} | Z==1 e=31=3

X6 = x4+xs=1 | {7} 2—22%:% 8—5:1-%:%
X7Z:X6/X3:% 0 | — (F=x 1) g—j g—)’gzl

Riickwarts-Berechnung: 8%

45 172¢[157,173]



Aut-Diff

Automatische Riickwarts-Berechnung von V£ (x)

Taucht x; nur in den Variablen j € N; explizit auf, sagt die Kettenregel
of Of Ox;

ox; e O0x; Ox;

Die Werte % werden in der Vorwiarts-Berechnung ermittelt. Sind einmal
alle Werte % fir j € N; bekannt, ergibt sich % aus obiger Formel.
J

Xi

Bsp: f(x) = (x1x2 + €9°2) /x5 fiir (x1, %2, x3) = (2,0, 3)

Xi N,' gj?: g)’:’

x1 =2 | {4 | Z=x=0 I —-2.0=0

X =0 | {4} | B=x=2 %:%-2:%
w3 | Boney Zoiy-1
xa=xxp =0 [{5,6}| 2o =ev=196=1| L =1.14+1.1=3
wmen =1 q) | B .

X6 = x4+xs=1 | {7} 2—22%:% g—jzl-%_%

X7 = X6/X3 :% 0 | — (F=x 1) g—j:g—)::l
Riickwarts-Berechnung: Vf = (% % (‘;—;)T =(0,3.3)"

45: 173€[157,173]



Aut-Diff
Bemerkungen zum Automatischen Differenzieren
e Die Riickwarts-Ber. bendtigt den gesamten Berechnungsablauf im

Speicher, dafiir ist die Laufzeit viel kiirzer, als wenn [Vf]; liber
Vf Te; fiir jedes i vorwirts berechnet wird.

46: 174€[174,179)



Aut-Diff

Bemerkungen zum Automatischen Differenzieren

e Die Riickwarts-Ber. bendtigt den gesamten Berechnungsablauf im
Speicher, dafiir ist die Laufzeit viel kiirzer, als wenn [V f]; liber
Vf Te; fiir jedes i vorwirts berechnet wird.

e Der Gradient der Funktion Vf(x)"h von x ist V2f(x)h und
benétigt eine Vorwirts- und Riickwirts-Berechnung. Ohne V2f zu
bilden, ist so Hessematrix mal Vektor in etwa 12 mal #Operationen
zur Berechnung von f berechenbar, aber der Speicherbedarf ist groB.

46: 175€[174,179]



Aut-Diff

Bemerkungen zum Automatischen Differenzieren

e Die Riickwarts-Ber. bendtigt den gesamten Berechnungsablauf im
Speicher, dafiir ist die Laufzeit viel kiirzer, als wenn [V f]; liber
Vf Te; fiir jedes i vorwirts berechnet wird.

e Der Gradient der Funktion Vf(x)"h von x ist V2f(x)h und
benétigt eine Vorwirts- und Riickwirts-Berechnung. Ohne V2f zu
bilden, ist so Hessematrix mal Vektor in etwa 12 mal #Operationen
zur Berechnung von f berechenbar, aber der Speicherbedarf ist groB.

e Ist f als Source-code (z.B. in C) gegeben, gibt es Software, die
daraus automatisch alle oberen Varianten in Orakelform erzeugt
(wurde z.B. schon eingesetzt, wenn f {iber einen Loser fiir partielle
Differentialgleichungen berechnet wurde).

46: 176€[174,179]



Aut-Diff

Bemerkungen zum Automatischen Differenzieren

Die Riickwarts-Ber. benétigt den gesamten Berechnungsablauf im
Speicher, dafiir ist die Laufzeit viel kiirzer, als wenn [V f]; liber
Vf Te; fiir jedes i vorwirts berechnet wird.

Der Gradient der Funktion Vf(x)"h von x ist V2f(x)h und
benétigt eine Vorwirts- und Riickwirts-Berechnung. Ohne V2f zu
bilden, ist so Hessematrix mal Vektor in etwa 12 mal #Operationen
zur Berechnung von f berechenbar, aber der Speicherbedarf ist groB.

Ist f als Source-code (z.B. in C) gegeben, gibt es Software, die
daraus automatisch alle oberen Varianten in Orakelform erzeugt
(wurde z.B. schon eingesetzt, wenn f {iber einen Loser fiir partielle
Differentialgleichungen berechnet wurde).

V£ Th (V2fh) in Rechengenauigkeit! (im Gegensatz zu num. Diff.)
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Aut-Diff

Bemerkungen zum Automatischen Differenzieren

Die Riickwarts-Ber. benétigt den gesamten Berechnungsablauf im
Speicher, dafiir ist die Laufzeit viel kiirzer, als wenn [V f]; liber
Vf Te; fiir jedes i vorwirts berechnet wird.

Der Gradient der Funktion Vf(x)"h von x ist V2f(x)h und
benétigt eine Vorwirts- und Riickwirts-Berechnung. Ohne V2f zu
bilden, ist so Hessematrix mal Vektor in etwa 12 mal #Operationen
zur Berechnung von f berechenbar, aber der Speicherbedarf ist groB.

Ist f als Source-code (z.B. in C) gegeben, gibt es Software, die
daraus automatisch alle oberen Varianten in Orakelform erzeugt
(wurde z.B. schon eingesetzt, wenn f {iber einen Loser fiir partielle
Differentialgleichungen berechnet wurde).

V£ Th (V2fh) in Rechengenauigkeit! (im Gegensatz zu num. Diff.)

Grenzen: AD-Software kommt z.B. nicht immer mit
Verzweigungen /bedingten Berechnungen im Source-code zurecht.

46: 178€[174,179]



Aut-Diff

Bemerkungen zum Automatischen Differenzieren

Die Riickwarts-Ber. benétigt den gesamten Berechnungsablauf im
Speicher, dafiir ist die Laufzeit viel kiirzer, als wenn [V f]; liber
Vf Te; fiir jedes i vorwirts berechnet wird.

Der Gradient der Funktion Vf(x)"h von x ist V2f(x)h und
benétigt eine Vorwirts- und Riickwirts-Berechnung. Ohne V2f zu
bilden, ist so Hessematrix mal Vektor in etwa 12 mal #Operationen
zur Berechnung von f berechenbar, aber der Speicherbedarf ist groB.

Ist f als Source-code (z.B. in C) gegeben, gibt es Software, die
daraus automatisch alle oberen Varianten in Orakelform erzeugt
(wurde z.B. schon eingesetzt, wenn f {iber einen Loser fiir partielle
Differentialgleichungen berechnet wurde).

V£ Th (V2fh) in Rechengenauigkeit! (im Gegensatz zu num. Diff.)

Grenzen: AD-Software kommt z.B. nicht immer mit
Verzweigungen /bedingten Berechnungen im Source-code zurecht.

Verfahren, die V2f(x) nicht explizit ben&tigen, sondern nur eine Routine,
die V2f(x) mal Vektor berechnet, heiBen , Hessian-free methods".

46: 179€[174,179]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.10 Das Konjugierte-Gradienten-Verfahren

47: 180€([180,180]



Konj-Grad

1.10 Das lineare Konjugierte-Gradienten-Verfahren

Wir betrachten zuerst nur min f(x) = 3x” Ax — b"x + ¢ mit A > 0.
In diesem Spezialfall hinreichende Opt.-Bed.: Vf(x) =0 < Ax = b
Das lineare CG-Verfahren (conjugate gradients) 16st groBe pos. def.

Gleichungssysteme iterativ nur mit Matrix-Vektor-Multiplikationen.

48: 181€[181,188]



Konj-Grad

1.10 Das lineare Konjugierte-Gradienten-Verfahren
Wir betrachten zuerst nur min f(x) = 3x” Ax — b"x + ¢ mit A > 0.
In diesem Spezialfall hinreichende Opt.-Bed.: Vf(x) =0 < Ax = b
Das lineare CG-Verfahren (conjugate gradients) 16st groBe pos. def.
Gleichungssysteme iterativ nur mit Matrix-Vektor-Multiplikationen.

Beginnend mit steilstem Abstieg wahlt es im jeweils ndchsten, mit exaktem
Line-Search bestimmten Punkt die nachste Richtung so, dass alle alten
Richtungen keine Verbesserung mehr bringen — konjugierte Richtungen.

Konjugierte Gradienten, Schritt 1

o
o
o
o

e Q
o
- \

B E] -05

48: 182€[181,188]




Konj-Grad

1.10 Das lineare Konjugierte-Gradienten-Verfahren
Wir betrachten zuerst nur min f(x) = 3x” Ax — b"x + ¢ mit A > 0.
In diesem Spezialfall hinreichende Opt.-Bed.: Vf(x) =0 < Ax = b
Das lineare CG-Verfahren (conjugate gradients) 16st groBe pos. def.
Gleichungssysteme iterativ nur mit Matrix-Vektor-Multiplikationen.
Beginnend mit steilstem Abstieg wahlt es im jeweils ndchsten, mit exaktem
Line-Search bestimmten Punkt die nachste Richtung so, dass alle alten
Richtungen keine Verbesserung mehr bringen — konjugierte Richtungen.

Konjugierte Gradienten, Schritt 2

04
o
o8|
h E o5
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Konj-Grad

1.10 Das lineare Konjugierte-Gradienten-Verfahren
Wir betrachten zuerst nur min f(x) = 3x” Ax — b"x + ¢ mit A > 0.
In diesem Spezialfall hinreichende Opt.-Bed.: Vf(x) =0 < Ax = b
Das lineare CG-Verfahren (conjugate gradients) 16st groBe pos. def.
Gleichungssysteme iterativ nur mit Matrix-Vektor-Multiplikationen.
Beginnend mit steilstem Abstieg wahlt es im jeweils ndchsten, mit exaktem
Line-Search bestimmten Punkt die nachste Richtung so, dass alle alten
Richtungen keine Verbesserung mehr bringen — konjugierte Richtungen.

Zwei Richtungen d, h € R" heiBen konjugiert bzgl. A > 0, falls d7 Ah = 0.

Geometrisch: Niveaumengen sind Ellipsen, also affine Bilder von Kreisen.
Konjugierte Richtungen sind darin die Bilder orthogonaler Richtungen.

Konjugierte Gradienten, Schritt 1 x"Ax/2+b"x+c zu Kreisen transformiert

.
.
.
0
. \
Ji! h X ° ' h ™),

48: 184€[181,188]
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Konj-Grad

1.10 Das lineare Konjugierte-Gradienten-Verfahren
Wir betrachten zuerst nur min f(x) = 3x” Ax — b"x + ¢ mit A > 0.
In diesem Spezialfall hinreichende Opt.-Bed.: Vf(x) =0 < Ax = b
Das lineare CG-Verfahren (conjugate gradients) 16st groBe pos. def.
Gleichungssysteme iterativ nur mit Matrix-Vektor-Multiplikationen.
Beginnend mit steilstem Abstieg wahlt es im jeweils ndchsten, mit exaktem
Line-Search bestimmten Punkt die nachste Richtung so, dass alle alten
Richtungen keine Verbesserung mehr bringen — konjugierte Richtungen.

Zwei Richtungen d, h € R" heiBen konjugiert bzgl. A > 0, falls d7 Ah = 0.

Geometrisch: Niveaumengen sind Ellipsen, also affine Bilder von Kreisen.
Konjugierte Richtungen sind darin die Bilder orthogonaler Richtungen.

Konjugierte Gradienten, Schritt 2 x"Ax/2+b"x+c zu Kreisen transformiert

Konsequenz:

Das Optimum ist
nach hochstens
n Schritten

- gefunden.
Ja. [Nur theoretisch!]

X (A"x),

X,
(AI/ZX)Z
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Konj-Grad

1.10 Das lineare Konjugierte-Gradienten-Verfahren
Wir betrachten zuerst nur min f(x) = 3x” Ax — b"x + ¢ mit A > 0.
In diesem Spezialfall hinreichende Opt.-Bed.: Vf(x) =0 < Ax = b
Das lineare CG-Verfahren (conjugate gradients) 16st groBe pos. def.
Gleichungssysteme iterativ nur mit Matrix-Vektor-Multiplikationen.
Beginnend mit steilstem Abstieg wahlt es im jeweils ndchsten, mit exaktem
Line-Search bestimmten Punkt die nachste Richtung so, dass alle alten
Richtungen keine Verbesserung mehr bringen — konjugierte Richtungen.

Zwei Richtungen d, h € R" heiBen konjugiert bzgl. A > 0, falls d7 Ah = 0.

Geometrisch: Niveaumengen sind Ellipsen, also affine Bilder von Kreisen.
Konjugierte Richtungen sind darin die Bilder orthogonaler Richtungen.

Konjugierte Gradienten, Schritt 2 x"Ax/2+b"x+c zu Kreisen transformiert

Konsequenz:

Das Optimum ist
nach hochstens
n Schritten

- gefunden.
Ja. [Nur theoretisch!]

X (A"x),

X,
(AI/ZX)Z
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Konj-Grad

1.10 Das lineare Konjugierte-Gradienten-Verfahren
Wir betrachten zuerst nur min f(x) = 3x” Ax — b"x + ¢ mit A > 0.
In diesem Spezialfall hinreichende Opt.-Bed.: Vf(x) =0 < Ax = b
Das lineare CG-Verfahren (conjugate gradients) 16st groBe pos. def.
Gleichungssysteme iterativ nur mit Matrix-Vektor-Multiplikationen.
Beginnend mit steilstem Abstieg wahlt es im jeweils ndchsten, mit exaktem
Line-Search bestimmten Punkt die nachste Richtung so, dass alle alten
Richtungen keine Verbesserung mehr bringen — konjugierte Richtungen.

Zwei Richtungen d, h € R" heiBen konjugiert bzgl. A > 0, falls d7 Ah = 0.

Geometrisch: Niveaumengen sind Ellipsen, also affine Bilder von Kreisen.
Konjugierte Richtungen sind darin die Bilder orthogonaler Richtungen.

Konjugierte Gradienten, Schritt 2 x"Ax/2+b"x+c zu Kreisen transformiert

Konsequenz:

Das Optimum ist
nach hochstens
n Schritten

- gefunden.
Ja. [Nur theoretisch!]

X (A"x),

X,
(AI/ZX)Z
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Konj-Grad

1.10 Das lineare Konjugierte-Gradienten-Verfahren
Wir betrachten zuerst nur min f(x) = 3x” Ax — b"x + ¢ mit A > 0.
In diesem Spezialfall hinreichende Opt.-Bed.: Vf(x) =0 < Ax = b
Das lineare CG-Verfahren (conjugate gradients) 16st groBe pos. def.
Gleichungssysteme iterativ nur mit Matrix-Vektor-Multiplikationen.
Beginnend mit steilstem Abstieg wahlt es im jeweils ndchsten, mit exaktem
Line-Search bestimmten Punkt die nachste Richtung so, dass alle alten
Richtungen keine Verbesserung mehr bringen — konjugierte Richtungen.

Zwei Richtungen d, h € R" heiBen konjugiert bzgl. A > 0, falls d7 Ah = 0.

Geometrisch: Niveaumengen sind Ellipsen, also affine Bilder von Kreisen.
Konjugierte Richtungen sind darin die Bilder orthogonaler Richtungen.

Konjugierte Gradienten, Schritt 2 x"Ax/2+b"x+c zu Kreisen transformiert

Konsequenz:

Das Optimum ist
nach hochstens
n Schritten

- gefunden.
Ja. [Nur theoretisch!]

X (A"x),

X,
(AI/ZX)Z

48: 188€([181,188]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Die Schritte des linearen CG-Verfahrens
0. k =0, Residuum r(® = Ax(®) — p [= V£ (x)], h® = ()
1. Falls ||r(®)|| < & STOP.

49: 180€([189,195]



Konj-Grad

Die Schritte des linearen CG-Verfahrens
0. k =0, Residuum r(© = Ax(®O) — p [= VF(x()], h®O = ()
1. Falls ||r(¥)|| < & STOP.
(rNT 0

2. exakter Line-Search: oy = argmin, s f(x(9) + ah¥) = — (Y TARE

49: 190€([189,195]



Konj-Grad

Die Schritte des linearen CG-Verfahrens
0. k =0, Residuum r(® = Ax(®) — p [= V£ (x)], h® = ()
1. Falls ||r(K)|| < ¢ STOP.
KT p(k
2. exakter Line-Search: a = argmin,, -, f(xK) 4 ahk)) = 7%

49: 191€[189,195]



Konj-Grad

Die Schritte des linearen CG-Verfahrens
0. k =0, Residuum r(© = Ax(®O) — p [= VF(x()], h®O = ()
. Falls ||[r®)|| < £ STOP.
. exakter Line-Search: oy = argmin, o f(x(K) + ah(k)) =
x(k+1) = () 4 o p(R) -
rk1) = Ax(k+1) — p = () 4oy ARK) [ span{r(® ... AK1,(0)}]
Fiir jedes i < k gilt (h()T r(k+1) =g,

(rNT 0
~ (W) T AR

AW N =

Aus exaktem Line-Search folgt (r(*+1))Th(K) =0

und fiir jedes 0 < i < k, wegen x(kt1) = x(i+1) 4 ZL,.H ajh(j),

(WD) = (B TIAT — b4 35 ai ()T AR = 0
~———

—=(h))T i+ =0 =0

49: 192¢[189,195]



Konj-Grad

Die Schritte des linearen CG-Verfahrens

0. k =0, Residuum r(® = Ax(®) — p [= V£ (x)], h® = ()

1. Falls ||r(K)|| < ¢ STOP.

2. exakter Line-Search: a = argmin,, -, f(xK) 4 ahk)) = 7%

3. xkH1) = 5K | g (R

4. ) = Ax(kt1) — p— () o AWK [€ span{r(®) ... Ak+10)}]
Fiir jedes i < k gilt (h(i>)Tr<k+l) =0.

5. hktD) = _p(k+1) 3, o A(K) [€ span{r(® .. . AK1,(0)}]

Breer = G DAY i i < ke gilt ()T ARUHD = 0 = () Ttk

Wihle fky1 so, dass hk+1) konjugiert zu h(K): 0= (h+1))TAR(K) | also
(k+l) T (k)

0= (AN (HO)TAND = = b

Fiir jedes 0 < i < k gilt (mit By = 0) wegen r() = g;h(i=1) — p(1)

(rNT k1) = g (RU=D)T p(kt1) _ ()T (k+1) =0

und jedes 0 < i < k wegen Ah() = (r(i+1) — ((0)/q;

(hHDYTARD) = —(F6HD)T AR 4,1 (BO)TARD) = — DT =)
N————

(o5
=0
49: 193€[189,195]



Konj-Grad

Die Schritte des linearen CG-Verfahrens
. k =0, Residuum r(® = Ax(®) — p [= V£(x)], h® = ()
. Falls ||[r®)|| < £ STOP.

0
1

KT p(k
2. exakter Line-Search: a = argmin,, -, f(xK) 4 ahk)) = ()" h
3
4

RCOWC)
k) — () g h6)
) = Ax (kD) — (K)o ARK) (€ span{r(@) .. AKFLO0)]]
Fiir jedes i < k gilt (h()T r(k+1) = g,
5. hktD) = _p(k+1) 3, o A(K) [€ span{r(® .. . AK1,(0)}]

Brrr = Cryhins. Fiir i < k gilt (h)T ARUHD = 0 = (r0)T 7l

6. k — k+1, gehe zu 1.
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Konj-Grad

Die Schritte des linearen CG-Verfahrens
. k =0, Residuum r(® = Ax(®) — p [= V£(x)], h® = ()
. Falls ||[r®)|| < £ STOP.

0
1
KI\T 1 (k
2. exakter Line-Search: a = argmin,, -, f(x(k) + ah(")) = 7%
3. X(k+1) = X(k) + akh(k)
4. kD) = Akt — p = (K 4 o ARK) € spanf{r©®, ... AFF1A(0)}]
Fiir jedes i < k gilt (h())T r(k+1) = .
5. Ak = —r(kt1) 4 g5 ) h(K) [€ span{r(® .. . AK1,(0)}]
AR T gk

Bryp = CENTANY po i <k gilt (hD)T ARKHD) = 0 = (pD)T plk+D),
+ ()T AR
6. k — k+1, gehe zu 1.

Satz (Lineares CG-Verfahren)

Ist in Iteration k der Gradient ry, # 0, so gilt

span{r® ... AKrO} = span{r® ... r(K} = span{h©@ ... KK}

und (r')Trk) =0, (KT k) =0, (ANTARK) =0 fiir 0 < i < k.
Insbesondere ist x(X) = argmin {f(x) : x € x(©) + span{r(®, ... A=1/O}}
und nach héchstens n Iterationen endet das Verfahren mit r(k) = 0.
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Konj-Grad

Der lineare CG-Algorithmus in Standardform

Nutzt man die Orthogonalitat, lasst sich der Alg. weiter vereinfachen:
Fiir o (r(k))Th(k) — (r(k))T(_,(k) + gh(k—l)) — _(r(k))Tr(k)

Fiir 5: (r(k+1))TAh(k) — (r(k+1))T(r(k+1) _ r(k))/ozk _ (DT (k)
Input: A>0, be R™, x(O ¢ R" £ >0

0. rO = Ax©® _p hO = _p© k0

Qg

plktD) — _ (k1) | g, 1 )
k — k+1, GOTO 1.

1. Falls ||rg]] < e STOP.
AR |12
2. k= (h(lkL))T,‘é\lh@
3_ X(k+1) — X(k) J'_ akh(k)
4. A Z 0 4o, AR
5 ﬁ _ [| D)2
. k+1 IERIE
6.
7.
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Konj-Grad

Der lineare CG-Algorithmus in Standardform

Nutzt man die Orthogonalitat, lasst sich der Alg. weiter vereinfachen:
Fl'jr o (r(k))Th(k) = (r(k))T(_r(k) + 6h(k_1)) — —(r(k))Tr(k)

()T (k1)

Fiir 8: (r+ )T AR = (P T (kD) — p(K)) /g =
Input: A>0, be R™, x(O ¢ R" £ >0
0. r® = Ax(® _p phO — 0 —0

Qg

1. Falls ||rk]| < & STOP.
AR |12

2. k= (h(lk‘))Tl\lh(k)

3_ X(k+1) = X(k) J'_ akh(k)

4, k1) = (k) 4 o ARK)
Hr(k+l)|‘2

5. Bk+1= RECIER

6.

plktD) — _ (k1) | g, 1 )
7. k< k+1, GOTO 1.

e Pro Iteration wird nur eine Matrix-Vektor-Multiplikation benétigt.
[Besonders effizient fiir diinn besetzte Matrix A oder Hessian-free]
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Konj-Grad

Der lineare CG-Algorithmus in Standardform

Nutzt man die Orthogonalitat, lasst sich der Alg. weiter vereinfachen:
Fl'jr o (r(k))Th(k) = (r(k))T(_r(k) + 6h(k_1)) — —(r(k))Tr(k)

()T (k1)

Fiir 8: (r+ )T AR = (P T (kD) — p(K)) /g =
Input: A>0, be R™, x(O ¢ R" £ >0
0. r® = Ax(® _p phO — 0 —0

Qg

1. Falls ||rk]| < & STOP.
A2

2. o= (h(lkL))T,‘é\lh@

3_ X(k+1) = X(k) J'_ akh(k)

4. k) = (k) 4 o AR(K)
|| P02

5. Bk+1= RECIER

6.

h(k+1) — _r(k+1) 4 ﬁk+1h(k)

7. k—k+1, GOTO 1.

e Pro Iteration wird nur eine Matrix-Vektor-Multiplikation benétigt.
[Besonders effizient fiir diinn besetzte Matrix A oder Hessian-free]

e Stellenausloschung verursacht numerische Probleme, k < n reicht nicht.

— In der Praxis ist nur mit Prakonditionierung gute Genauigkeit erzielbar.

[Prakond. ~ Koordinatentrafo Richtung Kreis, stark problemabhangig!]
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Konj-Grad

Das nichtlineare Konjugierte-Gradienten-Verfahren
Ersetze im linearen CG-Verf. r(%) durch V£, und ay-Formel durch Line-Search.
Input: x(© € R”, Orakel 1. Ordnung, € > 0

0. Vfy=VFx©®), 0O =_vf, k=0
Falls ||Vf|| < & STOP.

Bestimme « durch Line-Search.
x4 = () 4 0, (4

Berechne V£, 11 = Vf(x(k+1),

6 _ IVa?
k+1 7 VAR

k+1 — _ka+1 +ﬁll<:flhk
k<— k+1, GOTO 1.

No o A~
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Konj-Grad

Das nichtlineare Konjugierte-Gradienten-Verfahren
Ersetze im linearen CG-Verf. r(%) durch V£, und ay-Formel durch Line-Search.
Input: x(® e R", Orakel 1. Ordnung, ¢ > 0

0. Vfy=VFx©®), 0O =_vf, k=0
Falls ||Vf|| < & STOP.

Bestimme « durch Line-Search.
XD = X 4 oy )

Berechne Vfi 11 = V£ (x(kt1),

6 _ I Vfin|?
k+1 = VA

A = —Vf g + BER A*
7. k<—k+1, GOTO 1.

Schwierigkeiten: wegen des inexakten LS ist i.A. kailh(k) # 0 und
manchmal bleibt V£, Vf; groB — Korrekturversuche iiber Wahl von 3:

AR o
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Konj-Grad

Das nichtlineare Konjugierte-Gradienten-Verfahren
Ersetze im linearen CG-Verf. r(%) durch V£, und ay-Formel durch Line-Search.
Input: x(® e R", Orakel 1. Ordnung, ¢ > 0

0. Vfy=VFx©®), 0O =_vf, k=0
Falls ||Vf|| < & STOP.

Bestimme « durch Line-Search.
XD = X 4 oy )

Berechne Vfi 11 = V£ (x(kt1),

3R _ IVa?
k+1 = VA

A = —Vf g + BER A*
7. k<—k+1, GOTO 1.

Schwierigkeiten: wegen des inexakten LS ist i.A. kailh(k) # 0 und
manchmal bleibt V£, Vf; groB — Korrekturversuche iiber Wahl von 3:
e Fletcher-Reeves: B mit verschirften Wolfe-Bed. — Abstiegsrichtung

AR o

51: 201€[199,204]



Konj-Grad

Das nichtlineare Konjugierte-Gradienten-Verfahren
Ersetze im linearen CG-Verf. r(%) durch V£, und ay-Formel durch Line-Search.
Input: x(© € R”, Orakel 1. Ordnung, € > 0

0. Vfy=VFx©®), 0O =_vf, k=0
Falls ||Vf|| < & STOP.

Bestimme « durch Line-Search.
x(K+1) = 5 (k) 4 o, h(RK)

Berechne V£, 11 = Vf(x(k+1),

3R _ IVa?
k+1 = VA

A = —Vf g + BER A*
7. k<—k+1, GOTO 1.

Schwierigkeiten: wegen des inexakten LS ist i.A. kailh(k) # 0 und
manchmal bleibt V£, Vf; groB — Korrekturversuche iiber Wahl von 3:

e Fletcher-Reeves: B mit verschirften Wolfe-Bed. — Abstiegsrichtung

£l (Vi1 —Vh .
e Polak-Ribiere: ﬂk+1 W praktisch gut, ohne Konvergenz

AR o

51: 202€[199,204]



Konj-Grad

Das nichtlineare Konjugierte-Gradienten-Verfahren
Ersetze im linearen CG-Verf. r(%) durch V£, und ay-Formel durch Line-Search.
Input: x(® e R", Orakel 1. Ordnung, ¢ > 0

0. Vfy=VFx©®), 0O =_vf, k=0
Falls ||Vf|| < & STOP.

Bestimme « durch Line-Search.
XD = X 4 oy )

Berechne Vfi 11 = V£ (x(kt1),

3R _ IVa?
k+1 = VA

A = —Vf g + BER A*
7. k<—k+1, GOTO 1.

Schwierigkeiten: wegen des inexakten LS ist i.A. kailh(k) # 0 und
manchmal bleibt V£, Vf; groB — Korrekturversuche iiber Wahl von 3:

e Fletcher-Reeves: B mit verschirften Wolfe-Bed. — Abstiegsrichtung

£l (Vi1 —Vh .
e Polak-Ribiere: ﬂk+1 W praktisch gut, ohne Konvergenz

e Gilbert-Nocedal: BN, = max{3£¥,,0} praktisch gut, mit Konvergenz

AR o

51: 203€[199,204]



Konj-Grad

Das nichtlineare Konjugierte-Gradienten-Verfahren
Ersetze im linearen CG-Verf. r(%) durch V£, und ay-Formel durch Line-Search.
Input: x(© € R”, Orakel 1. Ordnung, € > 0

0. Vfy=VFx©®), 0O =_vf, k=0
Falls ||Vf|| < & STOP.

Bestimme « durch Line-Search.
x(K+1) = 5 (k) 4 o, h(RK)

Berechne V£, 11 = Vf(x(k+1),

3R _ IVa?
k+1 = VA

A = —Vf g + BER A*
7. k<—k+1, GOTO 1.

Schwierigkeiten: wegen des inexakten LS ist i.A. kailh(k) # 0 und
manchmal bleibt V£, Vf; groB — Korrekturversuche iiber Wahl von 3:

e Fletcher-Reeves: B mit verschirften Wolfe-Bed. — Abstiegsrichtung

£l (Vi1 —Vh .
e Polak-Ribiere: ﬂk+1 W praktisch gut, ohne Konvergenz

e Gilbert-Nocedal: BN, = max{3£¥,,0} praktisch gut, mit Konvergenz
o Regelm. Neustart oder 8, = 0 ist jeweils ein steilster Abstiegsschritt
— global konvergent

51: 204€[199,204]
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Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.11 Inexakte Newton-Verfahren

52: 205€([205,205]



Inex. N.

1.11 Inexakte Newton-Verfahren
Fiir Glgssysteme Ax = b mit A > 0 bestimmt das lineare CG-Verfahren
schnell eine Ndherungslosung durch Matrix-Vektor Multiplikationen.

Idee: Bestimme Newtonrichtung h%() naherungsweise durch Lésen von

V2fihly) = ~Vk,
und nutze z.B. automatisches Differenzieren fiir Hessematrix mal Vektor.

53: 206€[206,208]



Inex. N.

1.11 Inexakte Newton-Verfahren

Fiir Glgssysteme Ax = b mit A > 0 bestimmt das lineare CG-Verfahren
schnell eine Ndherungslosung durch Matrix-Vektor Multiplikationen.

Idee: Bestimme Newtonrichtung h%() naherungsweise durch Lésen von

V2fihly) = ~Vk,
und nutze z.B. automatisches Differenzieren fiir Hessematrix mal Vektor.

Iterative Verfahren brechen ab, wenn das Residuum
r) = v2£hk) 4 Vi,
klein genug ist. Inexakte Newton-Verfahren fordern
(INC)  [r®) < | VA
und geben dafiir eine forcing sequence 1y € (0, 1) vor.

53: 207€[206,208]



Inex. N.

1.11 Inexakte Newton-Verfahren

Fiir Glgssysteme Ax = b mit A > 0 bestimmt das lineare CG-Verfahren
schnell eine Ndherungslosung durch Matrix-Vektor Multiplikationen.

Idee: Bestimme Newtonrichtung h%() naherungsweise durch Lésen von

V2fihly) = ~Vk,
und nutze z.B. automatisches Differenzieren fiir Hessematrix mal Vektor.

Iterative Verfahren brechen ab, wenn das Residuum
r) = v2£hk) 4 Vi,
klein genug ist. Inexakte Newton-Verfahren fordern
(INC)  [r®) < | VA
und geben dafiir eine forcing sequence 1y € (0, 1) vor.

Satz (Inexakte Newton-Verfahren)

Sei f hinr. glatt und x* erfiille die hinr. Opt.-Bed. Ist x(°) nahe genug bei
x*, so gilt fiir jede Punktfolge x(kt1) = x(k) 1 h(k) mijt h(K) erfiillt (INC):
Falls n < n < 1, konvergiert x%) linear gegen x*.

Falls i — 0, konvergiert x(*) superlinear gegen x*.

Falls n < ~||Vfi|| mit festem ~ > 0, konvergieren die x*) quadratisch.

53: 208€[206,208]



Inex. N.

Das Line-Search-Newton-CG-Verfahren

Im Folgenden bezeichnen x(¥), h(¥) die iiblichen Punkt/Richtungsfolgen
und p(), d() die des CG-Verfahrens. Die 7 hier ergeben superlineare K.

0. Wihle Startpunkt x(©), setze k = 0.

54: 209€[209,215]



Inex. N.

Das Line-Search-Newton-CG-Verfahren

Im Folgenden bezeichnen x(¥), h(¥) die iiblichen Punkt/Richtungsfolgen
und p(), d() die des CG-Verfahrens. Die 7 hier ergeben superlineare K.

0. Wihle Startpunkt x(©), setze k = 0.
1. Berechne h%) mit dem linearen CG-Verfahren angewandt auf
V2fp = —Vf, mit Startpunkt p(® =0, i = 0. Beende CG, sobald
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Inex. N.

Das Line-Search-Newton-CG-Verfahren

Im Folgenden bezeichnen x(¥), h(¥) die iiblichen Punkt/Richtungsfolgen
und p(), d() die des CG-Verfahrens. Die 7 hier ergeben superlineare K.

0. Wihle Startpunkt x(©), setze k = 0.
1. Berechne h%) mit dem linearen CG-Verfahren angewandt auf
V2fp = —Vf, mit Startpunkt p(® =0, i = 0. Beende CG, sobald
a) (d)TVv2£.d() <0 [CG-Richtung negativer Kriimmung, V2f, £ 0]
Ist i = O (erster CG-Schritt), setze h(K) := —Vf,, sonst h(K) := p(i),

54: 211€[209,215]



Inex. N.

Das Line-Search-Newton-CG-Verfahren

Im Folgenden bezeichnen x(¥), h(¥) die iiblichen Punkt/Richtungsfolgen
und p(), d() die des CG-Verfahrens. Die 7 hier ergeben superlineare K.

0. Wihle Startpunkt x(©), setze k = 0.
1. Berechne h%) mit dem linearen CG-Verfahren angewandt auf
V2fp = —Vf, mit Startpunkt p(® =0, i = 0. Beende CG, sobald
a) (d)TVv2£.d() <0 [CG-Richtung negativer Kriimmung, V2f, £ 0]
Ist i =0 (erster CG- Schrltt) setze h(K) := —Vf,, sonst h(¥) := p()
b) ||V fi + V2fip)| < min{, /[VA&I[}I VAl setze hk) = p(i).
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Inex. N.

Das Line-Search-Newton-CG-Verfahren

Im Folgenden bezeichnen x(¥), h(¥) die iiblichen Punkt/Richtungsfolgen
und p(), d() die des CG-Verfahrens. Die 7 hier ergeben superlineare K.

0. Wihle Startpunkt x(©), setze k = 0.

1. Berechne h%) mit dem linearen CG-Verfahren angewandt auf
V2fp = —Vf, mit Startpunkt p(® =0, i = 0. Beende CG, sobald
a) (d)TVv2£.d() <0 [CG-Richtung negativer Kriimmung, V2f, £ 0]

Ist i =0 (erster CG- Schrltt) setze h(K) := —Vf,, sonst h(¥) := p()

b) ||V fi + V2fip)| < min{, /[[VAI}H V&, setze h () = p(i).

2. Erfiillt x() + Atk Armijo, setze x(k+1) := x(k) - p(K) [ ‘Newton“-Schritt]
sonst bestimme ay mit x(kKt1) := x(K) 4 o, h(K) erfiillt Wolfe.
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Inex. N.

Das Line-Search-Newton-CG-Verfahren

Im Folgenden bezeichnen x(¥), h(¥) die iiblichen Punkt/Richtungsfolgen
und p(), d() die des CG-Verfahrens. Die 7 hier ergeben superlineare K.

0. Wihle Startpunkt x(©), setze k = 0.

1. Berechne h%) mit dem linearen CG-Verfahren angewandt auf
V2fp = —Vf, mit Startpunkt p(® =0, i = 0. Beende CG, sobald
a) (d)TVv2£.d() <0 [CG-Richtung negativer Kriimmung, V2f, £ 0]

Ist i =0 (erster CG- Schrltt) setze h(K) := —Vf,, sonst h(¥) := p()

b) ||V fi + V2fip)| < min{, /[[VAI}H V&, setze h () = p(i).

2. Erfiillt x() + Atk Armijo, setze x(k+1) := x(k) - p(K) [ ‘Newton“-Schritt]
sonst bestimme ay mit x(kKt1) := x(K) 4 o, h(K) erfiillt Wolfe.

3. k—k+1, GOTO 1.

e Das CG-Verfahren garantiert: h(%) ist Abstiegsrichtung.
p) minimiert m(p) = %pTVkap + V£, p iiber span{d©®, .. . d(-11
Weil p() = 2"‘3 &d0), (d9V)TV2£.dU) > 0 und (dV))TV2fd) =0 (j £ 1)
folgt 0 = m(0) > m(p)) = VAT p) + 1 3170 €2(dD)) TV £ dV)
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Inex. N.

Das Line-Search-Newton-CG-Verfahren

Im Folgenden bezeichnen x(¥), h(¥) die iiblichen Punkt/Richtungsfolgen
und p(), d() die des CG-Verfahrens. Die 7 hier ergeben superlineare K.

0. Wihle Startpunkt x(©), setze k = 0.

1. Berechne h%) mit dem linearen CG-Verfahren angewandt auf
V2fp = —Vf, mit Startpunkt p(® =0, i = 0. Beende CG, sobald
a) (d)TVv2£.d() <0 [CG-Richtung negativer Kriimmung, V2f, £ 0]

Ist i =0 (erster CG- Schrltt) setze h(K) := —Vf,, sonst h(¥) := p()

b) ||V fi + V2fip)| < min{, /[[VAI}H V&, setze h () = p(i).

2. Erfiillt x() + Atk Armijo, setze x(k+1) := x(k) - p(K) [ ‘Newton“-Schritt]
sonst bestimme ay mit x(kKt1) := x(K) 4 o, h(K) erfiillt Wolfe.

3. k—k+1, GOTO 1.

e Das CG-Verfahren garantiert: h(%) ist Abstiegsrichtung.
e CG bendtigt nur Hessematrix mal Vektor — Hessian-free

e Immer zuerst Schrittlange 1 fiir superlineare Konvergenz versuchen!
e CG braucht problemspezifische Prakonditionierer, gefahrdet gute Konv.
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Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]

55: 216€[216,227]



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]
0. p@:=0, r®:=g, d©:=—r©) j:=0. Ist ||ro| < copr, RETURN h:=p(©).
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Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem
Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]
0. p0:=0, r®:=g d©:=—r© ;.=0. Ist Iroll < €opt, RETURN h:=p©.
1. Ist (d))TBd() < 0 (negative Kriimmung), finde OL & zu

ming {m(p): p=p"+ad® |p| = A}, RETURN h:= p() + ad(®.

55: 218€[216,227]



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem
Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]
0. p0:=0, r®:=g d©:=—r© ;.=0. Ist Iroll < €opt, RETURN h:=p©.
1. Ist (d))TBd() < 0 (negative Kriimmung), finde OL & zu

ming {m(p): p=p" +ad® |p| = A}, RETURN h:= p() + ad(®.

2. ai = % [exakter LS fiir m(-) in Richtung d()]
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Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]

0. p0:=0, r®:=g d©:=—r© ;.=0. Ist Iroll < €opt, RETURN h:=p©.
1. Ist (d))TBd() < 0 (negative Kriimmung), finde OL & zu

min, {m(p): p=p")+ad? |p| = A}, RETURN h := p() 4 ad.
2 .
2. ai = % [exakter LS fiir m(-) in Richtung d()]

3. p(i+1) = p(’) + Oé,'d(i)

55: 220€[216,227]



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]

0. p0:=0, r®:=g d©:=—r© ;.=0. Ist Iroll < €opt, RETURN h:=p©.
1. Ist (d))TBd() < 0 (negative Kriimmung), finde OL & zu

mina{m(p?'):p:p(")—|—04d(")7 |p|l = A}, RETURN h:= p) + ad(®.
|12

2. @i = oy TEgm [exakter LS fiir m(-) in Richtung d()]
3. p(i+1) = p(’) + Oé,'d(i)
4. Ist | pli+)|| > A, [verldsst Trust Region]

finde @ > 0 mit ||p) + a;d?| = A, RETURN h := p() + &;d")

55: 221€[216,227]



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]

0. p0:=0, r®:=g d©:=—r© ;.=0. Ist Iroll < €opt, RETURN h:=p©.
1. Ist (d))TBd() < 0 (negative Kriimmung), finde OL & zu

mina{m(p?'):p:p(")—|—04d(")7 |p|l = A}, RETURN h:= p) + ad(®.
|12

2. @i = oy TEgm [exakter LS fiir m(-) in Richtung d()]
3. p(i+1) = p(’) + Oé,'d(i)
4. Ist | pli+)|| > A, [verldsst Trust Region]

finde @ > 0 mit ||p) + a;d?| = A, RETURN h := p() + &;d")
5. r 1) = () 4 o;Bd()

55: 222¢[216,227]



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]

0. p0:=0, r®:=g d©:=—r© ;.=0. Ist Iroll < €opt, RETURN h:=p©.
1. Ist (d))TBd() < 0 (negative Kriimmung), finde OL & zu

mina{m(p?'):p:p(")—|—04d(")7 |p|l = A}, RETURN h:= p) + ad(®.
|12

2. @i = oy TEgm [exakter LS fiir m(-) in Richtung d()]
3. p(i+1) = p(’) + Oé,'d(i)
4. Ist | pli+)|| > A, [verldsst Trust Region]

finde @ > 0 mit ||p) + a;d?| = A, RETURN h := p() + &;d")
5. r#1) = () 4 o;Bd()
6. Ist [|rU+D)|| < erem||r®]|, RETURN h:= pl*+1). [Inexakter Newton]

55: 223€[216,227]



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]
0. p@:=0, r®:=g, d©:=—r©) j:=0. Ist ||rp| < copr, RETURN h:=p(©).
1. Ist (d))TBd() <0 (negative Kriimmung), finde OL & zu

min, {m(p): p=p")+ad? |p| = A}, RETURN h := p() 4 ad.

2. i % [exakter LS fiir m(-) in Richtung d()]
3. plit) = p() 4 q;d
4. Ist | pli+)|| > A, [verldsst Trust Region]

finde @ > 0 mit ||p) + a;d?| = A, RETURN h := p() + &;d")
5.+ = r() 4 o;Bd()
6. Ist [|rU+D)|| < erem||r®]|, RETURN h:= pl*+1). [Inexakter Newton]

(¢+1)H2

7. ﬁl+l = H"lr ”

55: 224¢[216,227)



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]
0. p@:=0, r®:=g, d©:=—r©) j:=0. Ist ||rp| < copr, RETURN h:=p(©).
1. Ist (d))TBd() <0 (negative Kriimmung), finde OL & zu

min, {m(p): p=p")+ad? |p| = A}, RETURN h := p() 4 ad.

2. i % [exakter LS fiir m(-) in Richtung d()]
3. plit) = p() 4 q;d
4. Ist | pli+)|| > A, [verldsst Trust Region]

finde @ > 0 mit ||p) + a;d?| = A, RETURN h := p() + &;d")
5.+ = r() 4 o;Bd()
6. Ist [|rU+D)|| < erem||r®]|, RETURN h:= pl*+1). [Inexakter Newton]

(¢+1)H2

7. ﬁl+l = H"lr ”
8. JU+1) - rli+1) +ﬁi+1d(i)

55: 225¢[216,227)



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]
0. p@:=0, r®:=g, d©:=—r©) j:=0. Ist ||rp| < copr, RETURN h:=p(©).
1. Ist (d))TBd() <0 (negative Kriimmung), finde OL & zu

min, {m(p): p=p")+ad? |p| = A}, RETURN h := p() 4 ad.

2. i % [exakter LS fiir m(-) in Richtung d()]
3. plit) = p() 4 q;d
4. Ist | pli+)|| > A, [verldsst Trust Region]

finde @ > 0 mit ||p) + a;d?| = A, RETURN h := p() + &;d")
5.+ = r() 4 o;Bd()
6. Ist [|rU+D)|| < erem||r®]|, RETURN h:= pl*+1). [Inexakter Newton]

(¢+1)H2

7. ﬁl+l = H"lr ”
8. JU+1) - rli+1) +ﬁi+1d(i)
9. iHi—i-l, GOTO 1.

55: 226€[216,227]



Inex. N.

Das Steihaug CG-Verf. fiir das Trust-Region-Problem

Input: Model m(h) = f+gTh+1h"Bh, Radius A > 0, ept > 0, Eterm > 0
Output: Schritt h [g = VF, Newton: B = V2f]
0. p@:=0, r®:=g, d©:=—r©) j:=0. Ist ||rp| < copr, RETURN h:=p(©).
1. Ist (d))TBd() <0 (negative Kriimmung), finde OL & zu

min, {m(p): p=p")+ad? |p| = A}, RETURN h := p() 4 ad.

2. i % [exakter LS fiir m(-) in Richtung d()]
3. plit) = p() 4 q;d
4. Ist | pli+)|| > A, [verldsst Trust Region]

finde @ > 0 mit ||p) + a;d?| = A, RETURN h := p() + &;d")
5. r#1) = () 4 o;Bd()
6. Ist [|rU+D)|| < erem||r®]|, RETURN h:= pl*+1). [Inexakter Newton]

(¢+1)H2

7. ﬁl+l = H"lr ”
8. JU+1) - rli+1) +ﬁi+1d(i)
9. i<—i+1, GOTO 1.

e p) ist Cauchy-Punkt, CG-Verfahren verbessert monoton = global konv.
e Bendtigt auch nur Hessematrix mal Vektor — Hessian-free

e Esgilt [[p@ <--- < [|[p]| < --- < A = lokal inexakter Newton

55: 227¢[216,227]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad.

Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.12 Nichtlineare kleinste Quadrate
Das Gauss-Newton-Verfahren

56: 228¢[228,228]

NLG



kl. Quad.

1.12 Nichtlineare kleinste Quadrate

Typisches Problem fiir optimale Parameterwahl: Minimiere ein f der

speziellen Gestalt f(x) = 3 Y-, r?(x) mit r; : R"” — R glatt.

57: 220€[229,233)]



kl. Quad.

1.12 Nichtlineare kleinste Quadrate

Typisches Problem fiir optimale Parameterwahl: Minimiere ein f der

speziellen Gestalt f(x) = 3 Y-, r?(x) mit r; : R"” — R glatt.

Bsp: An m Messpunkten t; werden Werte y; € R mit unabhdngigen,
(0, 0%)-normalverteilten Messfehlern gemessen. Fiir die korrekten Werte
yj wird vermutet, dass sie sich fiir geeignet gewahlte Parameter x als
Funktion y; = ®(tj; x) der Messpunkte darstellen lassen. Bestimme x.

57: 230€[229,233]



kl. Quad.

1.12 Nichtlineare kleinste Quadrate

Typisches Problem fiir optimale Parameterwahl: Minimiere ein f der

speziellen Gestalt f(x) = 3 Y-, r?(x) mit r; : R"” — R glatt.

Bsp: An m Messpunkten t; werden Werte y; € R mit unabhdngigen,
(0, 02)-normalverteilten Messfehlern gemessen. Fiir die korrekten Werte
yj wird vermutet, dass sie sich fiir geeignet gewahlte Parameter x als
Funktion y; = ®(tj; x) der Messpunkte darstellen lassen. Bestimme x.
Hat ein Messfehler von € € R die ,,Wahrschelnllchkelt

p(e) = We 27
wiirden fiir korrekte Parameter x die Messwerte ¥ mit Wahrscheinlichkeit

1
p(¥: x, t) H<p d(t;;x)) = (27r02> ep| =55 Z[yJ (t;; x)]?

auftreten.

57: 231€[229,233]



kl. Quad.

1.12 Nichtlineare kleinste Quadrate

Typisches Problem fiir optimale Parameterwahl: Minimiere ein f der

speziellen Gestalt f(x) = 3 Y-, r?(x) mit r; : R"” — R glatt.

Bsp: An m Messpunkten t; werden Werte y; € R mit unabhdngigen,
(0, 02)-normalverteilten Messfehlern gemessen. Fiir die korrekten Werte
yj wird vermutet, dass sie sich fiir geeignet gewahlte Parameter x als
Funktion y; = ®(tj; x) der Messpunkte darstellen lassen. Bestimme x.
Hat ein Messfehler von € € R die ,,Wahrschelnllchkelt

p(e) = We 27
wiirden fiir korrekte Parameter x die Messwerte ¥ mit Wahrscheinlichkeit

1
p(¥: x, t) H<p d(t;;x)) = (27r02> ep| =55 Z[yJ (t;; x)]?

auftreten. Betrachtet man p(¥; x, t) als Likelihood- Funktlon dafiir, dass x
die korrekten Parameter sind, ist die beste Parameterwahl fiir ¥ und t in
diesem Sinn ein Maximum-Likelihood-Schitzer x € Argmax, p(¥; x, t).

57: 232€[229,233)



kl. Quad.

1.12 Nichtlineare kleinste Quadrate

Typisches Problem fiir optimale Parameterwahl: Minimiere ein f der

speziellen Gestalt f(x) = 3 Y-, r?(x) mit r; : R"” — R glatt.

Bsp: An m Messpunkten t; werden Werte y; € R mit unabhdngigen,
(0, 02)-normalverteilten Messfehlern gemessen. Fiir die korrekten Werte
yj wird vermutet, dass sie sich fiir geeignet gewahlte Parameter x als
Funktion y; = ®(tj; x) der Messpunkte darstellen lassen. Bestimme x.
Hat ein Messfehler von € € R die ,,Wahrschelnllchkelt

p(e) = We 27
wiirden fiir korrekte Parameter x die Messwerte ¥ mit Wahrscheinlichkeit

1
p(¥: x, t) H<p d(t;;x)) = (27r02> ep| =55 Z[yJ (t;; x)]?

auftreten. Betrachtet man p(¥; x, t) als Likelihood- Funktlon dafiir, dass x
die korrekten Parameter sind, ist die beste Parameterwahl fiir ¥ und t in
diesem Sinn ein Maximum- Likelihood Schitzer x € Argmax, p(¥; x, t).

— Finde X € Argmin f(x) : 22 x) mit rj(x) == y; — ®(t;; x).

57: 233€[229,233]



Orakel/Modelle

Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N.

Spezialfall: Lineare kleinste Quadrate

Sind alle rj linear/affin ~ —  min, f(x) := 1||Ax — b||?

58: 234€[234,236)]

kl. Quad.
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kl. Quad.

Spezialfall: Lineare kleinste Quadrate

Sind alle rj linear/affin ~ —  min, f(x) := 1||Ax — b||?

Wegen 1||Ax — b||?> = 1(Ax — b)(Ax — b) = xTATAx — xTATb+ $b7b
und ATA = 0, ist das Problem konvex quadratisch und Vf(x) = 0 ist
hinreichende Optimalitatsbedingung.

x* ist Optimalldsung < x* erfiillt die Normalgleichungen ATAx = A'b.

58: 235€[234,236]



kl. Quad.

Spezialfall: Lineare kleinste Quadrate

Sind alle rj linear/affin ~ —  min, f(x) := 1||Ax — b||?

Wegen 1||Ax — b||?> = 1(Ax — b)(Ax — b) = xTATAx — xTATb+ $b7b
und ATA = 0, ist das Problem konvex quadratisch und Vf(x) = 0 ist
hinreichende Optimalitatsbedingung.

x* ist Optimalldsung < x* erfiillt die Normalgleichungen ATAx = A'b.

Da ATA = 0, bieten sich viele numerische Verfahren zur Losung an:
e Cholesky-Faktorisierung von ATA (mit pivotisieren),
e QR-Faktorisierung von A (recht stabil, wird aber dicht besetzt),
e SVD-Dekomposition (am stabilsten und teuersten)
e Prikonditionierte CG-Verfahren (PCG)
(fiir Naherungslosung im /arge scale-Bereich, falls Av und AT w billig)

58: 236€[234,236]



kl. Quad.

Nichtlineare kleinste Quadrate mit kleinen Residuen
- 1 1 . r(x)

min f(x) := §||r(><)\|2 = EZG?(X) mit r(x) = [ : 1

rm(x)

j=1

und in einer Umgebung von x* sei ||r(x)]| klein (=kleine Residuen).

50: 237€[237,239]



kl. Quad.

Nichtlineare kleinste Quadrate mit kleinen Residuen

1 1 m r(x)
min () i= 2 [r()F = 33 2() it ,(X):[ 5 ]

J:l r,-,,(X)

und in einer Umgebung von x* sei ||r(x)]| klein (=kleine Residuen).
Betrachte Gradienten und Hessematrix von f (Kettenregel nutzen):

V() = XLin)Vr(x) = 4 () r(x)

J

Fiir eine Funktion g : R” — R™ mit g(x) = (g1(x), ..., gm(x))" ist

EACRTE ARG Vei(x)"
=1 =]
%m(x) ... 9n(x) Vem(x)"

die Jacobimatrix von g in x. So ist z.B. V?f(x) = Jy¢(x).
g(x+ h) = g(x) + Jg(x)h+o(h) — das lineare Modell von g in x.

50: 238€[237,239]



kl. Quad.

Nichtlineare kleinste Quadrate mit kleinen Residuen
m r(x)
min f0x) = S lr (I = 5 D00 mit rlx) = [ 5 ]

J:l r,-,,(X)

und in einer Umgebung von x* sei ||r(x)]| klein (=kleine Residuen).
Betrachte Gradienten und Hessematrix von f (Kettenregel nutzen):
V() = XLin)Vr(x) = 4 () r(x)

VE(x) = X V5()Vh()T + S0 n()V25(x)
= J(x)TJ(x)+ ijzl ri(x) V2ri(x) = Jy(x) T J(x)
N

. . T . .., Klei . .
— die Jacobimatrix liefert eine gute Naherehnng fur die Hessematrix.

Fiir eine Funktion g : R” — R™ mit g(x) = (g1(x),...,gm(x))" ist

EACRTE ARG Vei(x)"
m(x) ... 9n(x) Vam(x)"

die Jacobimatrix von g in x. So ist z.B. V?f(x) = Jy¢(x).
g(x+ h) = g(x) + Jg(x)h+o(h) — das lineare Modell von g in x.

50: 230€[237,239]



kl. Quad.

1.12.1 Das Gauss-Newton-Verfahren
Zur Lésung von min, f(x) := %\lHr(x)H2 mit r : R" — R™ wihle statt der
Newton-Schrittrichtung V2f h) = —Vf, die Gauss-Newton-Richtung

I bV = —JTre wobei Jy == J(x), = r(x(9)

60: 240€[240,244]



kl. Quad.

1.12.1 Das Gauss-Newton-Verfahren
Zur Lésung von min, f(x) := %\lHr(x)H2 mit r : R" — R™ wihle statt der
Newton-Schrittrichtung V2f h) = —Vf, die Gauss-Newton-Richtung

I bV = —JTre wobei Jy == J(x), = r(x(9)

Vorteile:
e Es muss keine zweite Ableitung berechnet werden.
o Ist r, klein (kleine Residuen), ist J/Jx gute N3herung fiir V2f

60: 241€[240,244]



kl. Quad.

1.12.1 Das Gauss-Newton-Verfahren
Zur Lésung von min, f(x) := %\lHr(x)H2 mit r : R" — R™ wihle statt der
Newton-Schrittrichtung V2f h) = —Vf, die Gauss-Newton-Richtung

I bV = —JTre wobei Jy == J(x), = r(x(9)

Vorteile:

e Es muss keine zweite Ableitung berechnet werden.

o Ist r, klein (kleine Residuen), ist J]Jx gute N3herung fiir V2f

e Ist Rang(Jx) = n (J/Jk = 0) und Vf; # 0, so ist h?N Abstiegsrichtung:
(W) TV i = (M) Tl e = —(hM) TS ke b = —[[ JehM|[? <0,
denn wegen JkTJk = 0 ist th,f’v =0& JkTrk =Vf=0.

60: 242€[240,244]



kl. Quad.

1.12.1 Das Gauss-Newton-Verfahren
Zur Lésung von min, f(x) := %\lHr(x)H2 mit r : R" — R™ wihle statt der
Newton-Schrittrichtung V2f h) = —Vf, die Gauss-Newton-Richtung

I bV = —JTre wobei Jy == J(x), = r(x(9)

Vorteile:

e Es muss keine zweite Ableitung berechnet werden.

o Ist r, klein (kleine Residuen), ist J]Jx gute N3herung fiir V2f

e Ist Rang(Jx) = n (J/Jk = 0) und Vf; # 0, so ist h?N Abstiegsrichtung:
(WM Ve = (W) T ne = —(RgM) T I Ji bV = [l JehM|1* <0,
denn wegen JkTJk = 0 ist th,f’v =0& JkTrk =Vf=0.

e Die Gleichung fiir th hat die Form ATAx = AT b (Normalgleichungen),
heN ist Lésung des linearen kleinste Quadrate Problems

ming |47 h — re|?

= alle numerischen Verfahren des linearen Falls sind verwendbar.

60: 243€[240,244]



kl. Quad.

1.12.1 Das Gauss-Newton-Verfahren
Zur Lésung von min, f(x) := %\lHr(x)H2 mit r : R" — R™ wihle statt der
Newton-Schrittrichtung V2f h) = —Vf, die Gauss-Newton-Richtung

I bV = —JTre wobei Jy == J(x), = r(x(9)

Vorteile:

e Es muss keine zweite Ableitung berechnet werden.

o Ist r, klein (kleine Residuen), ist J]Jx gute N3herung fiir V2f

e Ist Rang(Jx) = n (J/Jk = 0) und Vf; # 0, so ist h?N Abstiegsrichtung:
(heM) TV fie = (heM) Tl ne = —(hEN)T S dic bV = [ b2V <0,
denn wegen JkTJk = 0 ist th,f’v =0& JkTrk =Vf=0.

e Die Gleichung fiir th hat die Form ATAx = AT b (Normalgleichungen),
heN ist Lésung des linearen kleinste Quadrate Problems

ming |47 h — re|?

= alle numerischen Verfahren des linearen Falls sind verwendbar.

o Ist Rang(Jx) < n, verwendet man im Levenberg-Marquardt-Verfahren

(J,Z—Jk + )\I)h = —Jkrk,

mit dhnlichen Anpassungsregeln fiir A wie fiir die Trust-Region.

[Interpretiere A als Lagrange-Multiplikator fiir die Trust-Region-Constraint.]
60: 244€[240,244]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

Inhaltsiuibersicht

Freie Nichtlineare Optimierung

1.13 Newton fiir nichtlineare Gleichungen

61: 245¢(245,245)



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Funktionswerte in x,=0, x,=0
(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

ORI
SRR

N
R
&
CRRRRRRN
RO
THIHRy
RTRTRHRHHH
RIRTRTHTHH6
RHRHRHunys

62: 246€[246,258]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Funktionswerte in x,=0, x,=0
(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R” s
Gesucht: x € R" mit F(x) =0 .

SRR
RN

GRIRRTERR
TR X

R
RHnw
R RRRRTTHHoR

RHRHRHunys

R

R

Bspl: Primal-Duales System fiir LP
X Aly+z—c

F y = Ax — b =0 "
z xoz—ul 5

62: 247¢€[246,258]



Orakel/Modelle Opt.-Bed. Newton LS Skal. BFGS Trust-R. Num-Diff Aut-Diff Konj-Grad Inex. N. kl. Quad. NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Funktionswerte in x,=0, x,=0

(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R”

X XA
KRR
\\‘\\\\\\‘ KRR
RHinrne
\m\\\‘ NN o\\\\; : R SN
W ‘ W v
NN
R QR
SRR

R
R
R

Gesucht: x € R" mit F(x) =0 .
Bspl: Primal-Duales System fiir LP <
X Aly+z—c .
F y = Ax — b =0 "
z xoz—ul 5
Bsp2: Opt.-Bed. fiir min, f(x)
F(x):=Vf(x)=0 X, e X,

62: 248€[246,258]



NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Newton-Schritt zu x\'=1.1053, x}'=-0.0592
(n Unbekannte, n Gleichungen) 2
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP

fJ.(x ; ,x2)

X Aly+z—c
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)

F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x!
fi(x (kD) Vfl(x(k))T

F(x®) 4 h) =~ F(x®)) + Je(xK))h = : + : h=0

£ (x (kD) Vih(x (k))

Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige

Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

)

62: 249€[246,258]



NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Funktionswerte in x,=1.1053, x,=-0.05921

(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R” s
Gesucht: x € R" mit F(x) =0 .

Bspl: Primal-Duales System fiir LP

fj(x1,x2)

X Aly+z—c .
F y = Ax — b =0 "
z xoz—ul 5
Bsp2: Opt.-Bed. fiir min, f(x) ) ‘
F(X) = Vf(X) =0 X, v X
Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x(%),
fi(x (kD) Vfl(x(k))T
F(x®¥) + h) ~ F(x®¥)) + Jg(xK))h = : + ; h=0
£ (x (kD) Vih(x (k))
Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige
Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

62: 250€[246,258]
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1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Newton-Schritt zu x\=1.0756, x}=0.2043
(n Unbekannte, n Gleichungen) . 2
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP

X Aly+z—c
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)
F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x(%),

fi(x (kD) Vfl(x(k))T
F(x®) 4 h) =~ F(x®)) + Je(xK))h = : + : h=0
£ (x (kD) Vih(x (k))
Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige
Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

62: 251€[246,258]



NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Funktionswerte in x,=1.0756, x,=0.2043

(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP

fj(x1,x2)

X Aly+z—c
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)
F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x(%),

fi(x (kD) Vfl(x(k))T
F(x®) 4 h) =~ F(x®)) + Je(xK))h = : + : h=0
£ (x (kD) Vih(x (k))
Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige
Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

62: 252€[246,258]



NLG

1.13 Newton fiir nichtlineare Gleichungen
Lésung nichtlinearer Gleichungen Newton—-Schritt zu x\=1.0736, xN=0.2213¢
(n Unbekannte, n Gleichungen) : 2
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP

X Aly+z—c
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)
F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x(%),

fi(x (kD) Vfl(x(k))T
F(x®) 4 h) =~ F(x®)) + Je(xK))h = : + : h=0
£ (x (kD) Vih(x (k))
Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige
Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

62: 253€[246,258]



NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Funktionswerte in x,=1.0736, x,=0.22139

(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP

fj(x1,x2)

X Aly+z—c
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)
F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x(%),

fi(x (kD) Vfl(x(k))T
F(x®) 4 h) =~ F(x®)) + Je(xK))h = : + : h=0
£ (x (kD) Vih(x (k))
Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige
Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

62: 254€[246,258]



NLG

1.13 Newton fiir nichtlineare Gleichungen
Lésung nichtlinearer Gleichungen Newton—Schritt zu x\=1.0736, x}=0.2214(
(n Unbekannte, n Gleichungen) : 2
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP

X Aly+z—c
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)
F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x(%),

fi(x (kD) Vfl(x(k))T
F(x®) 4 h) =~ F(x®)) + Je(xK))h = : + : h=0
£ (x (kD) Vih(x (k))
Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige
Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

62: 255€[246,258]



NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Funktionswerte in x,=0, x,=0

(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP

fj(x1,x2)

X Aly+z—c
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)

F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x!
fi(x (kD) Vi (xNT

F(x®¥) + h) ~ F(x®¥)) + Jg(xK))h = : + ; h=0

£ (x (kD) Vi (xk)T

Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige

Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%;).

Ist JF(X(k)) singuldr (< die V¥ lin. abh.), versagt es.

62: 256€[246,258]
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NLG

1.13 Newton fiir nichtlineare Gleichungen
Losung nichtlinearer Gleichungen Newton-Schritt in x,=0, x,=0

(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R”
Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP

—_
&
><-
-
x
Re)
=

X Aly+z—c
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)

F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x!
fi(x (kD) Vfl(x(k))T

F(x®¥) + h) ~ F(x®¥)) + Jg(xK))h = : + ; h=0

£ (x (kD) Vih(x (k))

Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige

Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

Ist JF(X(k)) singuldr (< die V¥ lin. abh.), versagt es.

62: 257¢€[246,258]

)



NLG

1.13 Newton fiir nichtlineare Gleichungen
Rang(Jacobimatrix)=1

Losung nichtlinearer Gleichungen
(n Unbekannte, n Gleichungen)
Gegeben: F: R" — R”

Gesucht: x € R" mit F(x) =0

Bspl: Primal-Duales System fiir LP xi
X ATy +z—c =
F y = Ax — b =0
z xoz—pl

Bsp2: Opt.-Bed. fiir min, f(x)
F(x):=Vf(x)=0

Newton-Verfahren: Bestimme x(**1) als Lésung der Linearisierung in x(%),

fi(x (kD) Vi (xNT
F(x®) 4 h) =~ F(x®)) + Je(xK))h = : + : h=0
£ (x (kD) Vi (xk)T
Fiir Jp(x(k )) reguléir (invertierbar) ist der Newton-Schritt die eindeutige
Ldsung h( = —Jp(xUN)TLF(x()) und x(k+1) = x(k) 1 h%p.

Ist JF(X(k)) singuldr (< die V¥ lin. abh.), versagt es.
62: 258€[246,258]



NLG
Ein Punkt x € R” heiBt reguldre Lésung von F(x) =0, falls F(x) =0
und Jr(x) reguldr. Fiir diese konvergiert Newton lokal quadratisch.

Satz (Newton-Verfahren fiir Nichtlineare Gleichungen)

Sei x* eine regulire Lésung von F(x) =0, Jr Lipschitz-stetig in einer
Umgebung von x* und x(© hinreichend nahe an x*, dann konvergiert die
Folge x(k+1) = x(k) — J(x()=1F(x(K) quadratisch gegen x*.

63: 259€[259,263]



NLG
Ein Punkt x € R” heiBt reguldre Lésung von F(x) =0, falls F(x) =0
und Jr(x) reguldr. Fiir diese konvergiert Newton lokal quadratisch.

Satz (Newton-Verfahren fiir Nichtlineare Gleichungen)

Sei x* eine regulire Lésung von F(x) =0, Jr Lipschitz-stetig in einer
Umgebung von x* und x(© hinreichend nahe an x*, dann konvergiert die
Folge x(k+1) = x(k) — J(x()=1F(x(K) quadratisch gegen x*.

Bspl: Primal-Duales System fiir LP
X X Ax Aly+z—c¢
F +Jel |y Ay | = Ax — b

z Az xoz—pul

y
z

+ 0

0 AT I Ax
A 0 0 Ay
Diag(z) 0 Diag(x) Az
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NLG
Ein Punkt x € R” heiBt reguldre Lésung von F(x) =0, falls F(x) =0
und Jr(x) reguldr. Fiir diese konvergiert Newton lokal quadratisch.

Satz (Newton-Verfahren fiir Nichtlineare Gleichungen)

Sei x* eine regulire Lésung von F(x) =0, Jr Lipschitz-stetig in einer
Umgebung von x* und x(© hinreichend nahe an x*, dann konvergiert die
Folge x(k+1) = x(k) — J(x()=1F(x(K) quadratisch gegen x*.

Bspl: Primal-Duales System fiir LP

X Ax Aly+z—c¢
F +Jel |y Ay | = Ax — b
z Az xoz—pul

Bsp2: Opt.-Bed. fiir min, f(x), F(x) := Vf(x) = 0, Jr(x) = V?f(x)

X

y
z

+
Diag(z) 0 Diag(x) Az

0o AT | Ax
A 0 0 Ay | =0

0= F(x) + Je(x)h = VF(x) + V2f(x)h = hy = —V?f(x) ' VF(x)

63: 261€[259,263]



NLG
Ein Punkt x € R” heiBt reguldre Lésung von F(x) =0, falls F(x) =0
und Jr(x) reguldr. Fiir diese konvergiert Newton lokal quadratisch.

Satz (Newton-Verfahren fiir Nichtlineare Gleichungen)

Sei x* eine regulire Lésung von F(x) =0, Jr Lipschitz-stetig in einer
Umgebung von x* und x(© hinreichend nahe an x*, dann konvergiert die
Folge x(k+1) = x(k) — J(x()=1F(x(K) quadratisch gegen x*.

Bspl: Primal-Duales System fiir LP

X Ax Aly+z—c¢
F +Jel |y Ay | = Ax — b
z Az xoz—pul

Bsp2: Opt.-Bed. fiir min, f(x), F(x) := Vf(x) = 0, Jr(x) = V?f(x)

X

y
z

+
Diag(z) 0 Diag(x) Az

0o AT | Ax
A 0 0 Ay | =0

0= F(x) + Je(x)h = VF(x) + V2f(x)h = hy = —V?f(x) ' VF(x)

Zur Globalisierung wird der Fortschritt iiber eine merit-function, meist
f(x) := 3||F(x)]| (s. nichtlin. kleinste Quadrate), bewertet. hyr ist (falls

definiert) Abstiegsrichtung fiir f: VAT A\ = —FT J, J7 F = —|| Fi||? < 0.

63: 262€[259,263]



NLG
Ein Punkt x € R” heiBt reguldre Lésung von F(x) =0, falls F(x) =0
und Jr(x) reguldr. Fiir diese konvergiert Newton lokal quadratisch.

Satz (Newton-Verfahren fiir Nichtlineare Gleichungen)

Sei x* eine regulire Lésung von F(x) =0, Jr Lipschitz-stetig in einer
Umgebung von x* und x(© hinreichend nahe an x*, dann konvergiert die
Folge x(k+1) = x(k) — J(x()=1F(x(K) quadratisch gegen x*.

Bspl: Primal-Duales System fiir LP

X Ax Aly+z—c¢
F +Jel |y Ay | = Ax — b
z Az xoz—pul

Bsp2: Opt.-Bed. fiir min, f(x), F(x) := Vf(x) = 0, Jr(x) = V?f(x)

X

y
z

o AT 1 Ax
+ A 0 0 Ay | =0
Diag(z) 0 Diag(x) Az

0= F(x) + Je(x)h = VF(x) + V2f(x)h = hy = —V?f(x) ' VF(x)

Zur Globalisierung wird der Fortschritt iiber eine merit-function, meist
f(x) := 3||F(x)]| (s. nichtlin. kleinste Quadrate), bewertet. hyr ist (falls

definiert) Abstiegsrichtung fiir f: VAT A\ = —FT J, J7 F = —|| Fi||? < 0.
Vorsicht: Lokale Minima der Merit-Funktion sind i.A. keine Ldsungen!

63: 263€[259,263]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

Inhaltsiuibersicht

Restringierte Nichtlineare Optimierung: Grundlagen

64: 264C[264,264]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

Inhaltsiuibersicht

Restringierte Nichtlineare Optimierung: Grundlagen
2.1 Aufgabenstellung

65: 265€(265,265]



Aufgabenstellung

2.1 Restringierte Nichtlineare Optimierung
Aufgabenstellung:

min  f(x) Zielfunktion
(P) st. hi(x)=0 i€é& Gleichungsnebenbedingungen
gi(x)<0 ieZ Ungleichungsnebenbedingungen
x eR" Grundmenge (meist R", manchmal [0, 1]")

mit f, gi, h; : R” — R hinreichend glatt und &, 7 endliche Indexmengen.

66: 266€[266,268]



Aufgabenstellung

2.1 Restringierte Nichtlineare Optimierung
Aufgabenstellung:

min  f(x) Zielfunktion
(P) st. hi(x)=0 i€é& Gleichungsnebenbedingungen
gi(x)<0 ieZ Ungleichungsnebenbedingungen
x eR" Grundmenge (meist R", manchmal [0, 1]")

mit f, gi, h; : R” — R hinreichend glatt und &, 7 endliche Indexmengen.
Die zuldssige Menge X :={x € R" : hj(x) =0 (i € £),8i(x) <0 (i € I)}
ist Schnitt der Niveaulinien/-mengen, X' = ;. No(h;) N (Nicz So(gi)-

g,h g

0
(o
\))é/wm

@& Oo@ s

66: 267€[266,268]



Aufgabenstellung

2.1 Restringierte Nichtlineare Optimierung
Aufgabenstellung:

min  f(x) Zielfunktion
(P) st. hi(x)=0 i€é& Gleichungsnebenbedingungen
gi(x)<0 ieZ Ungleichungsnebenbedingungen
x eR" Grundmenge (meist R", manchmal [0, 1]")

mit f, gi, h; : R” — R hinreichend glatt und &, 7 endliche Indexmengen.
Die zuldssige Menge X :={x € R" : hj(x) =0 (i € £),8i(x) <0 (i € I)}
ist Schnitt der Niveaulinien/-mengen, X' = ;. No(h;) N (Nicz So(gi)-
Wir suchen ein lokal optimales x* € X, also ein x* mit

f(x)<f(x) VxeXNBA(x"):={x:]x—x*|| <e} fiireine > 0.

Fiir Algorithmen ist diese Beschreibung ungeeignet. Wir benétigen eine al-
gebraische Beschreibung der lokalen Optimalitat, die fiir gegebenes x € R”
nur auf den Funktionswerten und Gradienten (und eventuell V2) von f,
gi, h; in x beruht (Orakel 1./2. Ordnung fiir f, g;, h;).

Idee: Beschreibe die Richtungen, in die man sich von X aus innerhalb X
noch ein kleines Stiick bewegen kann. Ist die Richtungsableitung in all

diesen Richtungen positiv, gibt es in der Ndhe keinen besseren Punkt.
66: 268€[266,268]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

Inhaltsiuibersicht

Restringierte Nichtlineare Optimierung: Grundlagen

2.2 Zulassige Richtungen, Tangential- und Polarkegel

67: 260€[269,269)]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt

mit d = limy_ o0 a(x(K) — x).
[Die a strecken die Vektoren auf die Linge von d]

68: 270€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die a strecken die Vektoren auf die Linge von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir
d=limg_ oo ak(x(k) —x) ist ad = limk_ &k(x(k) — x) mit ay 1= o]

Ts(x)

68: 271€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord. Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zul3ssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit limy_ x¥) = x und oy > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die v strecken die Vektoren auf die Lange von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.
[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir

d=lim_ ak(x(k) —x) ist ad = limg_ o &k(x(k) — x) mit ay = o]
Ts(x)

]
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Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord. Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zul3ssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit limy_ x¥) = x und oy > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die v strecken die Vektoren auf die Lange von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.
[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir

d=lim_ ak(x(k) —x) ist ad = limg_ o &k(x(k) — x) mit ay = o]
Ts(x)

]
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Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die a strecken die Vektoren auf die Linge von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir
d=limg_ oo ak(x(k) —x) ist ad = limk_ &k(x(k) — x) mit ay 1= o]

Ts(x)

68: 274€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed. lin. Kegel KKT-Bed. Bed. 2. Ord. Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zul3ssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit limy_ x¥) = x und o > 0 gibt
mit d = limy_ o0 ax(x¥) — x).

[Die v strecken die Vektoren auf die Lange von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.
[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir

d=lim_ ak(x(k) —x) ist ad = limg_ o @k(x(k) — x) mit ay = o]
Ts(x)

]
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Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die a strecken die Vektoren auf die Linge von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir
d=limg_ oo ak(x(k) —x) ist ad = limk_ &k(x(k) — x) mit ay 1= o]

Ts(x)

68: 276€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord. Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zul3ssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit limy_ x¥) = x und oy > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die v strecken die Vektoren auf die Lange von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den

Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir

d=lim_ ak(x(k) —x) ist ad = limg_ o &k(x(k) — x) mit ay = o]
Ts(x)

u]
]
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Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die a strecken die Vektoren auf die Linge von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir
d=limg_ oo ak(x(k) —x) ist ad = limk_ &k(x(k) — x) mit ay 1= o]

Ts(x)

wn

68: 278€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord. Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zul3ssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit limy_ x¥) = x und oy > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die v strecken die Vektoren auf die Lange von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.
[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir

d=lim_ ak(x(k) —x) ist ad = limg_ o &k(x(k) — x) mit ay = o]
Ts(x)

]
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Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die a strecken die Vektoren auf die Linge von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir
d=limg_ oo ak(x(k) —x) ist ad = limk_ &k(x(k) — x) mit ay 1= o]

Ts(x)

wn

68: 280€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die a strecken die Vektoren auf die Linge von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir
d=limg_ oo ak(x(k) —x) ist ad = limk_ &k(x(k) — x) mit ay 1= o]

Ts(x)

wn

68: 281€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die a strecken die Vektoren auf die Linge von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir
d=limg_ oo ak(x(k) —x) ist ad = limk_ &k(x(k) — x) mit ay 1= o]

Ts(x)

68: 282€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.2 Zulassige Richtungen und Tangentialkegel

Fiir eine Menge S C R” und ein x € S heiBt d € R"
zuldssige Richtung (Tangentialrichtung), wenn es eine Folge
xk) € S (k € N) mit Iimk_,oo x(K) = x und ay > 0 gibt
mit d = limy_ o0 a(x(K) — x).

[Die a strecken die Vektoren auf die Linge von d]

Die Menge aller zuldssigen Richtungen fiir ein x in S bildet den
Tangentialkegel Ts(x) von S in x.

[Ts(x) ist Kegel, denn fiir « > 0 ist mit d € Ts(x) auch ad € Ts(x): Fiir
d=limg_ oo ak(x(k) —x) ist ad = limk_ &k(x(k) — x) mit ay 1= o]

Ts(x)

68: 283€[270,283]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord.

Der Polarkegel

Sensitivitdt

Ist K C R” ein Kegel, nennt man

Ke:={peR":pTd<0 Vd e K}
den Polarkegel zu K. K
[Fir K konvex ist K° = —K* der negative Dual-
kegel. Er wird auch Normalkegel zu K genannt.]

6: 284€[284,289] s -




Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed.

Der Polarkegel

Ist K C R” ein Kegel, nennt man
Ke:={peR":pTd<0 Vd e K}
den Polarkegel zu K.

Bed

Py

Ord

Sensitivitat

[Fiir K konvex ist K° = —K™* der negative Dual-
kegel. Er wird auch Normalkegel zu K genannt.]

Beachte: Aus K C K folgt K° C K°.

69: 285€[284,289]
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Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord. Sensitivitat

Der Polarkegel

Ist K C R” ein Kegel, nennt man

Ke:={peR":pTd<0 Vd e K}
den Polarkegel zu K. K
[Fir K konvex ist K° = —K* der negative Dual-
kegel. Er wird auch Normalkegel zu K genannt.]

Beachte: Aus K C K folgt K° C K°. KS

Gegeben K = {d € R": (a))Td <0,i=1,...,m}, was ist K°?

a®

2D

69: 286€[284,289] s - - =




Tangentialkegel

Der Polarkegel

Ist K C R” ein Kegel, nennt man
Ke:={peR":pTd<0 Vd e K}

den Polarkegel zu K.

[Fiir K konvex ist K° = —K™* der negative Dual-

kegel. Er wird auch Normalkegel zu K genannt.]

Beachte: Aus K C K folgt K° C K°.

K2,

Gegeben K = {d € R": (a))Td <0,i=1,...,m}, was ist K°?

Setze dazu A := [a®M), ... a(m)].

pe K’ &
0O=max p'd
st. ATd<0
d frei

69: 287€[284,289]
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Tangentialkegel

Der Polarkegel

Ist K C R” ein Kegel, nennt man
Ke:={peR":pTd<0 Vd e K}

den Polarkegel zu K. -
[Fiir K konvex ist K° = —K™* der negative Dual-

kegel. Er wird auch Normalkegel zu K genannt.]

Beachte: Aus K C K folgt K° C K°. Ly

Gegeben K = {d € R": (a))Td <0,i=1,...,m}, was ist K°?

Setze dazu A := [a®M), ... a(m)].

2(2)

pe K’ &
0O=max p'd 0=min 07X\
st. ATd<0 < st. AA=p
d frei A>0

69: 288€[284,289]




Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord. Sensitivitat

Der Polarkegel

Ist K C R” ein Kegel, nennt man

Ke:={peR":pTd<0 Vd e K}
den Polarkegel zu K. K
[Fir K konvex ist K° = —K* der negative Dual-
kegel. Er wird auch Normalkegel zu K genannt.]

Beachte: Aus K C K folgt K° C K°. KS

Gegeben K = {d € R": (a))Td <0,i=1,...,m}, was ist K°?
Setze dazu A :=[a), ..., a(™)].

peK° &
0O=max p'd 0=min 07X\
st. ATd<0 < st. AA=p
d frei A>0

SIA>0:A=p
Alsoist K°={peR":p=3" Xal) X\ >0}

u]
]
I
i
it

69: 289 ([284,289]




Aufgabenstellung Tangentialkegel notw. Opt.-Bed. lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

Inhaltsiuibersicht

Restringierte Nichtlineare Optimierung: Grundlagen

2.3 Notwendige Optimalitdtsbedingung

70: 200€[290,290]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed. lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.3 Notwendige Optimalitatsbedingung 1. Ordnung
Sei X C R” und betrachte: (P) minyex f(x)

71: 291€[291,298]



notw. Opt.-Bed.

2.3 Notwendige Optimalitatsbedingung 1. Ordnung
Sei X C R” und betrachte: (P) minyex f(x)

Ist x* € X lokales Optimum und d € Ty (x*) mit d = lim ax(xK) — x*),
dann gilt, wegen X 3 x(K) — x* fiir groBe k

F(x) < F(9) = F() + TF()T (W = x7) + o [x8) — 7))

71: 292€[291,298]



notw. Opt.-Bed.

2.3 Notwendige Optimalitatsbedingung 1. Ordnung
Sei X C R” und betrachte: (P) minyex f(x)
Ist x* € X lokales Optimum und d € Ty (x*) mit d = lim ax(xK) — x*),
dann gilt, wegen X 3 x(K) — x* fiir groBe k
Fx) < F) = F(x7) + V() T(x) — x7) + o[ x5 — x7[))
= VF(x*)T(xF) — x*) > —o(||x*) — x*||) |-ax >0

71: 203€[291,298]



notw. Opt.-Bed.

2.3 Notwendige Optimalitatsbedingung 1. Ordnung
Sei X C R” und betrachte: (P) minyex f(x)

Ist x* € X lokales Optimum und d € Ty (x*) mit d = lim ax(xK) — x*),
dann gilt, wegen X 3 x(K) — x* fiir groBe k

F() < F(9) = F() + TF()T (W — ) + o [x8) — 7))

S VAT () —x7) > —o(|[x(9) - x) Fak >0
= V(x*) [ar(x®) = x*)] > — o(ax|[x¥ — x*|))
lim—VF(x*)Td lim—o(||d|[)=0

71: 294€([291,298]



notw. Opt.-Bed.

2.3 Notwendige Optimalitatsbedingung 1. Ordnung
Sei X C R” und betrachte: (P) minyex f(x)

Ist x* € X lokales Optimum und d € Ty (x*) mit d = lim ax(xK) — x*),
dann gilt, wegen X 3 x(K) — x* fiir groBe k

F() < F(9) = F() + TF()T (W — ) + o [x8) — 7))

S VAT () —x7) > —o(|[x(9) - x) Fak >0
= V(x*) [ar(x®) = x*)] > — o(ax|[x¥ — x*|))
lim—VF(x*)Td lim—o(||d|[)=0

Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x* ein lokales Optimum von (P), so ist jede Richtungsableitung in
eine zulissige Richtung nichtnegativ,
Vi(x*)Td >0 Vde Ta(x*).

71: 205€[291,298]



notw. Opt.-Bed.

2.3 Notwendige Optimalitatsbedingung 1. Ordnung
Sei X C R” und betrachte: (P) minyex f(x)

Ist x* € X lokales Optimum und d € Ty (x*) mit d = lim ax(xK) — x*),
dann gilt, wegen X 3 x(K) — x* fiir groBe k

F() < F(9) = F() + TF()T (W — ) + o [x8) — 7))

S VAT () —x7) > —o(|[x(9) - x) Fak >0
= V(x*) [ar(x®) = x*)] > — o(ax|[x¥ — x*|))
lim—VF(x*)Td lim—o(||d|[)=0

Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x* ein lokales Optimum von (P), so ist jede Richtungsableitung in
eine zuldssige Richtung nichtnegativ,

Vi(x*)Td >0 Vd € Ty(x*).
[Wie in der freien Optimierung ist dies nicht hinreichend!]

71: 206€[291,298]



notw. Opt.-Bed.

2.3 Notwendige Optimalitatsbedingung 1. Ordnung
Sei X C R” und betrachte: (P) minyex f(x)

Ist x* € X lokales Optimum und d € Ty (x*) mit d = lim ax(xK) — x*),
dann gilt, wegen X 3 x(K) — x* fiir groBe k

F() < F(9) = F() + TF()T (W — ) + o [x8) — 7))

S VAT () —x7) > —o(|[x(9) - x) Fak >0
= V(x*) [ar(x®) = x*)] > — o(ax|[x¥ — x*|))
lim—VF(x*)Td lim—o(||d|[)=0

Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x* ein lokales Optimum von (P), so ist jede Richtungsableitung in
eine zuldssige Richtung nichtnegativ,
Vi(x*)Td >0 Vde Ta(x*).
[Wie in der freien Optimierung ist dies nicht hinreichend!]
Aquivalent: —Vf(x*) € Ta(x*)°, der negative Gradient liegt im Polarkegel.

71: 207€[291,298]



notw. Opt.-Bed.

2.3 Notwendige Optimalitatsbedingung 1. Ordnung
Sei X C R” und betrachte: (P) minyex f(x)

Ist x* € X lokales Optimum und d € Ty (x*) mit d = lim ax(xK) — x*),
dann gilt, wegen X 3 x(K) — x* fiir groBe k

F() < F(9) = F() + TF()T (W — ) + o [x8) — 7))

S VAT () —x7) > —o(|[x(9) - x) Fak >0
= V(x*) [ar(x®) = x*)] > — o(ax|[x¥ — x*|))
lim—VF(x*)Td lim—o(||d|[)=0

Satz (Notwendige Optimalititsbedingung 1. Ordnung)

Ist x* ein lokales Optimum von (P), so ist jede Richtungsableitung in
eine zuldssige Richtung nichtnegativ,
Vi(x*)Td >0 Vde Ta(x*).
[Wie in der freien Optimierung ist dies nicht hinreichend!]
Aquivalent: —Vf(x*) € Ta(x*)°, der negative Gradient liegt im Polarkegel.

Ein X € X mit —Vf(x) € Ty(X)° heiBt stationdrer Punkt von (P).

Das Ziel der Optimierungsalgorithmen ist, stationdre Punkte zu finden,
aber l3sst sich Tx(x) durch die Gradienten in x beschreiben?
71: 208€[291,208]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

Inhaltsiuibersicht

Restringierte Nichtlineare Optimierung: Grundlagen

2.4 Der linearisierte Tangentialkegel

72: 299€(299,299]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht
deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
[Alle ) € X fiir d sind auch in den anderen Mengen]

73: 300€([300,309]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht
deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tsyg)(x) = -

>0
<0

Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

(Te(x)=1{d €R": Vhi(x)Td =0 (i € £), Vei(x)Td < 0 (i € A(x))}.|

73: 301€[300,300]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht

deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tgyg)(x) =R"
Keine Einschrankung der Richtungen! >0
Eine Ungleichung mit gj(x) < 0 heiBt inaktiv (in x). <0

=0

Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

(Te(x)=1{d €R": Vhi(x)Td =0 (i € £), Vei(x)Td < 0 (i € A(x))}.|

73: 302€([300,300]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht

deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tgyg)(x) =R"
Keine Einschrankung der Richtungen! >0
Eine Ungleichung mit gj(x) < 0 heiBt inaktiv (in x). <0
2. 8i(x) = 0: Tsy(g)(x) =

=0

Vg

Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

(Te(x)=1{d €R": Vhi(x)Td =0 (i € £), Vei(x)Td < 0 (i € A(x))}.|

73: 303€([300,309]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht

deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tgyg)(x) =R"
Keine Einschrankung der Richtungen! >0
Eine Ungleichung mit gj(x) < 0 heiBt inaktiv (in x). <0
2. g,'(X) =0: TSO(g;)(X) = {d cR™: Vg,-(x)Td < 0},
falls Vgi(x) # 0!

=0

Vg

Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

(Te(x)=1{d €R": Vhi(x)Td =0 (i € £), Vei(x)Td < 0 (i € A(x))}.|

73: 304€([300,300]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht

deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tgyg)(x) =R"
Keine Einschrankung der Richtungen! >0
Eine Ungleichung mit gj(x) < 0 heiBt inaktiv (in x). <0
2. g,'(X) =0: TSO(g;)(X) = {d e R™: Vg,-(x)Td < 0},
falls Vgi(x) # 0! Ist Vgi(x) = 0, gilt Tsg)(x) € R”
und Gleichheit nur, wenn x lokales Maximum von g; ist!
Eine Ungleichung mit g;(x) = 0 heiBt aktiv (in x). .

Vg

=0

Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

(Te(x)=1{d €R": Vhi(x)Td =0 (i € £), Vei(x)Td < 0 (i € A(x))}.|

73: 305€(300,309]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht

deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tgyg)(x) =R"
Keine Einschrankung der Richtungen! >0
Eine Ungleichung mit gj(x) < 0 heiBt inaktiv (in x). <0
2. g,'(X) =0: TSO(g;)(X) = {d e R™: Vg,-(x)Td < 0},
falls Vgi(x) # 0! Ist Vgi(x) = 0, gilt Tsg)(x) € R”
und Gleichheit nur, wenn x lokales Maximum von g; ist!
Eine Ungleichung mit g;(x) = 0 heiBt aktiv (in x). N
3. hi(x) = 0: Trymy(x) = Vh

=0

Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

(Te(x)=1{d €R": Vhi(x)Td =0 (i € £), Vei(x)Td < 0 (i € A(x))}.|

73: 306€(300,309]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht

deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tgyg)(x) =R"
Keine Einschrankung der Richtungen! >0
Eine Ungleichung mit gj(x) < 0 heiBt inaktiv (in x). <0
2. g,'(X) =0: TSO(g;)(X) = {d e R™: Vg,-(x)Td < 0},
falls Vgi(x) # 0! Ist Vgi(x) = 0, gilt Tsg)(x) € R”
und Gleichheit nur, wenn x lokales Maximum von g; ist!
Eine Ungleichung mit g;(x) = 0 heiBt aktiv (in x). N
3. hi(x) = 0: Tryny(x) ={d € R" : Vhi(x)"d =0}, Vn
falls Vh,(X) 7& 0 (fur Vh,(X) =0 nur TNo(h,-)(X) - R").

=0

Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

[ Te(x)=1{d €R": Vhi(x)Td =0 (i € £), Vei(x)Td < 0 (i € A(x))}.|

73: 307€([300,309]



lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht

deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tgyg)(x) =R"
Keine Einschrankung der Richtungen! >0
Eine Ungleichung mit gj(x) < 0 heiBt inaktiv (in x). <0
2. g,'(X) =0: TSO(g;)(X) = {d e R™: Vg,-(x)Td < 0},
falls Vgi(x) # 0! Ist Vgi(x) = 0, gilt Tsg)(x) € R”
und Gleichheit nur, wenn x lokales Maximum von g; ist!
Eine Ungleichung mit g;(x) = 0 heiBt aktiv (in x). N
3. hi(x) = 0: Tryny(x) ={d € R" : Vhi(x)"d =0}, Vn
falls Vh,(X) 7& 0 (fur Vh,(X) =0 nur TNo(h,-)(X) - R").
Im Folgenden bezeichnet A(x) = {i € Z : gi(x) = 0} die aktive Menge.
Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

[ Te(x)=1{d €R": Vhi(x)Td =0 (i € £), Vei(x)Td < 0 (i € A(x))}.|

=0

73: 308€([300,309]



73:

lin. Kegel

2.4 Der linearisierte Tangentialkegel
Schreibt man X = {x e R" : hj(x) =0 (i € £),8i(x) <0 (i € Z)} als
X = Nice No(hi) N Nz So(gi), sieht man leicht

deTx(x) = de& Tym)(x)(i€&) und d e Tsyg)(x) (i € ).
Fiir jedes einzelne h; und g; ist der Tangentialkegel meist gut darstellbar:
L. gi(x) <0: Tgyg)(x) =R"
Keine Einschrankung der Richtungen! >0
Eine Ungleichung mit gj(x) < 0 heiBt inaktiv (in x). <0
2. g,'(X) =0: TSO(g;)(X) = {d e R™: Vg,-(x)Td < 0},
falls Vgi(x) # 0! Ist Vgi(x) = 0, gilt Tsg)(x) € R”
und Gleichheit nur, wenn x lokales Maximum von g; ist!
Eine Ungleichung mit g;(x) = 0 heiBt aktiv (in x). N
3. hi(x) = 0: Tryny(x) ={d € R" : Vhi(x)"d =0}, Vn
falls Vh,(X) 7& 0 (fur Vh,(X) =0 nur TNo(h,-)(X) - R").

=0

Im Folgenden bezeichnet A(x) = {i € Z : gi(x) = 0} die aktive Menge.
Der Schnitt der von den Gradienten der h; und aktiven g; induzierten
Unter- und Halbrdume ist der linearisierte Tangentialkegel zu (P) in x,

Tp(x):={d €R": Vhi(x)Td =0 (i € £),Vgi(x)"d <0 (i € A(x))}.

Tp(x)° = {p € R p =3 i Vhi(x) + Xy N V8i(x), pERE, AR,

309<1300-309}
i § T T




lin. Kegel

Wann ist Ty(x) = Tp(x)?
Wir wissen, Tx(x) C Tp(x) fiir alle x, aber fiir ein bestimmtes X kann
Tp(x) zu groB sein, wenn z.B. Vg;(x) = 0 fiir ein i € A(X) oder wenn X
ungiinstig am Rand mehrerer Niveaumengen liegt. Dann gilt nur
Tp(x)° C Ta(x)° und fiir ein Minimum X mit —Vf(X) € Tx(x)° ist
eventuell —Vf(X) ¢ Tp(x)°, also ist X schlecht als stationar erkennbar!

74: 310€[310,313]



lin. Kegel

Wann ist Ty(x) = Tp(x)?
Wir wissen, Tx(x) C Tp(x) fiir alle x, aber fiir ein bestimmtes X kann
Tp(x) zu groB sein, wenn z.B. Vg;(x) = 0 fiir ein i € A(X) oder wenn X
ungiinstig am Rand mehrerer Niveaumengen liegt. Dann gilt nur
Tp(x)° C Ta(x)° und fiir ein Minimum X mit —Vf(X) € Tx(x)° ist
eventuell —Vf(X) ¢ Tp(x)°, also ist X schlecht als stationar erkennbar!

Bsp: X = 0 und 2 Nebenbedingungen: S599) S,92)
Bi(x) = Yl alf ~1<0.Va(%) = o,
gz( ) = 3lx—al?*-1<0, Vg(x) = —e,
= Tp()?)—{deR"' e/ d <0,—e/d <0}
—{dGRnid;l:O},
aber Ty(x) = {0}. Betrachte f(x) := x? + x. T
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lin. Kegel

Wann ist Ty(x) = Tp(x)?

Wir wissen, Tx(x) C Tp(x) fiir alle x, aber fiir ein bestimmtes X kann
Tp(x) zu groB sein, wenn z.B. Vg;(x) = 0 fiir ein i € A(X) oder wenn X
ungiinstig am Rand mehrerer Niveaumengen liegt. Dann gilt nur
Tp(x)° C Ta(x)° und fiir ein Minimum X mit —Vf(X) € Tx(x)° ist
eventuell —Vf(X) ¢ Tp(x)°, also ist X schlecht als stationar erkennbar!
Bsp: X = 0 und 2 Nebenbedingungen: S599) S,92)

g1(x) = %||X+€1H2*1 <0, Ve (x) = e,
gz( )=s3lx—all?-1<0 Ve (%) = —e,
= Tp()?)—{deR”' e/ d <0,—eld <0}

—{dGRnid;l:O},

aber Ty(x) = {0}. Betrachte f(x) := x? + x. T
In x € X ist die Regularitdtsbedingung der linearen Unabhangigkeit

(linear independence constraint qualification, kurz LICQ) erfiillt, wenn die
Gradienten Vh;(x) (i € €) und Vg;(x) (i € A(x)) linear unabhéngig sind.
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lin. Kegel

Wann ist Ty(x) = Tp(x)?

Wir wissen, Tx(x) C Tp(x) fiir alle x, aber fiir ein bestimmtes X kann
Tp(x) zu groB sein, wenn z.B. Vg;(x) = 0 fiir ein i € A(X) oder wenn X
ungiinstig am Rand mehrerer Niveaumengen liegt. Dann gilt nur
Tp(x)° C Ta(x)° und fiir ein Minimum X mit —Vf(X) € Tx(x)° ist
eventuell —Vf(X) ¢ Tp(x)°, also ist X schlecht als stationar erkennbar!
Bsp: X = 0 und 2 Nebenbedingungen: S599)

g1(x) = %||X+€1H2*1 <0, Ve (x) = e,
gz( )=s3lx—all?-1<0 Ve (%) = —e,
= Tp()?)—{deR”' e/ d <0,—eld <0}

—{dGRnid;l:O},

aber Ty(x) = {0}. Betrachte f(x) := x? + x. T
In x € X ist die Regularitdtsbedingung der linearen Unabhangigkeit
(linear independence constraint qualification, kurz LICQ) erfiillt, wenn die
Gradienten Vh;(x) (i € €) und Vg;(x) (i € A(x)) linear unabhéngig sind.
Satz
Fiir ein x € X sei (LICQ) erfiillt, dann gilt Tx(X) = Tp(X).

[Der Beweis zeigt fiir jedes d € Tp(x) die Existenz einer geeigneten Folge

xk) € X mittels des Satzes iiber implizite Funktionen.]
74: 313€[310,313]
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Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

Inhaltsiuibersicht

Restringierte Nichtlineare Optimierung: Grundlagen

2.5 KKT-Bedingungen

75: 314€([314,314]



KKT-Bed.

2.5 Existenz von Lagrange-Multiplikatoren
Ein Minimum x*, das (LICQ) erfiillt, kann iiber —Vf(x*) € Tp(x*)° als
stationdr erkannt werden.

Satz (Karush-Kuhn-Tucker)

Sei x* ein lokales Minimum von (P), in dem (LICQ) erfiillt ist. Dann gibt
es (eindeutige) Lagrange-Multiplikatoren p* € R und \* € R%, sodass

X))+ Vhi(x)+ Y A Vai(x*) = 0
€& €T
Mgi(x*) = 0 ieI [Kompl]

76: 315€[315,318]



KKT-Bed.

2.5 Existenz von Lagrange-Multiplikatoren
Ein Minimum x*, das (LICQ) erfiillt, kann iiber —Vf(x*) € Tp(x*)° als
stationdr erkannt werden.
Satz (Karush-Kuhn-Tucker)

Sei x* ein lokales Minimum von (P), in dem (LICQ) erfiillt ist. Dann gibt
es (eindeutige) Lagrange-Multiplikatoren p* € R und \* € R%, sodass

X))+ Vhi(x)+ Y A Vai(x*) = 0
€& €T
Mgi(x*) = 0 ieI [Kompl]
Beweis: Da x* lokales Minimum ist, gilt —Vf(x*) € Ty (x*)°.
Wegen (LICQ) ist Tp(x*)° = Ta(x*)°, also gibt es u* € R und

X" € RAC) mit ~VF(x7) = e mEVA(X) + X e agen) N V&),
Fiir i € 7\ A(x*) setze A} :=0. O
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KKT-Bed.

2.5 Existenz von Lagrange-Multiplikatoren
Ein Minimum x*, das (LICQ) erfiillt, kann iiber —Vf(x*) € Tp(x*)° als
stationdr erkannt werden.
Satz (Karush-Kuhn-Tucker)

Sei x* ein lokales Minimum von (P), in dem (LICQ) erfiillt ist. Dann gibt
es (eindeutige) Lagrange-Multiplikatoren p* € R und \* € R%, sodass

X))+ Vhi(x)+ Y A Vai(x*) = 0
€& €T
Mgi(x*) = 0 ieI [Kompl]

Beweis: Da x* lokales Minimum ist, gilt —Vf(x*) € Ty (x*)°.

Wegen (LICQ) ist Tp(x*)° = Ta(x*)°, also gibt es u* € R und

A€ RAK) mit —VF(x*) = Yice i Vhi(x*) + ZIEA(X*) AV gi(x*).
Fiir i € 7\ A(x*) setze A} :=0. O
»In einem lokalen Minimum, in dem (LICQ) erfiillt ist, liegt der negative
Gradient der Zielfunktion im Kegel, der von den Gradienten der aktiven
Nebenbedingungen aufgespannt wird."
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KKT-Bed.

2.5 Existenz von Lagrange-Multiplikatoren
Ein Minimum x*, das (LICQ) erfiillt, kann iiber —Vf(x*) € Tp(x*)° als
stationdr erkannt werden.
Satz (Karush-Kuhn-Tucker)

Sei x* ein lokales Minimum von (P), in dem (LICQ) erfiillt ist. Dann gibt
es (eindeutige) Lagrange-Multiplikatoren p* € R und \* € R%, sodass

X))+ Vhi(x)+ Y A Vai(x*) = 0
€& €T
Mgi(x*) = 0 ieI [Kompl]

Beweis: Da x* lokales Minimum ist, gilt —Vf(x*) € Ty (x*)°.

Wegen (LICQ) ist Tp(x*)° = Ta(x*)°, also gibt es u* € R und

A* € RAKD) mit —VF(x*) = 3,0 pi Vhi(x*) + Pic Ay N Vai(x).
Fiir i € 7\ A(x*) setze A} :=0. O

»In einem lokalen Minimum, in dem (LICQ) erfiillt ist, liegt der negative
Gradient der Zielfunktion im Kegel, der von den Gradienten der aktiven
Nebenbedingungen aufgespannt wird."
Warum ,,Lagrange“-Multiplikatoren?
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KKT-Bed.

Lagrange-Funktion und Sattelpunkte

Bestrafung der Verletzung von h;(x) = 0 mit Multiplikatoren u; € R und
von gi(x) < 0 mit A; > 0 in der Zielfunktion ergibt die Lagrange-Funktion

L0 A) = F(x) + > pihi(x) + > Nigi(x).
icg ieT
Es gilt  v(P) = infucr sup,ere aerz L£(x, 11, A)
[x € X: sup,ere aerz L(X, i, A) = f(X), da A; = 0 fiir gj(x) < 0 optimal,
X & X:sup,cpe aerz L£(X, 1, A) = 00, da hi(x) # 0 oder g;(x) > 0 fiir ein /]

77: 319€([319,324]



KKT-Bed.

Lagrange-Funktion und Sattelpunkte

Bestrafung der Verletzung von h;(x) = 0 mit Multiplikatoren u; € R und
von gi(x) < 0 mit A; > 0 in der Zielfunktion ergibt die Lagrange-Funktion

L0 A) = F(x) + > pihi(x) + > Nigi(x).
ieg i€z
Es gilt v(P) = infxcrr sup,cpe rerz L£(X, 11, A)
Ein Punkt (%, i, \) € R"xRE xR heiBt (lokaler) Sattelpunkt von L, falls

L0, A) > L(R,3,A) > L(%, 1, A)
fir alle A > 0, p und alle x in einer Umgebung von X.
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KKT-Bed.

Lagrange-Funktion und Sattelpunkte

Bestrafung der Verletzung von h;(x) = 0 mit Multiplikatoren u; € R und
von gi(x) < 0 mit A; > 0 in der Zielfunktion ergibt die Lagrange-Funktion

[':(X7:u’? = f +Zﬂl i +Z>\igi(x)'
€& i€l
Es gilt v(P) = infxcrr sup,cpe rerz L£(X, 11, A)
Ein Punkt (x, /i, A) € R"xR® xR% heiBt (lokaler) Sattelpunkt von L, falls
LoomN) > L&Y > L(%m )
fir alle A > 0, p und alle x in einer Umgebung von X.

Eigenschaften von Sattelpunkten (>‘<,/?L,5\) der Lagrange-Funktion:

(fi, \) ist Maximum des linearen Problems max, cre acrz L£(X; 1, A):
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KKT-Bed.

Lagrange-Funktion und Sattelpunkte

Bestrafung der Verletzung von h;(x) = 0 mit Multiplikatoren u; € R und
von gi(x) < 0 mit A; > 0 in der Zielfunktion ergibt die Lagrange-Funktion

L(x, 1, X) = F(x) + > pihi(x) + Y Nigi(x).
icg i€eZ
Es gilt v(P) = infxcrr sup,cpe rerz L£(X, 11, A)
Ein Punkt (x, /i, A) € R"xR® xR% heiBt (lokaler) Sattelpunkt von L, falls
Lo0RN) > LEmA) > L(%pmA)
fir alle A > 0, p und alle x in einer Umgebung von X.

Eigenschaften von Sattelpunkten (>‘<,/?L,5\) der Lagrange-Funktion:
(fi, \) ist Maximum des linearen Problems max, cre acrz L£(X; 1, A):
VL% ) =0 h(7) =0 )
VAL(R, i, ) <0 und VyL(X, i, )T)\ =0 & gi(x) <0und gi(x)\i=0
[Komplementaritit: (i ¢ A(X) = \; = 0) und (\; > 0 = gi(x) = 0)]
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KKT-Bed.

Lagrange-Funktion und Sattelpunkte

Bestrafung der Verletzung von h;(x) = 0 mit Multiplikatoren u; € R und
von gi(x) < 0 mit A; > 0 in der Zielfunktion ergibt die Lagrange-Funktion

L(x, 1, X) = F(x) + > pihi(x) + Y Nigi(x).
icg i€eZ
Es gilt v(P) = infxcrr sup,cpe rerz L£(X, 11, A)
Ein Punkt (x, /i, A) € R"xR® xR% heiBt (lokaler) Sattelpunkt von L, falls
Lo0RN) > LEmA) > L(%pmA)
fir alle A > 0, p und alle x in einer Umgebung von X.

Eigenschaften von Sattelpunkten (>‘<,/?L,5\) der Lagrange-Funktion:

(fi, \) ist Maximum des linearen Problems max, cre acrz L£(X; 1, A):

VL. 3) =0 & () =0 )
VAL(R, i, ) <0 und VyL(X, i, )T)\ =0 & gi(x) <0und gi(x)\;i =
[Komplementaritit: (i ¢ A(X) = \; = 0) und (\; > 0 = gi(x) = 0)]

X ist lokales Minimum des unrestringierten Problems min,cgn E(x,ﬂ,)\):
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KKT-Bed.

Lagrange-Funktion und Sattelpunkte

Bestrafung der Verletzung von h;(x) = 0 mit Multiplikatoren u; € R und
von gi(x) < 0 mit A; > 0 in der Zielfunktion ergibt die Lagrange-Funktion

L(x, 1, X) = F(x) + > pihi(x) + Y Nigi(x).
icg i€eZ
Es gilt v(P) = infxcrr sup,cpe rerz L£(X, 11, A)
Ein Punkt (x, /i, A) € R"xR® xR% heiBt (lokaler) Sattelpunkt von L, falls
Lo0RN) > LEmA) > L(%pmA)
fir alle A > 0, p und alle x in einer Umgebung von X.

Eigenschaften von Sattelpunkten (>‘<,/?L,5\) der Lagrange-Funktion:

(fi, \) ist Maximum des linearen Problems max, cre acrz L£(X; 1, A):
VL. 3) =0 & () =0 )

VAL(R, i, ) <0 und VyL(X, i, )T)\ =0 & gi(x) <0und gi(x)\i=0

[Komplementaritit: (i ¢ A(X) = \; = 0) und (\; > 0 = gi(x) = 0)]

X ist lokales Minimum des unrestringierten Problems min,cr» £(x, fi, \):

ViL(%, i, ) =0 & V() + Ve V(%) + ez AiVei(%) =0,
also —Vf(x) € Tp(x)° C Tx(x)° und X ist lokales Minimum von (P).

77: 324€[319,324]



KKT-Bed.

Die KKT-Bedingungen

Optimierungsverfahren suchen nach Losungen der KKT-Bedingungen

VL= Vi(x)+> uiVhi(x)+ > AiVgi(x) = 0,
VL= hi(x) =0, i€,
(KKT) VoL = g,-(x) <0, iel,
A >0, i€,
gi(X))\l' = Oa I € I?

also nach stationdren Punkten (x, u, A) € R”ngxRi der Lagrange-
Funktion. Jeder solche Punkt ist auch stationdrer Punkt von (P) (ein
Sattelpunkt sogar lokales Minimum), und jeder stationdre Punkt von (P),
in dem (LICQ) erfiillt ist, l&sst sich so finden.

78: 325€[325,329]



KKT-Bed.

Die KKT-Bedingungen

Optimierungsverfahren suchen nach Losungen der KKT-Bedingungen

VL= Vi(x)+> uiVhi(x)+ > AiVgi(x) = 0,
VL= hi(x) =0, i€,
(KKT) ViaL= gi(x) <0, ieZ,
A >0, i€,
gi(X))\l' = Oa I € I?

also nach stationdren Punkten (x, u, A) € R”ngxRi der Lagrange-
Funktion. Jeder solche Punkt ist auch stationdrer Punkt von (P) (ein
Sattelpunkt sogar lokales Minimum), und jeder stationdre Punkt von (P),
in dem (LICQ) erfiillt ist, l&sst sich so finden.

Gilt Tp(x*)= Tx(x*) fiir ein lokales Optimum x*, dann gibt es Lagrange-
Multiplikatoren (p*, A\*), sodass (x*, u*, A*) die KKT-Bedingungen
erfiillt.

78: 326€([325,329]



KKT-Bed.

Die KKT-Bedingungen

Optimierungsverfahren suchen nach Losungen der KKT-Bedingungen

VL= Vi(x)+> uiVhi(x)+ > AiVgi(x) = 0,
VL= hi(x) =0, i€,
(KKT) ViaL= gi(x) <0, ieZ,
A >0, i€,
gi(X))\l' = Oa I € I?

also nach stationdren Punkten (x, u, A) € R”ngxRi der Lagrange-
Funktion. Jeder solche Punkt ist auch stationdrer Punkt von (P) (ein
Sattelpunkt sogar lokales Minimum), und jeder stationdre Punkt von (P),
in dem (LICQ) erfiillt ist, l&sst sich so finden.

Gilt Tp(x*)= Tx(x*) fiir ein lokales Optimum x*, dann gibt es Lagrange-
Multiplikatoren (p*, A\*), sodass (x*, u*, A*) die KKT-Bedingungen
erfiillt. (LICQ) ist dafiir hinreichend, aber nicht notwendig. Es gibt
schwachere Bedingungen und in Spezialfillen sind keine notwendig:

78: 327€([325,329]



KKT-Bed.

Die KKT-Bedingungen

Optimierungsverfahren suchen nach Losungen der KKT-Bedingungen

VL= Vi(x)+> uiVhi(x)+ > AiVgi(x) = 0,
VL= hi(x) =0, i€,
(KKT) ViaL= gi(x) <0, ieZ,
A >0, i€,
gi(X))\l' = Oa I € I?

also nach stationdren Punkten (x, u, A) € R”ngxRi der Lagrange-
Funktion. Jeder solche Punkt ist auch stationdrer Punkt von (P) (ein
Sattelpunkt sogar lokales Minimum), und jeder stationdre Punkt von (P),
in dem (LICQ) erfiillt ist, l&sst sich so finden.

Gilt Tp(x*)= Tx(x*) fiir ein lokales Optimum x*, dann gibt es Lagrange-
Multiplikatoren (p*, A\*), sodass (x*, u*, A*) die KKT-Bedingungen
erfiillt. (LICQ) ist dafiir hinreichend, aber nicht notwendig. Es gibt
schwachere Bedingungen und in Spezialfillen sind keine notwendig:
e Sind alle Nebenbedingungen g; und h; linear/affin, dann gilt

Tp(x) = Tx(x) fur alle x € X.
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KKT-Bed.

Die KKT-Bedingungen

Optimierungsverfahren suchen nach Losungen der KKT-Bedingungen

VL= Vi(x)+> uiVhi(x)+ > AiVgi(x) = 0,
VL= hi(x) =0, i€,
(KKT) ViaL= gi(x) <0, ieZ,
A >0, i€,
gi(X))\l' = Oa I € I?

also nach stationdren Punkten (x, u, A) € R”ngxRi der Lagrange-
Funktion. Jeder solche Punkt ist auch stationdrer Punkt von (P) (ein
Sattelpunkt sogar lokales Minimum), und jeder stationdre Punkt von (P),
in dem (LICQ) erfiillt ist, l&sst sich so finden.

Gilt Tp(x*)= Tx(x*) fiir ein lokales Optimum x*, dann gibt es Lagrange-
Multiplikatoren (p*, A\*), sodass (x*, u*, A*) die KKT-Bedingungen
erfiillt. (LICQ) ist dafiir hinreichend, aber nicht notwendig. Es gibt
schwachere Bedingungen und in Spezialfillen sind keine notwendig:
e Sind alle Nebenbedingungen g; und h; linear/affin, dann gilt
Tp(x) = Tx(x) fur alle x € X.
e Sind alle h; affin, alle g; konvex und existiert ein Slater-Punkt x € X
mit gi(x) < 0 (i € Z), dann gilt Tp(x) = Tx(x) fiir alle x € X.

78: 329€([325,329]



KKT-Bed.

Spezialfall: Opt.-Bed. fiir (glatte) konvexe Optimierung

Ein (glattes) konvexes Optimierungsproblem hat die Gestalt

min  f(x) f konvex, glatt
(CP) st. hi(x)=0 i€&  jedes h; affin
gi(x) < iel jedes g; konvex, glatt
xeN R" oder ,einfaches” Polyeder

79: 330€([330,334]



KKT-Bed.

Spezialfall: Opt.-Bed. fiir (glatte) konvexe Optimierung

Ein (glattes) konvexes Optimierungsproblem hat die Gestalt

min  f(x) f konvex, glatt
(CP) st. hi(x)=0 i€&  jedes h; affin
gi(x)<0 iel jedes g; konvex, glatt
xeN R" oder ,einfaches” Polyeder

Die zuldssige Menge X ist Schnitt konvexer Mengen, also konvex.

79: 331€[330,334]



KKT-Bed.

Spezialfall: Opt.-Bed. fiir (glatte) konvexe Optimierung

Ein (glattes) konvexes Optimierungsproblem hat die Gestalt

min  f(x) f konvex, glatt
st. hi(x)=0 i€&  jedes h; affin
gi(x)<0 iel jedes g; konvex, glatt
xeN R" oder ,einfaches” Polyeder

(CP)

Die zuldssige Menge X ist Schnitt konvexer Mengen, also konvex.

Satz

Sei (CP) ein konvexes Optimierungsproblem und es gebe einen
Slater-Punkt oder alle g; seien affin, dann sind die KKT-Bedingungen
notwendig und hinreichend fiir die Optimalitit.
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KKT-Bed.

Spezialfall: Opt.-Bed. fiir (glatte) konvexe Optimierung

Ein (glattes) konvexes Optimierungsproblem hat die Gestalt

min  f(x) f konvex, glatt
st. hi(x)=0 i€&  jedes h; affin
gi(x)<0 iel jedes g; konvex, glatt
xeN R" oder ,einfaches” Polyeder

(CP)

Die zuldssige Menge X ist Schnitt konvexer Mengen, also konvex.

Satz

Sei (CP) ein konvexes Optimierungsproblem und es gebe einen
Slater-Punkt oder alle g; seien affin, dann sind die KKT-Bedingungen
notwendig und hinreichend fiir die Optimalitit.

Bsp: Innere-Punkte-Verfahren fiir LP min{c"x : Ax = b,x > 0}.
f(x) :== c"x — plog x (u Barriereparameter!), h;(x) := [b— Ax];, Q :=R7,
Lagrange-Funktion (Multiplikator y fiir h): £(x,y) := f(x) +y (b — Ax)

79: 333€(330,334]



KKT-Bed.

Spezialfall: Opt.-Bed. fiir (glatte) konvexe Optimierung

Ein (glattes) konvexes Optimierungsproblem hat die Gestalt

min  f(x) f konvex, glatt
st. hi(x)=0 i€&  jedes h; affin
gi(x)<0 iel jedes g; konvex, glatt
xeN R" oder ,einfaches” Polyeder

(CP)

Die zuldssige Menge X ist Schnitt konvexer Mengen, also konvex.

Satz

Sei (CP) ein konvexes Optimierungsproblem und es gebe einen
Slater-Punkt oder alle g; seien affin, dann sind die KKT-Bedingungen
notwendig und hinreichend fiir die Optimalitit.

Bsp: Innere-Punkte-Verfahren fiir LP min{c"x : Ax = b,x > 0}.

f(x) :== c"x — plog x (u Barriereparameter!), h;(x) := [b— Ax];, Q :=R7,
Lagrange-Funktion (Multiplikator y fiir h): £(x,y) := f(x) +y (b — Ax)
KKT-Bedingungen (notwendig und hinreichend):

Vil =c—pux1—ATy =0

V,L=b—Ax=0

Mit z := ux~! bzw. zox =pl —  primal-duales KKT-System.

79: 334€[330,334]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord. Sensitivitat

Inhaltsiuibersicht

Restringierte Nichtlineare Optimierung: Grundlagen

2.6 Bedingungen 2. Ordnung

80: 335¢(335,335]



Bed. 2. Ord.

2.6 Notwendige Optimalitatsbedingung 2. Ordnung
Sei x* ein lokales Minimum von (P), in dem (LICQ) erfiillt ist, und seien
(u*, \*) die Lagrange-Multiplikatoren. Da Vf(x*)"d > 0 fiir alle

d € Tp(x*) = Tx(x*), sind nun die Richtungen interessant mit

0=d™v(x*) "E St dTV () + A dTVgi(xY),
— —_—

=0 <0
also Richtungen aus dem Teilkegel

Th(x*,\*) :={d € Tp(x*) : d"Vgi(x*) =0 mit A\¥ >0 (i € A(x*))}.

81: 336¢(336,338]



Bed. 2. Ord.

2.6 Notwendige Optimalitatsbedingung 2. Ordnung
Sei x* ein lokales Minimum von (P), in dem (LICQ) erfiillt ist, und seien
(u*, \*) die Lagrange-Multiplikatoren. Da Vf(x*)Td > 0 fiir alle

d € Tp(x*) = Tx(x*), sind nun die Richtungen interessant mit

0=d™v(x*) "E St dTV () + A dTVgi(xY),
— —_—

=0 <0
also Richtungen aus dem Teilkegel
Th(x*,\*) :={d € Tp(x*) : d"Vgi(x*) =0 mit A\¥ >0 (i € A(x*))}.
Satz iiber implizite Funktionen: Fiir jedes d € T}, gibt es xk) e x,
ax > 0 mit d = lim ax(x¥) — x*) und F(x(K)) = £(xK), *, X*).
Setze h(K) .= x(k) — x* 0, nutze L, := L(x*, w*, \*) = f(x*) = £,

L +hR) 12 ) = Lo+ VLT i3 (T £, 50 to(|[h]2) > f.

=f =0 (KKT) =lim—dT Vo L.d>0

81: 337¢(336,338]



Bed. 2. Ord.

2.6 Notwendige Optimalitatsbedingung 2. Ordnung
Sei x* ein lokales Minimum von (P), in dem (LICQ) erfiillt ist, und seien
(u*, \*) die Lagrange-Multiplikatoren. Da Vf(x*)"d > 0 fiir alle

d € Tp(x*) = Tx(x*), sind nun die Richtungen interessant mit

0=d™v(x*) "E St dTV () + A dTVgi(xY),
— —_—

=0 <0
also Richtungen aus dem Teilkegel
Th(x*,\*) :={d € Tp(x*) : d"Vgi(x*) =0 mit A\¥ >0 (i € A(x*))}.

Satz iiber implizite Funktionen: Fiir jedes d € T}, gibt es xk) e x,
ax > 0 mit d = lim ax(x¥) — x*) und F(x(K)) = £(xK), *, X*).
Setze h(K) .= x(k) — x* 0, nutze L, := L(x*, w*, \*) = f(x*) = £,

L +hR) 12 ) = Lo+ VLT i3 (T £, 50 to(|[h]2) > f.
M~ Y—— —
=f. =0 (KKT) =lim—dTV,L.d>0

Satz (Notwendige Optimalititsbedingung 2. Ordnung)

Ist x* ein lokales Minimum von (P), das (LICQ) erfiillt, und sind (p*, \*)
die Lagrange-Multiplikatoren zu x*, dann gilt
d TV L(x*, p*, \*)d >0 fiir alle d € ThH(x*, \*).

81: 338¢(336,338]



Bed. 2. Ord.

Hinreichende Optimalitatsbedingungen

Wieder nutzt man, dass die Lagrange-Funktion fiir die korrekten
Multiplikatoren ein gutes unrestringiertes Modell fiir (P) um x* ist.
Satz (Hinreichende Optimalitatsbedingungen)

Erfiillt x* € X mit (u*, \*) die KKT-Bedingungen und gilt

dTV L(x*, p*, \*)d >0 fiir alle d € TH(x*,A*)\ {0},
so ist x* ein lokales Minimum von (P).

82: 339€(339,339]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

Inhaltsiuibersicht

Restringierte Nichtlineare Optimierung: Grundlagen

2.7 Sensitivitat

83: 340€(340,340]



Aufgabenstellung Tangentialkegel notw. Opt.-Bed lin. Kegel KKT-Bed. Bed. 2. Ord Sensitivitat

2.7 Sensitivitat

Wie dndert sich die Losung, wenn man an den rech-
ten Seiten der Nebenbedingungen wackelt?

Sind die Multiplikatoren in einer Umgebung der
Losung eindeutig (dies bendtigt (LICQ) und stren-
ge Komplementaritit, \¥ > 0 < gi(x*) = 0),
geben sie dazu viel Information.

84: 341€[341,343]



Sensitivitat

2.7 Sensitivitat

Wie dndert sich die Losung, wenn man an den rech-
ten Seiten der Nebenbedingungen wackelt?

Sind die Multiplikatoren in einer Umgebung der
Losung eindeutig (dies bendtigt (LICQ) und stren-
ge Komplementaritdt, A > 0 < gj(x*) = 0),
geben sie dazu viel Information. —Vf
Satz (Sensitivitat von Optimalldsungen)
min  f(x)
s.t. h,‘(X) =0;, €€,
gi(X)Sdiv IGI,
x € R".
Fiir (Po) erfiille ein Punkt x* (LICQ), die hinr. Opt.-Bed. und strenge
Komplementaritat bzgl. der Lagrange-Mult. (u*, \*). Dann gibt es eine
Umgebung U C RE“T um § = 0 und eine stetige Funktion x*(3) mit
x*(0) = x* und der Eigenschaft, dass fiir jedes 6 € U der Punkt x*(0)

lokales Minimum von (Ps) ist und Vs[f(x*(-))](0) = — [4.].

Fiir § € REYT bezeichne (Ps)

A*

84: 342€[341,343]



Sensitivitat

2.7 Sensitivitat

Wie dndert sich die Losung, wenn man an den rech-
ten Seiten der Nebenbedingungen wackelt?

Sind die Multiplikatoren in einer Umgebung der
Losung eindeutig (dies bendtigt (LICQ) und stren-
ge Komplementaritdt, A > 0 < gj(x*) = 0),
geben sie dazu viel Information. —Vf
Satz (Sensitivitat von Optimalldsungen)
min  f(x)
s.t. h,‘(X) =0;, €€,
gi(X)Sdiv IGI?
x € R".
Fiir (Po) erfiille ein Punkt x* (LICQ), die hinr. Opt.-Bed. und strenge
Komplementaritat bzgl. der Lagrange-Mult. (u*, \*). Dann gibt es eine
Umgebung U C RE“T um § = 0 und eine stetige Funktion x*(3) mit
x*(0) = x* und der Eigenschaft, dass fiir jedes 6 € U der Punkt x*(0)

lokales Minimum von (Ps) ist und Vs[f(x*(-))](0) = — [4.].

Fiir § € REYT bezeichne (Ps)

)\*
Fiir sehr kleine § dndert sich der Funktionswert also um etwa —3§ 7 ‘;* .
Ein gutes MaB fiir den Einfluss einer Ungleichung ist A;||Vg;|| (Skalierung!).

84: 343€[341,343]



Strafverf. Augm.-Lagr.-Verf. Barriere quad. Opt SQP-Verf. Steuerung

Inhaltsiuibersicht

Restringierte Optimierung: Verfahren

85: 344€[344,344]



Strafverf. Augm .-Lagr.-Verf. Barriere quad. Opt SQP-Verf. Steuerung

Inhaltsiuibersicht

Restringierte Optimierung: Verfahren
3.1 Strafverfahren

86: 345¢(345,345]



Strafverf.

3.1 Strafverfahren (penalty methods)
Idee: Bestrafe die Verletzung von Nebenbedingungen in der Zielfunktion
mit einem Strafterm, der mit einem Strafparameter gewichtet wird, und
|6se nun eine Folge unrestringierter Probleme mit dieser Zielfunktion fiir
wachsenden Strafparameter, bis die Verletzung klein genug ist.

87: 346€([346,353]



Strafverf.

3.1 Strafverfahren (penalty methods)
Idee: Bestrafe die Verletzung von Nebenbedingungen in der Zielfunktion
mit einem Strafterm, der mit einem Strafparameter gewichtet wird, und
|6se nun eine Folge unrestringierter Probleme mit dieser Zielfunktion fiir
wachsenden Strafparameter, bis die Verletzung klein genug ist.

Bsp: min f(x):= x2
s.t. gl(X) —a—-—x<0 min x*2s.t. a-x< 0, x-b <0
&(x)=x—-b<0 ' :

87: 347¢€([346,353]



Strafverf.

3.1 Strafverfahren (penalty methods)
Idee: Bestrafe die Verletzung von Nebenbedingungen in der Zielfunktion
mit einem Strafterm, der mit einem Strafparameter gewichtet wird, und
|6se nun eine Folge unrestringierter Probleme mit dieser Zielfunktion fiir
wachsenden Strafparameter, bis die Verletzung klein genug ist.

Bsp: min f(x):= x2
st. gi(x)i=a—-x<0
&(x)=x—-b<0

Unzul. mit Strafparameter v > 0 bestrafen: :
£, (x):=x% +~[max{0, g1(x)}* +max{0, g2(x)}?]

Unrestringiertes Problem:  min,crn £, (x)

x¥24y(max{0,a-x}%)+max{0,x-b}?); y=1

f(x)

Suche Minimum x¥, vergréBere 7, etc. R R e
X

87: 348¢([346,353]



Strafverf.

3.1 Strafverfahren (penalty methods)
Idee: Bestrafe die Verletzung von Nebenbedingungen in der Zielfunktion
mit einem Strafterm, der mit einem Strafparameter gewichtet wird, und
|6se nun eine Folge unrestringierter Probleme mit dieser Zielfunktion fiir
wachsenden Strafparameter, bis die Verletzung klein genug ist.

Bsp: min f(x):= x2
st. gi(x)i=a—-x<0
&(x)=x—-b<0

Unzul. mit Strafparameter v > 0 bestrafen: :
£, (x):=x% +~[max{0, g1(x)}* +max{0, g2(x)}?]

Unrestringiertes Problem:  min,crn £, (x)

x¥24y(max{0,a-x}%)+max{0,x-b}?); y=5

f(x)

Suche Minimum x¥, vergréBere 7, etc. R R e
X

87: 349€([346,353]



Strafverf.

3.1 Strafverfahren (penalty methods)
Idee: Bestrafe die Verletzung von Nebenbedingungen in der Zielfunktion
mit einem Strafterm, der mit einem Strafparameter gewichtet wird, und
|6se nun eine Folge unrestringierter Probleme mit dieser Zielfunktion fiir
wachsenden Strafparameter, bis die Verletzung klein genug ist.

- 3
Bsp: min f(x) :=x2
x¥24y(max{0,a-x}%)+max{0,x-b}?); =10

st. gi(x)i=a—-x<0 .
&(x)=x—-b<0 ’

Unzul. mit Strafparameter v > 0 bestrafen: :
£, (x):=x% +~[max{0, g1(x)}* +max{0, g2(x)}?]

Unrestringiertes Problem:  min,crn £, (x)

f(x)

Suche Minimum x¥, vergréBere 7, etc. R R e
X

87: 350€([346,353]



Strafverf.

3.1 Strafverfahren (penalty methods)
Idee: Bestrafe die Verletzung von Nebenbedingungen in der Zielfunktion
mit einem Strafterm, der mit einem Strafparameter gewichtet wird, und
|6se nun eine Folge unrestringierter Probleme mit dieser Zielfunktion fiir
wachsenden Strafparameter, bis die Verletzung klein genug ist.

- 3
Bsp: min f(x) :=x2
x¥24y(max{0,a-x}%)+max{0,x-b}?); =50

st. gi(x)i=a—-x<0 .
&(x)=x—-b<0 ’

Unzul. mit Strafparameter v > 0 bestrafen: :
£, (x):=x% +~[max{0, g1(x)}* +max{0, g2(x)}?]

Unrestringiertes Problem:  min,crn £, (x)

f(x)

Suche Minimum x¥, vergréBere 7, etc. R R e
X

87: 351€([346,353]



Strafverf.

3.1 Strafverfahren (penalty methods)
Idee: Bestrafe die Verletzung von Nebenbedingungen in der Zielfunktion
mit einem Strafterm, der mit einem Strafparameter gewichtet wird, und
|6se nun eine Folge unrestringierter Probleme mit dieser Zielfunktion fiir
wachsenden Strafparameter, bis die Verletzung klein genug ist.

min f(x) = min £,(x) = f(x)ﬂ{ D W(hi(x) + > _d(gi(x)) ]
sit. hi(x)=0 / eé icg i€z
g(x) =0 i€l =:0(x) ... Straffunktion

x € R"
~ >0 ... Strafparameter

. [W(y)>0 firy#0, ®(y)>0 firy >0, |
mit {\U(y) =0 firy=0, und o(y)=0 firy <0. [Relax.!]

Strafproblem: m;’a%(@(v) mit ©(7) := infxern £,(X)
v

87: 352€([346,353]



Strafverf.

3.1 Strafverfahren (penalty methods)
Idee: Bestrafe die Verletzung von Nebenbedingungen in der Zielfunktion
mit einem Strafterm, der mit einem Strafparameter gewichtet wird, und
|6se nun eine Folge unrestringierter Probleme mit dieser Zielfunktion fiir
wachsenden Strafparameter, bis die Verletzung klein genug ist.

min f(x) = min £,(x) = f(x)ﬂ{ D W(hi(x) + > _d(gi(x)) ]
st. hi(x)=0i€é& icg i€z

i <0i€e’l .
i(eX%R; o€ =:0(x) ... Straffunktion

~ >0 ... Strafparameter

. [W(y)>0 firy#0, ®(y)>0 firy >0, |
mit {\U(y) =0 firy=0, und o(y)=0 firy <0. [Relax.!]

Strafproblem: m;’a%(@(v) mit ©(7) := infxern £,(X)
v

Satz (Korrektheit von Strafverfahren)

Ist das Originalproblem zulissig und gibt es fiir jedes v > 0 ein globales
Optimum x.,, fiir das ©(y) angenommen wird, und ist {x, : v > 0}
beschrankt und abgeschlossen, dann sind alle Haufungspunkte von {x.}

globale Optimallésungen des Originalproblems.
87: 353¢[346,353]




Strafverf.

Exakte Strafverfahren und /;-Straffunktion

Gibt es fiir jede lokale Optimalldsung x* des Originalproblems ein
endliches 4+ > 0, sodass x* auch lokales Optimum von £,(-) fiir alle
~ > 7+ ist, heiBt das Strafverfahren und die Straffunktion exakt.

88: 354€([354,360]



Strafverf.

Exakte Strafverfahren und /;-Straffunktion
Gibt es fiir jede lokale Optimalldsung x* des Originalproblems ein
endliches 4+ > 0, sodass x* auch lokales Optimum von £,(-) fiir alle
v > 7+ ist, heiBt das Strafverfahren und die Straffunktion exakt.

Bsp: Die /i-Straffunktion ist definiert durch

V(y) = ly| und &(y) := max{0, y}
und ist exakt fiir konvexe Probleme:
Satz (Exaktheit der /;-Straffunktion fiir konvexe Probleme)
Sei (x*, u*, A*) ein KKT-Punkt eines konvexen Problems (P), dann ist
fiir v > max({|u7] : i € EYU{AF 1 i € I}) der Punkt x* auch globales
Optimum von £,(x) := f(x) + [ X ;ce |i(X)] + X ;cz max{0, gi(x)}].

88: 355€(354,360]



Strafverf.

Exakte Strafverfahren und /;-Straffunktion
Gibt es fiir jede lokale Optimalldsung x* des Originalproblems ein
endliches 4+ > 0, sodass x* auch lokales Optimum von £,(-) fiir alle
v > 7+ ist, heiBt das Strafverfahren und die Straffunktion exakt.

Bsp: Die /i-Straffunktion ist definiert durch

V(y) = ly| und &(y) := max{0, y}
und ist exakt fiir konvexe Probleme:
Satz (Exaktheit der /;-Straffunktion fiir konvexe Probleme)
Sei (x*, w*, A*) ein KKT-Punkt eines konvexen Problems (P), dann ist
fiir v > max({|u7] : i € EYU{AF 1 i € I}) der Punkt x* auch globales
Optimum von £,(x) := f(x) + [ X ;ce |i(X)] + X ;cz max{0, gi(x)}].

x*2+y(max{0,a-x})+max{0,x-b}); y=1

Bsp: min  f(x) := x2
st. gi(x):=a—x<0
&(x):=x—b<0

£,(x) = x3 4 y[max{0, g1(x)} + max{0, g2(x)}]

In x*=1ist g; aktiv mit Lagrangemult. A\; = 3 s
[KKT 0 = Vf(]_) —+ Alvgl(]-) = % — )\1] o e o1 : 25 3 35

88: 356 (354,360]




Strafverf.

Exakte Strafverfahren und /;-Straffunktion
Gibt es fiir jede lokale Optimalldsung x* des Originalproblems ein
endliches 4+ > 0, sodass x* auch lokales Optimum von £,(-) fiir alle
v > 7+ ist, heiBt das Strafverfahren und die Straffunktion exakt.

Bsp: Die /i-Straffunktion ist definiert durch

V(y) = ly| und &(y) := max{0, y}
und ist exakt fiir konvexe Probleme:
Satz (Exaktheit der /;-Straffunktion fiir konvexe Probleme)
Sei (x*, w*, A*) ein KKT-Punkt eines konvexen Problems (P), dann ist
fiir v > max({|u7] : i € EYU{AF 1 i € I}) der Punkt x* auch globales
Optimum von £,(x) := f(x) + [ X ;ce |i(X)] + X ;cz max{0, gi(x)}].

x¥2.ry(max{0,a-x})+max{0,x-b}); y=1.5
)

Bsp: min  f(x) := x2
st. gi(x):=a—x<0
&(x):=x—b<0

£,(x) = x3 4 y[max{0, g1(x)} + max{0, g2(x)}]

In x*=1ist g; aktiv mit Lagrangemult. A\; = 3 s
[KKT 0 = Vf(]_) —+ Alvgl(]-) = % — )\1] o e o1 : 25 3 35

88: 357¢(354,360]




Strafverf.

Exakte Strafverfahren und /;-Straffunktion
Gibt es fiir jede lokale Optimalldsung x* des Originalproblems ein
endliches 4+ > 0, sodass x* auch lokales Optimum von £,(-) fiir alle
v > 7+ ist, heiBt das Strafverfahren und die Straffunktion exakt.

Bsp: Die /i-Straffunktion ist definiert durch

V(y) = ly| und &(y) := max{0, y}
und ist exakt fiir konvexe Probleme:
Satz (Exaktheit der /;-Straffunktion fiir konvexe Probleme)
Sei (x*, w*, A*) ein KKT-Punkt eines konvexen Problems (P), dann ist
fiir v > max({|u7] : i € EYU{AF 1 i € I}) der Punkt x* auch globales
Optimum von £,(x) := f(x) + [ X ;ce |i(X)] + X ;cz max{0, gi(x)}].

X2 ry(max{0,a-x})+max{0,xb}); y=2

Bsp: min  f(x) := x2
st. gi(x):=a—x<0
&(x):=x—b<0

£,(x) = x3 4 y[max{0, g1(x)} + max{0, g2(x)}]

In x*=1ist g; aktiv mit Lagrangemult. A\; = 3 s
[KKT 0 = Vf(]_) —+ Alvgl(]-) = % — )\1] o e o1 : 25 3 35

88: 358¢(354,360]




Strafverf.

Exakte Strafverfahren und /;-Straffunktion
Gibt es fiir jede lokale Optimalldsung x* des Originalproblems ein
endliches 4+ > 0, sodass x* auch lokales Optimum von £,(-) fiir alle
v > 7+ ist, heiBt das Strafverfahren und die Straffunktion exakt.

Bsp: Die /i-Straffunktion ist definiert durch

V(y) = ly| und &(y) := max{0, y}
und ist exakt fiir konvexe Probleme:
Satz (Exaktheit der /;-Straffunktion fiir konvexe Probleme)
Sei (x*, w*, A*) ein KKT-Punkt eines konvexen Problems (P), dann ist
fiir v > max({|u7] : i € EYU{AF 1 i € I}) der Punkt x* auch globales
Optimum von £,(x) := f(x) + [ X ;ce |i(X)] + X ;cz max{0, gi(x)}].

X2 +y(max{0,a-x})+max{0,xb}); y=5

Bsp: min  f(x) := x2
st. gi(x):=a—x<0
&(x):=x—b<0

£,(x) = x3 4 y[max{0, g1(x)} + max{0, g2(x)}]

In x*=1ist g; aktiv mit Lagrangemult. A\; = 3 s
[KKT 0 = Vf(]_) —+ Alvgl(]-) = % — )\1] o e o1 : 25 3 35

88: 350€(354,360]




Strafverf.

Exakte Strafverfahren und /;-Straffunktion
Gibt es fiir jede lokale Optimalldsung x* des Originalproblems ein
endliches 4+ > 0, sodass x* auch lokales Optimum von £,(-) fiir alle
v > 7+ ist, heiBt das Strafverfahren und die Straffunktion exakt.

Bsp: Die /i-Straffunktion ist definiert durch

V(y) := ly| und &(y) := max{0, y}
und ist exakt fiir konvexe Probleme:
Satz (Exaktheit der /;-Straffunktion fiir konvexe Probleme)
Sei (x*, u*, \*) ein KKT-Punkt eines konvexen Problems (P), dann ist
fiir v > max({|u7] : i € EYU{AF 1 i € I}) der Punkt x* auch globales
Optimum von £,(x) := f(x) + [ X ;ce |i(X)] + X ;cz max{0, gi(x)}].

Was hat v mit den Lagrangemultiplikatoren zu tun?

Um x* bestraft £(x, pu*, A*) = f(x)+>_ pFhi(x)+ > Afgi(x) unzulissige
Richtungen, in die sich f verbessert, mit pfh;j(x) > 0 bzw. Xfgi(x) > 0
gerade so, dass der Anstieg V, L(x*, u*, A*) = 0 ist. Jeder groBere Anstieg
~ macht es nur noch unattraktiver.

Nachteil der /;-Straffuntkion: £, ist nicht differenzierbar!
88: 360€[354,360]



Strafverf.

Die quadratische Straffunktion (quadratic penalty)
Verwende W(y):=3y? und ®(y):= 1max{0,y}?, also

00 = £+ 3| om0+ X max{0.¥ .

ie€ ieT

e f, ist stetig diffbar, aber fiir Z # () i.A. nicht zweimal stetig diffbar.

e Falls Z = (), kann jedes glatte unrestringierte Verfahren zur
Bestimmung eines xJ verwendet werden.

e Gerade fiir Gleichungsnebenbedingungen fiihrt die quadratische
Straffunktion zu bananenférmigen Teilproblemen — ungiinstige
Konvergenzeigenschaften.

o Fiir groBe v wird die zweite Ableitung in unzuldssige Richtungen
sehr groB — numerische Probleme.

e Die quadratische Straffunktion ist i.A. nicht exakt, selbst fiir sehr
groBes v bleibt x> unzulassig (s. Anfangsbeispiel).

89: 361€[361,361]



Strafverf. Augm.-Lagr.-Verf. Barriere quad. Opt

Inhaltsiuibersicht

Restringierte Optimierung: Verfahren

3.2 Augmentierte-Lagrange-Verfahren

90: 362€[362,362]

SQP-Verf

Steuerung



3.2 Augmentierte-Lagrange-Verfahren (nur Gleichungen)

Idee: addiere die quadratische Straffunktion zur Lagrange—Funktion,

L0 p) = F0) + D ki) + 2 3R = £0x10) + 2IAGOIR,

ieg €€
dann bleibt die Funktion diffbar und ist fiir Multiplikator u* exakt.

91: 363€(363,366]



3.2 Augmentierte-Lagrange-Verfahren (nur Gleichungen)

Idee: addiere die quadratische Straffunktion zur Lagrange—Funktion,

L0 p) = F0) + D ki) + 2 3R = £0x10) + 2IAGOIR,

ieg €€
dann bleibt die Funktion diffbar und ist fiir Multiplikator u* exakt.

Erfiillt x* die hinreichenden Opt.-bed. mit Multiplikator p*, dann gilt
V. L(x*,11*) =0 und d" Vo L(x*, u*)d > 0 Vd € Tp(x*)[< Jn(x*)d=0].
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3.2 Augmentierte-Lagrange-Verfahren (nur Gleichungen)

Idee: addiere die quadratische Straffunktion zur Lagrange—Funktion,

L0 p) = F0) + D ki) + 2 3R = £0x10) + 2IAGOIR,

ieg €€
dann bleibt die Funktion diffbar und ist fiir Multiplikator u* exakt.

Erfiillt x* die hinreichenden Opt.-bed. mit Multiplikator p*, dann gilt
V. L(x*,11*) =0 und d" Vo L(x*, u*)d > 0 Vd € Tp(x*)[< Jn(x*)d=0].
In allen Richtungen orthogonal dazu [d = J,(x*)"u fiir u € R?] sorgt
wegen Vo L (x, 1) = Vi L(x, 1) + 7 Z hi(x) V2hi(x) + vdn(x) T In(x)
i€e&g :\O\inf:*
der Summand J,(x*)TJ,(x*) fiir v groB genug dafiir, dass insgesamt
Vi Ly(x*, 1*) = 0 und Vo Ly (x*, u*) > 0.

= Fiir v groB genug erfiillt x* die hinr. freien Opt.-Bed. fiir £ (-, u*).
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3.2 Augmentierte-Lagrange-Verfahren (nur Gleichungen)

Idee: addiere die quadratische Straffunktion zur Lagrange—Funktion,

L0 p) = F0) + D ki) + 2 3R = £0x10) + 2IAGOIR,

ieg €€
dann bleibt die Funktion diffbar und ist fiir Multiplikator u* exakt.

Erfiillt x* die hinreichenden Opt.-bed. mit Multiplikator p*, dann gilt
V. L(x*,11*) =0 und d" Vo L(x*, u*)d > 0 Vd € Tp(x*)[< Jn(x*)d=0].
In allen Richtungen orthogonal dazu [d = J,(x*)"u fiir u € R?] sorgt
wegen Vo L (x, 1) = Vi L(x, 1) + 7 Z hi(x) V2hi(x) + vdn(x) T In(x)
i€e&g :\O\inf:*
der Summand J,(x*)TJ,(x*) fiir v groB genug dafiir, dass insgesamt
Vi Ly(x*, 1*) = 0 und Vo Ly (x*, u*) > 0.

= Fiir v groB genug erfiillt x* die hinr. freien Opt.-Bed. fiir £ (-, u*).

Geometrisch: L(-, 1*) ist wegen VL, (x*, p*) = 0 in alle Richtungen
um x* flach und in zul&ssige Richtungen lokal konvex. Der Strafterm
Z||h(x)||? macht die Funktion in den unzuldssigen Richtungen lokal konvex.

91: 366€(363,366]



Augm.-Lagr.-Verf.

’Y v
£, m) = FO) + 3 i) + 2 S h(x? = Lx ) + 2G|
ie& /EE
Satz (Augmentierte-Lagrange-Verfahren bei Gleichungen)
Erfiillt x* die hinreichenden Optimalititsbedingungen fiir ein
restringiertes Problem ohne Ungleichungen mit Multiplikator y*, dann
gibt es ein v > 0, sodass x* fiir jedes -y > v ein lokales Minimum von

minyern £ (x, u*) ist, das die hinreichenden freien
Optimalité'tsbedingungen erfiillt.
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Augm.-Lagr.-Verf.

Ly ) = F0) + 32 ki) + 2 S B3P = £(x, ) + 2[HG)]1?

€& /EE

Satz (Augmentierte-Lagrange-Verfahren bei Gleichungen)

Erfiillt x* die hinreichenden Optimalititsbedingungen fiir ein
restringiertes Problem ohne Ungleichungen mit Multiplikator y*, dann
gibt es ein v > 0, sodass x* fiir jedes -y > v ein lokales Minimum von
minyern £ (x, u*) ist, das die hinreichenden freien
Optimalité'tsbedingungen erfiillt.

Ist 4* bekannt — lokale freie Optimierung. Aber u* ist unbekannt!
Wie wahlt man p im Verfahren? (iterativ, Schritt k — k + 1)
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Augm.-Lagr.-Verf.

Ly ) = F0) + 32 ki) + 2 S B3P = £(x, ) + 2[HG)]1?

€& /EE

Satz (Augmentierte-Lagrange-Verfahren bei Gleichungen)

Erfiillt x* die hinreichenden Optimalititsbedingungen fiir ein
restringiertes Problem ohne Ungleichungen mit Multiplikator y*, dann
gibt es ein v > 0, sodass x* fiir jedes -y > v ein lokales Minimum von
minyern £ (x, u*) ist, das die hinreichenden freien
Optimalité'tsbedingungen erfiillt.

Ist 4* bekannt — lokale freie Optimierung. Aber u* ist unbekannt!
Wie wahlt man p im Verfahren? (iterativ, Schritt k — k + 1)
p* und x* erfiillen 0 = V, L(x*, u*) = VI(x*) + >, ce pf Vhi(x*).

92: 369€([367,371]



Augm.-Lagr.-Verf.

Ly ) = F0) + 32 ki) + 2 S B3P = £(x, ) + 2[HG)]1?

€& /EE

Satz (Augmentierte-Lagrange-Verfahren bei Gleichungen)

Erfiillt x* die hinreichenden Optimalititsbedingungen fiir ein
restringiertes Problem ohne Ungleichungen mit Multiplikator y*, dann
gibt es ein v > 0, sodass x* fiir jedes -y > v ein lokales Minimum von
minyern £ (x, u*) ist, das die hinreichenden freien
Optimalité'tsbedingungen erfiillt.

Ist 4* bekannt — lokale freie Optimierung. Aber u* ist unbekannt!
Wie wahlt man p im Verfahren? (iterativ, Schritt k — k + 1)
p* und x* erfiillen 0 = V, L(x*, p*) = VF(x*) + Z,-eg WiV hi(x*).
Sei x(¥) die berechnete Lésung zu minxeRn w(x p(k)), dann ist
0 VoL, (x8, 1)) = VF() 437 [ + i (x19)] Vi (x19)
ie€

~u*

92: 370€([367,371]



Augm.-Lagr.-Verf.

Ly ) = F0) + 32 ki) + 2 S B3P = £(x, ) + 2[HG)]1?

€& /EE

Satz (Augmentierte-Lagrange-Verfahren bei Gleichungen)

Erfiillt x* die hinreichenden Optimalititsbedingungen fiir ein
restringiertes Problem ohne Ungleichungen mit Multiplikator y*, dann
gibt es ein v > 0, sodass x* fiir jedes -y > v ein lokales Minimum von
minyern £ (x, u*) ist, das die hinreichenden freien
Optimalité'tsbedingungen erfiillt.

Ist 4* bekannt — lokale freie Optimierung. Aber u* ist unbekannt!
Wie wahlt man p im Verfahren? (iterativ, Schritt k — k + 1)
p* und x* erfiillen 0 = V, L(x*, p*) = VF(x*) + Z,-eg WiV hi(x*).
Sei x(¥) die berechnete Lésung zu minxeRn w(x p(k)), dann ist
0 VoL, (x8, 1)) = VF() 437 [ + i (x19)] Vi (x19)
ie€

~u*
i =i () (e g)

92: 371€[367,371]



Augm.-Lagr.-Verf.

Alg. Schema fiir Augm.-Lagr.-Verf. mit Gleichungen

0. Wihle Startpunkt x(®, (9 4o > 0, Genauigkeit ¢g > 0, k := 0

1. Bestimme Naherungslosung x(X) zu  min,ecgn £, (x, p¥))  mit
Startpunkt XK, so dass ||V, L., (x(9), uR)|| < ex.

2. Ist [[A(x))|| und ||V, ,C(X(k u(k )|| klein genug, STOP.
(u.U. Neustart, falls kein Fortschritt Richtung Zulissigkeit, etc.)

3. Aktualisiere die Multiplikatoren: u( R Ek) + i hi(xKD) (reé)

4. Wihle einen neuen Strafparameter vx41 € [k, 00)

5. Wihle die néchste Genauigkeit ex11 € (0, e4]

6. Wahle den nichsten Startpunkt, meist x(k+1) . — x(K)

7. k—k+1 GOTO 1.

03: 372¢€([372,373]



Augm.-Lagr.-Verf.

Alg. Schema fiir Augm.-Lagr.-Verf. mit Gleichungen

0. Wihle Startpunkt x(®, (9 4o > 0, Genauigkeit ¢g > 0, k := 0

1. Bestimme Naherungslosung x(X) zu  min,ecgn £, (x, p¥))  mit
Startpunkt XK, so dass ||V, L., (x(9), uR)|| < ex.

2. Ist [[A(x))|| und ||V, ,C(X(k u(k )|| klein genug, STOP.
(u.U. Neustart, falls kein Fortschritt Richtung Zulissigkeit, etc.)

3. Aktualisiere die Multiplikatoren: u( R Ek) + i hi(xKD) (reé)

4. Wihle einen neuen Strafparameter vx41 € [k, 00)

5. Wihle die néchste Genauigkeit ex11 € (0, e4]

6. Wahle den nichsten Startpunkt, meist x(k+1) . — x(K)

7. k—k+1 GOTO 1.

Ungleichungen:
werden z.B. in LANCELOT mit Schlupfvariablen in Glgen umgewandelt:
gi(x)+s=0s5>0 (ie)
In Schritt 1 wird das Problem dann mit Vorzeichenbedingungen geldst,
mian]R",sE]Rf E'Yk (X, S, /l(k))
(z.B. iiber ein quadratisches Modell mit linearen Unglgen, s. spater).

03: 373¢(372,373]



Strafverf. Augm.-Lagr.-Verf. Barriere quad. Opt SQP-Verf. Steuerung

Inhaltsiuibersicht

Restringierte Optimierung: Verfahren

3.3 Barriere-Verfahren

94: 374€[374,374]



Barriere

3.3 Barriere-Verfahren

Idee: Verhindere das Verlassen des zuldssigen Bereiches durch einen
Barriere-Term in der Zielfunktion.

— vor allem fiir Ungleichungen gut geeignet! Im Folgenden & = ().

95: 375¢(375,380]



Barriere

3.3 Barriere-Verfahren

Idee: Verhindere das Verlassen des zuldssigen Bereiches durch einen
Barriere-Term in der Zielfunktion.

— vor allem fiir Ungleichungen gut geeignet! Im Folgenden & = ().

Bsp:

95: 376€(375,380]



Barriere

3.3 Barriere-Verfahren

Idee: Verhindere das Verlassen des zuldssigen Bereiches durch einen
Barriere-Term in der Zielfunktion.

— vor allem fiir Ungleichungen gut geeignet! Im Folgenden & = ().

Bsp: Innere-Punkte-Verfahren fiir Lineare Optimierung iiber Kegeln

95: 377¢(375,380]



Barriere

3.3 Barriere-Verfahren

Idee: Verhindere das Verlassen des zuldssigen Bereiches durch einen
Barriere-Term in der Zielfunktion.

— vor allem fiir Ungleichungen gut geeignet! Im Folgenden & = ().

Bsp: Innere-Punkte-Verfahren fiir Lineare Optimierung iiber Kegeln

Das zulassige Innere Xi= {x € R": gi(x) < 0,i € I} sei nicht leer, ;t’;é 0.
Barriere-Funktionen erfiillen folgende Eigenschaften:

o Fiir x ¢/’% haben sie den Wert oo.
e Innerhalb von X sind sie glatt.

e Geht eine Folge x(¥) 6/{’ gegen den Rand von /{’ geht der Wert gegen oo.

95: 378€(375,380]



Barriere

3.3 Barriere-Verfahren

Idee: Verhindere das Verlassen des zuldssigen Bereiches durch einen
Barriere-Term in der Zielfunktion.

— vor allem fiir Ungleichungen gut geeignet! Im Folgenden & = ().

Bsp: Innere-Punkte-Verfahren fiir Lineare Optimierung iiber Kegeln

Das zulassige Innere Xi= {x € R": gi(x) < 0,i € I} sei nicht leer, ;t’;é 0.
Barriere-Funktionen erfiillen folgende Eigenschaften:

o Fiir x ¢/’% haben sie den Wert oo.

e Innerhalb von /‘% sind sie glatt.

e Geht eine Folge x(¥) 6/{’ gegen den Rand von /{’ geht der Wert gegen oo.
Beispiele fiir y < 0: —%, —log(—y)

95: 379¢(375,380]



Barriere

3.3 Barriere-Verfahren

Idee: Verhindere das Verlassen des zuldssigen Bereiches durch einen
Barriere-Term in der Zielfunktion.

— vor allem fiir Ungleichungen gut geeignet! Im Folgenden & = ().

Bsp: Innere-Punkte-Verfahren fiir Lineare Optimierung iiber Kegeln

Das zulassige Innere Xi= {x € R": gi(x) < 0,i € I} sei nicht leer, ;t’;é 0.
Barriere-Funktionen erfiillen folgende Eigenschaften:

o Fiir x ¢/’% haben sie den Wert oo.

e Innerhalb von /‘% sind sie glatt.

e Geht eine Folge x(¥) 6/{’ gegen den Rand von /{’ geht der Wert gegen oo.
Beispiele fiir y < 0: —%, —log(—y)

Der Einfluss der Barriere-Funktion wird durch einen Barriereparameter 3
kontrolliert und man sucht ein lokales Minimum fiir

min fz(x) := f(x) — 5Z|0g(—gi(X))

x€ERnM
i€eT

ausgehend von einem Startpunkt im Inneren.
95: 380€[375,380]



Barriere

Alg. Schema fiir Barriere-Verf. (nur Unglgen)

0. Wihle Startpunkt x(©) e/{/, Bo > 0, Genauigkeit g9 > 0, k=0

1. Bestimme Naherungslosung x(K) zu  min,cgn f5,(x) mit
Startpunkt X(K), so dass || V5, (x(9)|| < e.

2. Sind die KKT-Bedingungen niherungsweise erfiillt, STOP.
(teste ob Losungen nach unendlich gehen, etc.)

3. Wihle einen neuen Barriereparameter 41 € (0, k)

4. Wihle die ndchste Genauigkeit €41 € (0, £4]

5. Wahle den nichsten Startpunkt, meist x(k+1) . — (k)

6. k — k+1, GOTO 1.

96: 381€[381,384]



Barriere

Alg. Schema fiir Barriere-Verf. (nur Unglgen)

0. Wihle Startpunkt x(©) e/{/, Bo > 0, Genauigkeit g9 > 0, k=0

1. Bestimme Naherungslosung x(K) zu  min,cgn f5,(x) mit
Startpunkt X(K), so dass || V5, (x(9)|| < e.

2. Sind die KKT-Bedingungen niherungsweise erfiillt, STOP.
(teste ob Losungen nach unendlich gehen, etc.)

3. Wihle einen neuen Barriereparameter 41 € (0, k)

4. Wihle die ndchste Genauigkeit €41 € (0, £4]

5. Wahle den nichsten Startpunkt, meist x(k+1) . — (k)

6. k — k+1, GOTO 1.

KKT-Bedingungen? Sei x(3) lokale OL zu minyecg» f3(x), dann ist
0=VH((E) = VAXE)+ Y =Ly Va(9)
——

ieT
=:Ai(B) >0
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Barriere

Alg. Schema fiir Barriere-Verf. (nur Unglgen)

0. Wihle Startpunkt x(©) e/{/, Bo > 0, Genauigkeit g9 > 0, k=0

1. Bestimme Naherungslosung x(K) zu  min,cgn f5,(x) mit
Startpunkt X(K), so dass || V5, (x(9)|| < e.

2. Sind die KKT-Bedingungen niherungsweise erfiillt, STOP.
(teste ob Losungen nach unendlich gehen, etc.)

3. Wihle einen neuen Barriereparameter 41 € (0, k)

4. Wihle die ndchste Genauigkeit €41 € (0, £4]

5. Wahle den nichsten Startpunkt, meist x(k+1) . — (k)

6. k — k+1, GOTO 1.

KKT-Bedingungen? Sei x(3) lokale OL zu minxeRn fz(x), dann ist

0=Vi(x(8) = VIxB)+Y, — o Vex(8)
i€ ~—~—"
=:Ai(B) 20
also st VF(x(8))+ > _X(B)Vai(x(8) = 0
i<t gi(x(B)) = 0 (i€I)
Xi(B) =z 0 (ieI)
—Ai(B)gi(x(B)) = B (i €T) [pert. Kompl]

96: 383¢(381,384]



Barriere

Alg. Schema fiir Barriere-Verf. (nur Unglgen)

0. Wihle Startpunkt x(©) e/{/, Bo > 0, Genauigkeit g9 > 0, k=0

1. Bestimme Naherungslosung x(K) zu  min,cgn f5,(x) mit
Startpunkt X(K), so dass || V5, (x(9)|| < e.

2. Sind die KKT-Bedingungen niherungsweise erfiillt, STOP.
(teste ob Losungen nach unendlich gehen, etc.)

3. Wihle einen neuen Barriereparameter 41 € (0, k)

4. Wihle die ndchste Genauigkeit €41 € (0, £4]

5. Wahle den nichsten Startpunkt, meist x(k+1) . — (k)

6. k — k+1, GOTO 1.

KKT-Bedingungen? Sei x(3) lokale OL zu minyecg» f3(x), dann ist

0=VH(X(B) = VAB)+ Y — Lo Vax(®)
i€ S~
=:Ai(B) 20
also ist —&—Z)\ Wei(x(8)) = 0
et gi(x (ﬂ)) < 0 (1€2)
Ai(B) =z 0 (i€T)
—Ai(B)gi(x(B)) = B (i €T) [pert. Kompl]

Fir 8 — 0 wird bei Konvergenz ein KKT-Punkt gefunden!

96: 384€[381,384]



Barriere

Satz (Fiacco und Mc Cormick 1968)

Sei )O(;é 0 und x* ein lokales Minimum, in dem (LICQ) und die
hinreichenden Optimalitdtsbed. mit streng komplementaren
Multiplikatoren \* erfiillt sind. Dann gilt:

(i) Fiir B k/ein genug gibt es eine diffbare Funktion x(3): (0, 5) —R"

mit x(3) 720 % und x(0) ist lokales Minimum von fg. [zent. Pfad]
(ii) Fiir x(8) aus (i) konvergieren die Schitzer der Lagrange-

Multiplikatoren \(5) = £ "= A; fiir i € T.
(iii) Fiir 3 klein genug erfiillt die Hessematrix V2f3(x(3)) > 0.

97: 385¢(385,388]



Barriere

Satz (Fiacco und Mc Cormick 1968)

Sei )O(;é 0 und x* ein lokales Minimum, in dem (LICQ) und die
hinreichenden Optimalitdtsbed. mit streng komplementaren
Multiplikatoren \* erfiillt sind. Dann gilt:

(i) Fiir B k/ein genug gibt es eine diffbare Funktion x(3): (0, 5) —R"

mit x(3) 720 % und x(0) ist lokales Minimum von fg. [zent. Pfad]
(ii) Fiir x(8) aus (i) konvergieren die Schitzer der Lagrange-
Multiplikatoren \(5) = £ "= A; fiir i € T.
(iii) Fiir 3 klein genug erfiillt die Hessematrix V2f3(x(3)) > 0.

Bemerkungen:
e Die Glattheit von x(3) kann zur Beschleunigung durch Pradiktor-
Korrektor-Verfahren genutzt werden.

97: 386¢(385,388]



Barriere

Satz (Fiacco und Mc Cormick 1968)

Sei )O(;é 0 und x* ein lokales Minimum, in dem (LICQ) und die
hinreichenden Optimalitdtsbed. mit streng komplementaren
Multiplikatoren \* erfiillt sind. Dann gilt:

(i) Fiir B k/ein genug gibt es eine diffbare Funktion x(3): (0, 5) —R"

mit x(3) 720 % und x(0) ist lokales Minimum von fg. [zent. Pfad]
(ii) Fiir x(8) aus (i) konvergieren die Schitzer der Lagrange-
Multiplikatoren \(5) = £ "= A; fiir i € T.
(iii) Fiir 3 klein genug erfiillt die Hessematrix V2f3(x(3)) > 0.

Bemerkungen:

e Die Glattheit von x(3) kann zur Beschleunigung durch Pradiktor-
Korrektor-Verfahren genutzt werden.

e V2f5 wird auch schlecht skaliert, aber das ist theoretisch begriindbar
numerisch meist noch akzeptabel.

97: 387¢(385,388]



Barriere

Satz (Fiacco und Mc Cormick 1968)

Sei )O(;é 0 und x* ein lokales Minimum, in dem (LICQ) und die
hinreichenden Optimalitdtsbed. mit streng komplementaren
Multiplikatoren \* erfiillt sind. Dann gilt:

(i) Fiir B k/ein genug gibt es eine diffbare Funktion x(3): (0, 5) —R"

mit x(3) 720 % und x(0) ist lokales Minimum von fg. [zent. Pfad]
(ii) Fiir x(8) aus (i) konvergieren die Schitzer der Lagrange-
Multiplikatoren \(5) = £ "= A; fiir i € T.
(iii) Fiir 3 klein genug erfiillt die Hessematrix V2f3(x(3)) > 0.

Bemerkungen:

e Die Glattheit von x(3) kann zur Beschleunigung durch Pradiktor-
Korrektor-Verfahren genutzt werden.

e V2f5 wird auch schlecht skaliert, aber das ist theoretisch begriindbar
numerisch meist noch akzeptabel.

e Gleichungsnebenbedingungen werden meist durch einen Strafterm
eingebunden.

97: 388¢(385,388]



quad. Opt.

Inhaltsiuibersicht

Restringierte Optimierung: Verfahren

3.4 Quadratische Optimierung
Konvexe quadratische Optimierung
Gleichungsbeschrankte Quadratische Optimierung
Aktive-Mengen-Verfahren fiir Quadratische Optimierung

98: 389¢(389,389]



quad. Opt.

3.4 Quadratische Optimierung (Quadratic Programming)

QPs sind die typischen Unterprobleme der restringierten Optimierung
(wie das quadratische Modell in der freien Optimierung)

min  f(x) = $xTQx+q"x

s.t. b,'—h-TXZO ieé& [h,’ERn]
! >
bi—gTx<0 ieT  [gern [ x=2h
x e R"

Allgemeine quadratische Zielfunktion und lineare Nebenbedingungen.
= Lagrange-Multiplikatoren existieren fiir jedes lokale Minimum.

99: 390€(390,397]



quad. Opt.

3.4 Quadratische Optimierung (Quadratic Programming)

QPs sind die typischen Unterprobleme der restringierten Optimierung
(wie das quadratische Modell in der freien Optimierung)

min  f(x) = $xTQx+q"x

s.t. b,'—h-TXZO ieé& [h,’ ER"]
! >
bi—gTx<0 ieT  [gern [ x=2h
x e R"

Allgemeine quadratische Zielfunktion und lineare Nebenbedingungen.
= Lagrange-Multiplikatoren existieren fiir jedes lokale Minimum.

Einige typische Falle:
f(-) konkav (Q < 0):
Alle OL werden in Ecken
(bzw. auf minimalen Sei-
ten) angenommen.

99: 391€([390,397]



quad. Opt.

3.4 Quadratische Optimierung (Quadratic Programming)

QPs sind die typischen Unterprobleme der restringierten Optimierung
(wie das quadratische Modell in der freien Optimierung)

min  f(x) = $xTQx+q"x

s.t. b,'—h-TXZO ieé& [h,’ ER"]
! >
bi—gTx<0 ieT  [gern [ x=2h
x e R"

Allgemeine quadratische Zielfunktion und lineare Nebenbedingungen.
= Lagrange-Multiplikatoren existieren fiir jedes lokale Minimum.

Einige typische Falle:
f(-) konkav (Q < 0):
Alle OL werden in Ecken
(bzw. auf minimalen Sei-
ten) angenommen.

99: 392€([390,397]



quad. Opt.

3.4 Quadratische Optimierung (Quadratic Programming)

QPs sind die typischen Unterprobleme der restringierten Optimierung
(wie das quadratische Modell in der freien Optimierung)

min  f(x) = $xTQx+q"x

s.t. b,'—h-TXZO ieé& [h,’ ER"]
! >
bi—gTx<0 ieT  [gern [ x=2h
x e R"

Allgemeine quadratische Zielfunktion und lineare Nebenbedingungen.
= Lagrange-Multiplikatoren existieren fiir jedes lokale Minimum.

Einige typische Falle:

f(-) konvex (Q > 0):
OL in der Mitte, oder
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quad. Opt.

3.4 Quadratische Optimierung (Quadratic Programming)

QPs sind die typischen Unterprobleme der restringierten Optimierung
(wie das quadratische Modell in der freien Optimierung)

min  f(x) = $xTQx+q"x

s.t. b,'—h-TXZO ieé& [h,’ ER"]
! >
bi—gTx<0 ieT  [gern [ x=2h
x e R"

Allgemeine quadratische Zielfunktion und lineare Nebenbedingungen.
= Lagrange-Multiplikatoren existieren fiir jedes lokale Minimum.

Einige typische Falle:

f(-) konvex (Q > 0):
OL auf einer Seite, oder

99: 394€([390,397]



quad. Opt.

3.4 Quadratische Optimierung (Quadratic Programming)

QPs sind die typischen Unterprobleme der restringierten Optimierung
(wie das quadratische Modell in der freien Optimierung)

min  f(x) = $xTQx+q"x

s.t. b,'—h-TXZO ieé& [h,’ ER"]
! >
bi—gTx<0 ieT  [gern [ x=2h
x e R"

Allgemeine quadratische Zielfunktion und lineare Nebenbedingungen.
= Lagrange-Multiplikatoren existieren fiir jedes lokale Minimum.

Einige typische Falle:

f(-) konvex (Q > 0):
OL in einer Ecke

99: 395€(390,397]



quad. Opt.

3.4 Quadratische Optimierung (Quadratic Programming)

QPs sind die typischen Unterprobleme der restringierten Optimierung
(wie das quadratische Modell in der freien Optimierung)

min  f(x) = $xTQx+q"x

s.t. b,'—h-TXZO ieé& [h,’ ER"]
! >
bi—gTx<0 ieT  [gern [ x=2h
x e R"

Allgemeine quadratische Zielfunktion und lineare Nebenbedingungen.
= Lagrange-Multiplikatoren existieren fiir jedes lokale Minimum.

Einige typische Falle:

degenerierte Losung:
aktive Nebenbedingungen
sind linear abhangig, oder

99: 396€(390,397]



quad. Opt.

3.4 Quadratische Optimierung (Quadratic Programming)

QPs sind die typischen Unterprobleme der restringierten Optimierung
(wie das quadratische Modell in der freien Optimierung)

min  f(x) = $xTQx+q"x

s.t. b,'—h-TXZO ieé& [h,’ ER"]
! >
bi—gTx<0 ieT  [gern [ x=2h
x e R"

Allgemeine quadratische Zielfunktion und lineare Nebenbedingungen.
= Lagrange-Multiplikatoren existieren fiir jedes lokale Minimum.

Einige typische Falle:

degenerierte Losung:
aktive Nebenbedingungen
sind linear abhangig, oder
die unrestringierte OL
liegt auf einer Seite

99: 397€(390,397]



quad. Opt.

3.4.1 Konvexe quadratische Optimierung

Fir Q@ > 0 ist das QP ein konvexes Optimierungsproblem und es gibt ein
konvexes Lagrange-Duales.

Herleitung fiir
1
(PQP) min §XTQx+qTx st. Ax>b

100: 398€[398,402]



quad. Opt.

3.4.1 Konvexe quadratische Optimierung

Fir Q@ > 0 ist das QP ein konvexes Optimierungsproblem und es gibt ein
konvexes Lagrange-Duales.

Herleitung fiir

(PQP) min %XTQx—i—qTx st. Ax>b
Lagrange-Funktion: £(x,A) = x7Qx + q"x + AT (b — Ax), (A > 0)
primales Problem: inf, supy~o £(x,A) [Fiir x*: 3 A* mit (b—Ax*)"A* = 0]

100: 399€[398,402]



quad. Opt.

3.4.1 Konvexe quadratische Optimierung

Fir Q@ > 0 ist das QP ein konvexes Optimierungsproblem und es gibt ein
konvexes Lagrange-Duales.

Herleitung fiir

(PQP) min %XTQx—i—qTx st. Ax>b
Lagrange-Funktion: £(x,A) = x7Qx + q"x + AT (b — Ax), (A > 0)
primales Problem: inf, supy~o £(x,A) [Fiir x*: 3 A* mit (b—Ax*)"A* = 0]

duales Problem: supinf £(x, \) = sup (b A+ |nf[2 xTQx+(g—A"™\)"x] )
A>0 X

V=0 = Qx+qg—ATA=0, sonst —co

100: 400€[398,402]



quad. Opt.

3.4.1 Konvexe quadratische Optimierung

Fir Q@ > 0 ist das QP ein konvexes Optimierungsproblem und es gibt ein
konvexes Lagrange-Duales.

Herleitung fiir

(PQP) min %XTQx—i—qTx st. Ax>b
Lagrange-Funktion: £(x,A) = x7Qx + q"x + AT (b — Ax), (A > 0)
primales Problem: inf, supy~o £(x,A) [Fiir x*: 3 A* mit (b—Ax*)"A* = 0]

duales Problem: supinf £(x, \) = sup (b A+ |nf[2 xTQx+(g—A"™\)"x] )
A>0 X

V=0 = Qx+qg—ATA=0, sonst —co
I.LA. enth3lt das duale QP auch noch x-Variable(!):
max SxTQx+q x+(b—Ax)TA
(DQP) st. Qx+qg—ATA=0 [erfiillt starke Dualitat!]
xeR"A>0

100: 401€[398,402]



quad. Opt.

3.4.1 Konvexe quadratische Optimierung

Fir Q@ > 0 ist das QP ein konvexes Optimierungsproblem und es gibt ein
konvexes Lagrange-Duales.

Herleitung fiir

(PQP) min %XTQx—i—qTx st. Ax>b
Lagrange-Funktion: £(x,A) = x7Qx + q"x + AT (b — Ax), (A > 0)
primales Problem: inf, supy~o £(x,A) [Fiir x*: 3 A* mit (b—Ax*)"A* = 0]

duales Problem: supinf £(x, \) = sup (b A+ |nf[2 xTQx+(g—A"™\)"x] )
A>0 X

V=0 = Qx+qg—ATA=0, sonst —co

I.LA. enth3lt das duale QP auch noch x-Variable(!):

max SxTQx+q x+(b—Ax)TA
(DQP) st. Qx+qg—ATA=0 [erfiillt starke Dualitat!]

x€R"A>0

Fiir @ = 0 ist x eindeutig bestimmt: x(\) = Q" 1(AT )\ — q),

max —iAT(AQIAT)A+ (b+AQ1q)"A—1¢"Q ¢

st. A>0
Nur Vorzeichenbedingungen! Oft besonders effizient 16sbar — A*, x* = x(\*)

100: 402€[398,402]



quad. Opt.
Fiir konvexe QPs sind, wie bei LPs, Innere-Punkte-Verfahren besonders
effizient.

Bsp: Ansatz fiir primal-duales Pfadverfolgungsverf., A = [ay,...,am]’, b € R™.
1T T
min  5x' @x+q'x 1 7 T, T, .
st. Ax>b N )EE]IRDH 5% @x+q'x *yZIog(a, x — b;)

101: 403€[403,407]



quad. Opt.
Fiir konvexe QPs sind, wie bei LPs, Innere-Punkte-Verfahren besonders
effizient.

Bsp: Ansatz fiir primal-duales Pfadverfolgungsverf., A = [ay,...,am]’, b € R™.
H 1.7 T 1
min - Sx T Qx+q'x L 5XTQ)H_ a7 x _'Yzlog(a,‘TX ~b)

st. Ax>b xER?
Stationaritat des Barriere-Unterproblems fiir v > 0 (V, = 0):
X +q— aj———=0
@t a7 Z "al x — b

101: 404€[403,407]



quad. Opt.
Fiir konvexe QPs sind, wie bei LPs, Innere-Punkte-Verfahren besonders
effizient.

Bsp: Ansatz fiir primal-duales Pfadverfolgungsverf., A = [ay,...,am]’, b € R™.
1, T T
min  5x' @x+q'x 1 7 T T,
st. Ax>b = min 3xQctqTx =) log(alx — b)
Stationaritat des Barriere-Unterproblems fiir v > 0 (V, = 0):

@c+q ’yza'afxfb,- =0
Fiihrt man Schlupfvariablen s; := a/x — b; > 0
und Dualvariablen (Lagrange-Multiplikatoren) \; := Vsl,
ein, erhalt man ein primal-duales KKT-System:

Qx+qg—ATA = 0 ,duale Zulissigkeit"
Ax—s = b »primale Zul3ssigkeit"
sod = 71 »perturb. Kompl.*

101: 405€[403,407]



quad. Opt.
Fiir konvexe QPs sind, wie bei LPs, Innere-Punkte-Verfahren besonders
effizient.

Bsp: Ansatz fiir primal-duales Pfadverfolgungsverf., A = [ay,...,am]’, b € R™.

L L T T
min  5x' @x+q'x ET _ T,
st. Ax>b = min 3xQctqTx =) log(alx — b)

Stationaritat des Barriere-Unterproblems fiir v > 0 (V, = 0):
X -+ ai— =20
Qx+q-— 72 aTx—b

Fihrt man Schlupfvariablen s; := a,- x—b; >0
und Dualvariablen (Lagrange-Multiplikatoren) \; := 7%
ein, erhalt man ein primal-duales KKT-System:

Qx+qg—ATA = 0 ,duale Zulissigkeit"
Ax—s = b »primale Zul3ssigkeit"
sod = 71 »perturb. Kompl.*

Starte mit s, A > 0, l6se das System ndherungsweise mit Newton,
bewahre Positivitat durch Line-Search, verkleinere ~, etc.
(wie in LP, e-OL in gleicher polynomialer Anzahl an Iterationen).

101: 406€[403,407]



quad. Opt.
Fiir konvexe QPs sind, wie bei LPs, Innere-Punkte-Verfahren besonders
effizient.

Bsp: Ansatz fiir primal-duales Pfadverfolgungsverf., A = [ay,...,am]’, b € R™.

L L T T
min  5x' @x+q'x ET _ T,
st. Ax>b = min 3xQctqTx =) log(alx — b)

Stationaritat des Barriere-Unterproblems fiir v > 0 (V, = 0):

X -+ ai— =20
Qx+q-— 72 aTx—b

Fihrt man Schlupfvariablen s; := a,- x—b; >0
und Dualvariablen (Lagrange-Multiplikatoren) \; := v%
ein, erhalt man ein primal-duales KKT-System:

Qx+qg—ATA = 0 ,duale Zulissigkeit"
Ax—s = b »primale Zul3ssigkeit"
sod = 71 »perturb. Kompl.*

Starte mit s, A > 0, l6se das System ndherungsweise mit Newton,
bewahre Positivitat durch Line-Search, verkleinere ~, etc.
(wie in LP, e-OL in gleicher polynomialer Anzahl an Iterationen).

Innere-Punkte-Verf. sind auch auf nicht-konvexe QPs recht gut
anwendbar.

101: 407€[403,407]



quad. Opt.
3.4.2 Gleichungsbeschrankte Quadratische Optimierung
(EQP) min %XTQXJquX st. Ax=>0

X = {x: Ax = b} ist ein affiner Unterraum, auf diesem kann das
Minimum jeder quadratischen Funktion explizit bestimmt werden.

102: 408€[408,415)



quad. Opt.

3.4.2 Gleichungsbeschrankte Quadratische Optimierung
(EQP) min %XTQXJquX st. Ax=>0

X = {x: Ax = b} ist ein affiner Unterraum, auf diesem kann das
Minimum jeder quadratischen Funktion explizit bestimmt werden.

Berechnung der quadratischen Funktion iiber dem affinen Unterraum:
Gibt es ein X € X (Ax = b), ist jedes x € X darstellbar als
x=Xx+dmitde {d: Ad =0} =:kerA [Kern/Nullraum von A]

102: 409€[408,415)



quad. Opt.
3.4.2 Gleichungsbeschrankte Quadratische Optimierung
(EQP) min %XTQXJquX st. Ax=>0

X = {x: Ax = b} ist ein affiner Unterraum, auf diesem kann das
Minimum jeder quadratischen Funktion explizit bestimmt werden.

Berechnung der quadratischen Funktion iiber dem affinen Unterraum:

Gibt es ein X € X (Ax = b), ist jedes x € X darstellbar als
x=Xx+dmitd € {d: Ad =0} =:kerA [Kern/Nullraum von A]

Der lineare Unterraum ker A habe Dim. k und die Spalten von Z € R"¥k

als Basis, dann ist ker A = {Zu : u € R¥},

102: 410€[408,415]



quad. Opt.
3.4.2 Gleichungsbeschrankte Quadratische Optimierung
(EQP) min %XTQXJquX st. Ax=>0

X = {x: Ax = b} ist ein affiner Unterraum, auf diesem kann das
Minimum jeder quadratischen Funktion explizit bestimmt werden.

Berechnung der quadratischen Funktion iiber dem affinen Unterraum:

Gibt es ein X € X (Ax = b), ist jedes x € X darstellbar als
x=Xx+dmitd € {d: Ad =0} =:kerA [Kern/Nullraum von A]

Der lineare Unterraum ker A habe Dim. k und die Spalten von Z € R"¥k

als Basis, dann ist ker A= {Zu: u € R}, X = {x + Zu : u € R¥}

102: 411€[408,415]



quad. Opt.
3.4.2 Gleichungsbeschrankte Quadratische Optimierung
(EQP) min %XTQXJquX st. Ax=>0

X = {x: Ax = b} ist ein affiner Unterraum, auf diesem kann das
Minimum jeder quadratischen Funktion explizit bestimmt werden.

Berechnung der quadratischen Funktion iiber dem affinen Unterraum:

Gibt es ein X € X (Ax = b), ist jedes x € X darstellbar als
x=Xx+dmitd € {d: Ad =0} =:kerA [Kern/Nullraum von A]

Der lineare Unterraum ker A habe Dim. k und die Spalten von Z € R"¥k

als Basis, dann ist ker A= {Zu: u € R}, X = {x + Zu : u € R*} und
(EQP) < min,cpe 20T Z7QZu+ (Qx+ q)T Zu+ 33" Qx + ¢ x.

102: 412€[408,415]



quad. Opt.

3.4.2 Gleichungsbeschrankte Quadratische Optimierung
(EQP) min %XTQXJquX st. Ax=>0

X = {x: Ax = b} ist ein affiner Unterraum, auf diesem kann das
Minimum jeder quadratischen Funktion explizit bestimmt werden.

Berechnung der quadratischen Funktion iiber dem affinen Unterraum:

Gibt es ein X € X (Ax = b), ist jedes x € X darstellbar als
x=Xx+dmitd € {d: Ad =0} =:kerA [Kern/Nullraum von A]

Der lineare Unterraum ker A habe Dim. k und die Spalten von Z € R"¥k

als Basis, dann ist ker A= {Zu: u € R}, X = {x + Zu : u € R*} und
(EQP) < min,cpe 20T Z7QZu+ (Qx + q)T Zu+ 33" Qx + ¢ x.

= endliche OL nur, falls ZTQZ = 0 und Z"QZu + Z'(Qx + q) = 0 I&sbar,

102: 413€[408,415]



quad. Opt.
3.4.2 Gleichungsbeschrankte Quadratische Optimierung
(EQP) min %XTQXJquX st. Ax=>0

X = {x: Ax = b} ist ein affiner Unterraum, auf diesem kann das
Minimum jeder quadratischen Funktion explizit bestimmt werden.

Berechnung der quadratischen Funktion iiber dem affinen Unterraum:
Gibt es ein X € X (Ax = b), ist jedes x € X darstellbar als
x=Xx+dmitd € {d: Ad =0} =:kerA [Kern/Nullraum von A]
Der lineare Unterraum ker A habe Dim. k und die Spalten von Z € R"¥k
als Basis, dann ist ker A= {Zu: u € R}, X = {x + Zu : u € R*} und
(EQP) < min,cpe 20T Z7QZu+ (Qx + q)T Zu+ 33" Qx + ¢ x.
= endliche OL nur, falls ZTQZ = 0 und Z"QZu + Z'(Qx + q) = 0 I&sbar,
eindeutig fir Z'QZ = 0: v* = —(Z7QZ)"1Z7(Qx + q) und x* = X + Zu.

102: 414€[408,415]



quad. Opt.
3.4.2 Gleichungsbeschrankte Quadratische Optimierung
(EQP) min %XTQXJquX st. Ax=>0

X = {x: Ax = b} ist ein affiner Unterraum, auf diesem kann das
Minimum jeder quadratischen Funktion explizit bestimmt werden.

Berechnung der quadratischen Funktion iiber dem affinen Unterraum:
Gibt es ein X € X (Ax = b), ist jedes x € X darstellbar als
x=Xx+dmitd € {d: Ad =0} =:kerA [Kern/Nullraum von A]
Der lineare Unterraum ker A habe Dim. k und die Spalten von Z € R"¥k
als Basis, dann ist ker A= {Zu: u € R}, X = {x + Zu : u € R*} und
(EQP) < min,cpe 20T Z7QZu+ (Qx + q)T Zu+ 33" Qx + ¢ x.
= endliche OL nur, falls ZTQZ = 0 und Z"QZu + Z'(Qx + q) = 0 I&sbar,
eindeutig fir Z'QZ = 0: v* = —(Z7QZ)"1Z7(Qx + q) und x* = X + Zu.

Satz (QP mit Gleichungsbedingungen)

Seien die Spalten von Z eine Basis von ker A, ZTQZ = 0, und X € X. Ist
x* = x + d* die Lésung des KKT Systems zu (EQP),

Q-AT][x*1 [-q o QAT] [—-d*] [q+Qx
A0 ||w| =06 Ao || w |~ |Ax—b|
dann ist x* die eindeutige Optimallésung von (EQP).

102: 415€[408,415]



quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische
Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht
fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]

103: 416€[416,424]



quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische
Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht
fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]

aktiv: {}

k =0, Punkt x(©),
aktive Menge: 0,
Richtung: 7

103: 417€[416,424]



quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische
Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht
fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]

aktiv: {}

k =0, Punkt x(©),

aktive Menge: 0,

Richtung: d = —Q1q — x(®,
aktiv wird 7

103: 418€[416,424]



quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische
Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht
fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]

aktiv: {3}

k =1, Punkt x(1),
aktive Menge: {3},
Richtung 7

103: 419€[416,424]



quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische
Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht

fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]

k =1, Punkt x(1),
aktive Menge: {3},

Richtung:

Q as —d _
EXlIE
aktiv wird ?

103: 420€[416,424]

aktiv: {3}




quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische
Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht
fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]

aktiv: {2,3}

k =2, Punkt x(®,
aktive Menge: {2, 3},
Richtung 7

103: 421€[416,424]



quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische

Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht

fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]
aktiv: {2,3), 12=6.4111, A3=—3.8482

k =2, Punkt x(®,
aktive Menge: {2, 3},

Richtung:
Q dp as —d
azT 00 )\2 =
al 00| | A
— d =0, )\3<0(!),
xB3) = x(?),

103: a22¢RltAvawird 7




quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische
Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht

fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]

k = 3, Punkt x(),
aktive Menge: {2},

Richtung:

Q ar —d _
Exl I
aktiv wird ?

103: 423€[416,424]

g+ ¥
a] xB) — by

J

aktiv: {2}




quad. Opt.

3.4.3 Aktive-Mengen-Verfahren fiir Quadratische
Optimierung

Idee wie bei Simplex: Ausgehend von einem zul3ssigen Punkt,

e Fixiere eine Teilmenge der Nebenbedingungen als aktive Gleichungen
(alle Gleichungen und einige Ungleichungen) — active set,

e bestimme das Minimum dieses gleichungsbeschrankten QPs,

e gehe in diese Richtung, bis die ndchste Ungleichung aktiv wird.

e Ist keine Bewegung moglich, teste, ob eine Ungleichung zu unrecht

fixiert wurde.

Bsp: min 3x7Qx + q"x st. Ax> b mit A= a1, a,a3, 4]

k = 3, Punkt x(),
aktive Menge: {2},
Richtung:

Qa|[-d] _[ q+®
a3 0| x| [aJx®) —by|
X(4) = X(3) + d’
Vo f(x®) + Xa(—a2) =0, Ay >0,
KKT erfiillt!

103: 424€[416,424]

aktiv: {2}, A2=1.9233




quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.

104: 425€[425,435]



quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.
1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.

1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
2. Falls d = 0:

a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.

1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
2. Falls d = 0:

a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
b) Wihle 7 € Ay mit \; < 0, setze Axyq1 = Ax \ {7}, x{k+1) .= x(K).
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.

1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
2. Falls d = 0:

a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
b) Wihle 7 € Ay mit \; < 0, setze Axyq1 = Ax \ {7}, x{k+1) .= x(K).
Sonst (d # 0)
b,'—al-TX(k)

a) bestimme oy := min{ 27— i € T\ Ay, a] d < 0}. [+0o0 fiir ]
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.

1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
2. Falls d = 0:

a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
b) Wahle 7 € A, mit \; < 0, setze Ay := Ay \ {7}, xtkHD) .= x(9)
Sonst (d # 0)
a) bestimme ay 1= min{b’_a?rj(k) (i €T\ Ak, a] d < 0}. [+oo fiir 0]
b) Ist cvy > 1, setze x(k+1) .= x() 4 d, A, = Ay,
sonst x(kt1) = x(K) 4+ o d und Agyq = Ag U {7} mit 7 erzeugt .
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.
1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
2. Falls d = 0:
a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
b) Wahle 7 € A, mit \; < 0, setze Ay := Ay \ {7}, xtkHD) .= x(9)
Sonst (d # 0)
a) bestimme ay 1= min{b"_;_’T"T;(k) (i €T\ Ak, a] d < 0}. [+oo fiir 0]
b) Ist cvy > 1, setze x(k+1) .= x() 4 d, A, = Ay,
sonst x(kt1) = x(K) 4+ o d und Agyq = Ag U {7} mit 7 erzeugt .
3. Setze k — k+1, GOTO 1.

Bemerkungen:
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.
1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
2. Falls d = 0:
a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
b) Wahle 7 € A, mit \; < 0, setze Ay := Ay \ {7}, xtkHD) .= x(9)
Sonst (d # 0)
a) bestimme ay 1= min{b"_;_’T"T;(k) (i €T\ Ak, a] d < 0}. [+oo fiir 0]
b) Ist cvy > 1, setze x(k+1) .= x() 4 d, A, = Ay,
sonst x(kt1) = x(K) 4+ o d und Agyq = Ag U {7} mit 7 erzeugt .
3. Setze k — k+1, GOTO 1.

Bemerkungen:
o Wie beim Simplex-Verfahren kann Kreisen auftreten.
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.

1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay

2. Falls d = 0:

a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
b) Wahle 7 € A, mit \; < 0, setze Ay := Ay \ {7}, xtkHD) .= x(9)
Sonst (d # 0)
a) bestimme ay 1= min{b’_a?rj(k) (i €T\ Ak, a] d < 0}. [+oo fiir 0]
b) Ist cvy > 1, setze x(k+1) .= x() 4 d, A, = Ay,
sonst x(kt1) = x(K) 4+ o d und Agyq = Ag U {7} mit 7 erzeugt .
3. Setze k — k+1, GOTO 1.

Bemerkungen:
o Wie beim Simplex-Verfahren kann Kreisen auftreten.
e Fiir Q > 0 und ohne Degeneriertheiten endet der Alg. fiir endliches k.
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.
1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
2. Falls d = 0:
a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
b) Wahle 7 € A, mit \; < 0, setze Ay := Ay \ {7}, xtkHD) .= x(9)
Sonst (d # 0)
a) bestimme ay 1= min{b"_;_’T"T;(k) (i €T\ Ak, a] d < 0}. [+oo fiir 0]
b) Ist cvy > 1, setze x(k+1) .= x() 4 d, A, = Ay,
sonst x(kt1) = x(K) 4+ o d und Agyq = Ag U {7} mit 7 erzeugt .
3. Setze k — k+1, GOTO 1.

Bemerkungen:

o Wie beim Simplex-Verfahren kann Kreisen auftreten.

e Fiir Q > 0 und ohne Degeneriertheiten endet der Alg. fiir endliches k.
e Effiziente Implementationen nutzen, dass sich (EQP) nur wenig dndert.
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quad. Opt.

Algorithmisches Active-Set-Schema fiir konvexes QP
Q = 0 und 0.B.d.A. nur Unglgen: min x"Qx+ q"x s.t. a] x> b; (i € I)

0. Bestimme zulissigen Startpunkt x(©) € {x : Ax > b} (Simplex/IP),
wiahle aktive Menge A C A(x), setze k := 0.
1. Bestimme d, A fiir (EQP) mit Gleichungsbedingungen i € Ay
2. Falls d = 0:
a) Ist A > 0 (KKT erfiillt), STOP mit x* = x(¥).
b) Wahle 7 € A, mit \; < 0, setze Ay := Ay \ {7}, xtkHD) .= x(9)
Sonst (d # 0)
a) bestimme ay 1= min{b"_;_’T"T;(k) (i €T\ Ak, a] d < 0}. [+oo fiir 0]
b) Ist cvy > 1, setze x(k+1) .= x() 4 d, A, = Ay,
sonst x(kt1) = x(K) 4+ o d und Agyq = Ag U {7} mit 7 erzeugt .
3. Setze k — k+1, GOTO 1.

Bemerkungen:

o Wie beim Simplex-Verfahren kann Kreisen auftreten.

e Fiir Q > 0 und ohne Degeneriertheiten endet der Alg. fiir endliches k.
e Effiziente Implementationen nutzen, dass sich (EQP) nur wenig dndert.
e Fiir indefinites @ nutzt man z.B. Richtungen zu X;(Q) < 0.
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quad. Opt.

Es gibt viele weitere Varianten fiir QP,
z.B. Gradienten-Projektions-Verfahren, falls Ax > b besonders
einfache Struktur hat (x > 0 oder x € [a, b]) ...

Kleine QPs sind extrem effizient lésbar (im Millisekunden-Bereich),
groBe QPs kdnnen sehr anspruchsvoll werden.

Konvexe QPs sind auch als SOCPs formulierbar (s. dort), das ist
aber meist weniger effizient als passende QP-Ldser zu verwenden.
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SQP-Verf.

Inhaltsiuibersicht

Restringierte Optimierung: Verfahren

3.5 SQP-Verfahren (Sequentielle quadratische Opt.-Verfahren)
Lokale quadratische Konvergenz iiber Newton
Globalisierung mit Merit-Funktionen
Globalisierung mit Trust-Region-Ansitzen
Globalisierung mit einem Filter-Ansatz
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SQP-Verf.

3.5 SQP-Verfahren (Sequential Quadratic Programming)

Derzeit der erfolgreichste Ansatz fiir nichtlineare restringierte Optimierung.

Idee: Finde den nichsten Punkt durch Lésung eines QP-Modells, das aus
den linearisierten Nebenbedingungen und einem quadratischen Modell der
Lagrange-Funktion als Zielfunktion aufgebaut wird.

107: 438€[438,440]



SQP-Verf.

3.5 SQP-Verfahren (Sequential Quadratic Programming)

Derzeit der erfolgreichste Ansatz fiir nichtlineare restringierte Optimierung.

Idee: Finde den nichsten Punkt durch Lésung eines QP-Modells, das aus
den linearisierten Nebenbedingungen und einem quadratischen Modell der
Lagrange-Funktion als Zielfunktion aufgebaut wird.

In 2 Schritten:

1. Lokale Konvergenz:

Das QP-Modell leitet sich aus dem Newton-Verfahren zur Bestimmung
eines stationdren Punktes der Lagrange-Funktion (= KKT-Bed.) her
— Newton fiihrt zu lokal quadratischer Konvergenz von SQP-Verf.

107: 439€[438,440)



SQP-Verf.

3.5 SQP-Verfahren (Sequential Quadratic Programming)

Derzeit der erfolgreichste Ansatz fiir nichtlineare restringierte Optimierung.

Idee: Finde den nichsten Punkt durch Lésung eines QP-Modells, das aus
den linearisierten Nebenbedingungen und einem quadratischen Modell der
Lagrange-Funktion als Zielfunktion aufgebaut wird.

In 2 Schritten:

1. Lokale Konvergenz:

Das QP-Modell leitet sich aus dem Newton-Verfahren zur Bestimmung
eines stationdren Punktes der Lagrange-Funktion (= KKT-Bed.) her
— Newton fiihrt zu lokal quadratischer Konvergenz von SQP-Verf.

2. Globalisierungs-Ansatze:

Fortschritt beziiglich Erfiillung der Nebenbedingungen und Verbesserung
der Zielfunktion kann durch Merit-Funktion, Trust-Region-Ansatz oder
Filter-Verfahren kontrolliert werden.

107: 440€[438,440)



SQP-Verf.

3.5.1 Herleitung des QPs aus KKT und Newton

Mit Gleichungsbedingungen:  minf(x) sit. h(x)=0. [h:R" — R¥]
Lése die KKT-Bed. fiir £(x, 1) = f(x) + " h(x) mit Newton:

108: 441€[441,447]



SQP-Verf.

3.5.1 Herleitung des QPs aus KKT und Newton

Mit Gleichungsbedingungen:  minf(x) sit. h(x)=0. [h:R" — R¥]
Lése die KKT-Bed. fiir £(x, 1) = f(x) + " h(x) mit Newton:

s [ (R

108: 442€[441,447]



SQP-Verf.

3.5.1 Herleitung des QPs aus KKT und Newton
Mit Gleichungsbedingungen:  minf(x) sit. h(x)=0. [h:R" — R¥]
Lése die KKT-Bed. fiir £(x, 1) = f(x) + " h(x) mit Newton:

s (G

Newton: [;ﬁﬁiﬂ = [;ﬁi’)} + [j”} mit F(x(®), 1)) 4 Jp(x®), k)Y [g”] —0

n

108: 443€[441,447]



SQP-Verf.

3.5.1 Herleitung des QPs aus KKT und Newton
Mit Gleichungsbedingungen:  minf(x) sit. h(x)=0. [h:R" — R¥]
Lése die KKT-Bed. fiir £(x, 1) = f(x) + " h(x) mit Newton:

KKT: P — [?ﬂ _ [me;( XJ;(x)m] 0

Newton: [Z((ii))} ::[ : }—i—[ X} mit F (x5, p(0) 4+ Jp(x k), (kD) [ ] =0

s =[5 TE]= [T 9= (4 7]

K

108: 444€[441,447]



SQP-Verf.

3.5.1 Herleitung des QPs aus KKT und Newton

Mit Gleichungsbedingungen:  minf(x) sit. h(x)=0. [h:R" — R¥]
Lése die KKT-Bed. fiir £(x, 1) = f(x) + " h(x) mit Newton:

KKT:  Flop) im {vxc} _ [Vf(x)+Jh(x)Tu] o

A\ e h(x)
Skt D) ) N
Newton: |:,U«(k:l):| = I:H(k):| + I:Z’fy:| mit F(X( ) ( )) + JF(X(k) ,u(k)) |: ] =0
Vel VL] [Velx,n) Jn(x)7 Q AT
J = ® = —-
FOx 1) {vpxﬁ Vwﬁ] { () 0 A 0
) . Qx AT} [d”] [—ka — AT,U,(k):|
[teration k: Lose [ k X | = o
Ac 0 | |dV —h(k)

mit Q= Voo L(x(K), 19, Ay = Jy(x{), HO):= [y (x()), .., ey (V)] .

108: 445€[441,447]



SQP-Verf.

3.5.1 Herleitung des QPs aus KKT und Newton

Mit Gleichungsbedingungen:  minf(x) sit. h(x)=0. [h:R" — R¥]
Lése die KKT-Bed. fiir £(x, 1) = f(x) + " h(x) mit Newton:

KKT:  Flop) im {vxc} _ [Vf(x)+Jh(x)Tu] o

\e h(x)
Skt D) MO N
Newton: |:'u(k+l):| = I:H(k):| + I:Z’fy:| mit F(X( ) ( )) + JF(X(k) ,u(k)) |: ] =0
[Vl VL] [VeL(om) ()T . [Q AT
Jr(x, ) = {vwﬁ vwg] = { In(x) 0 | |A o0
) . Qx AT} [dN] [—ka — AT,u(")
Iteration k: Ldse [ k | = o
Ac 0 | |dV —h(k)

mit Qi := Vo L(xK), uk)), Ap = Jp(xR), A :=[hy (x(K), .. .,h‘g‘(X(k))]T.

Vergleiche dazu das folgende gleichungsbeschrinkte QP:
min %dXdeX + kaTdX
st Acd, = —h() [Zeile i: hj(x(R) + Vh(xK))Td, = 0]

108: 446€[441,447]



SQP-Verf.

3.5.1 Herleitung des QPs aus KKT und Newton

Mit Gleichungsbedingungen:  minf(x) sit. h(x)=0. [h:R" — R¥]
Lése die KKT-Bed. fiir £(x, 1) = f(x) + " h(x) mit Newton:

KKT:  Flop) im {vxc} _ [Vf(x)+Jh(x)Tu] o

A\ e h(x)
Skt D) ) N
Newton: |:'u(k+l):| = |:H(k):| + I:Z’fy:| mit F(X( ) ( )) + JF(X(k) M(k)) |: i| =0
Vel VL] [Velx,n) Jn(x)7 Q AT
J = ® = —-
FOx 1) {vpxc Vwﬁ] { () 0 A 0
) . Qx AT} [d”] [—ka — AT;L(")}
[teration k: Lose [ k X | = o
Ac 0 | |dV —h(k)

mit Qi =V L(xK), p(), Ap:=Jp(x0), h) =y (xR, ..., b (xUN)]T.

Vergleiche dazu das folgende gleichungsbeschrinkte QP:

min %dXdeX + kaTdX

st. Agd, = —h® [Zeile i: hi(x() + Vhi(x¥))Td, = 0]
Dafiir bestimmt sich eine Optimallésung mit Multiplikatoren y durch

AT _
[gk g‘k } {ﬂ - { Zfﬁ] setze y = —(ul) + dy,) < Newton-System
) _
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SQP-Verf.

Das QP des SQP-Verfahrens

min  f(x)
(P) st. h(x)=0 i€&, LA =Fx)+ > mh(x)+ Ngi(x),
gi(x)<0 ieZ icg i€z

109: 448€[448,453)



SQP-Verf.

Das QP des SQP-Verfahrens

min  f(x)
(P) st hi(x)=0 €&, LiuA):=Ff(x)+>_ uhi(x)+> Ngi(x),
gi(x)<0 ieZ ice iz
bestimme x(<*1) :=x() 4 ¢ fiir geg. 1) AKX, Q :=V o L(x(¥), u(¥), A aus

min dede —|—Vde
(QPy) s.t. h( )+Vh(x<k)TdX:0 i€&
g(x¥) + Vgi(xNTd, <0 ieT
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SQP-Verf.

Das QP des SQP-Verfahrens

min  f(x)
(P) st hi(x)=0 €&, LiuA):=Ff(x)+>_ uhi(x)+> Ngi(x),
gi(x)<0 ieZ icg i€z
bestimme x(<*1) :=x() 4 ¢ fiir geg. 1) AKX, Q :=V o L(x(¥), u(¥), A aus
min dede —|—Vf dy min dede —|—Vf dy
(QPy) s.t. h( )+Vh(x<k)TdX:0 i€l — st Ahd —fh(k [y,,eRf]
gi(xM) +Vg(xNTd, <0 ieZ Agd < —g [y, € RT]

wobei Al = J,(x(0), Af = L (x(0), setze plktD) = —y{K) \(ktD) .= _(K).

109: 450€[448,453]



SQP-Verf.

Das QP des SQP-Verfahrens

min  f(x)
(P) st. h(x)=0 i€&, LA =Fx)+ > mh(x)+ Ngi(x),
gi(x)<0 ieZ icg i€z
bestimme x(<*1) :=x() 4 ¢ fiir geg. 1) AKX, Q :=V o L(x(¥), u(¥), A aus
min dede —|—Vf dy min dede —|—Vf dy
(QPy) s.t. h( )+Vh(x<k)TdX:0 i€l — st Ahd —fh(k [y,,eRf]
gi(xM) +Vg(xNTd, <0 ieZ Agd < —g [y, € RT]

wobei Al = J,(x(0), Af = L (x(0), setze plktD) = —y{K) \(ktD) .= _(K).

Bemerkungen:

o Ist (x(), 1K) \(K)) nahe genug an (x*, u*, \*), das die hinr. Opt.-Bed.
und strenge Kompl. erfiillt, sind die aktiven Mengen gleich und Newton
garantiert lokal quadratische Konvergenz.

100: 451€[448,453)



SQP-Verf.

Das QP des SQP-Verfahrens

min  f(x)
(P) st. h(x)=0 i€&, LA =Fx)+ > mh(x)+ Ngi(x),
gi(x)<0 ieZ icg i€z
bestimme x(x+1) .= x () 4+ 4% fiir geg. pF XK Qe =V o L(xF), (K A(K)) aus
min dede —|—Vf dy min dede —|—Vf dy
(QPy) s.t. h( )+Vh(x<k)TdX:0 i€l — st Ahd —fh(k [y,,eRf]
gi(xM) +Vg(xNTd, <0 ieZ Agd < —g [y, € RT]

wobei Al = J,(x(0), Af = L (x(0), setze plktD) = —y{K) \(ktD) .= _(K).

Bemerkungen:
o Ist (x(), 1K) \(K)) nahe genug an (x*, u*, \*), das die hinr. Opt.-Bed.
und strenge Kompl. erfiillt, sind die aktiven Mengen gleich und Newton
garantiert lokal quadratische Konvergenz.
e (Qy enthilt Krummung von f und den aktiven Nebenbedingungen,
Q= V2F(xM) 4 Fice iV V2hi(x9) + 3107 X V2 (xM),
— kurze Schritte in Richtungen mit starker Anderung wichtiger Funktionen.
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SQP-Verf.

Das QP des SQP-Verfahrens

min  f(x)
(P) st. h(x)=0 i€&, LlixuA):=Ffx)+> wh(x)+Y Ngilx),
gi(x)<0 ieZ icg i€z
bestimme x(x+1) .= x () 4+ 4% fiir geg. pF XK Qe =V o L(xF), (K A(K)) aus
min dede —|—Vf dy min dede —|—Vf dy
(QPy) s.t. h( )+ Vh; (x(k)TdX:O icf — st Ahd —fh(k) [y,,eRf]
gi(xM) +Vg(xNTd, <0 ieZ Agd < —g [y, € RT]

wobei Al = J,(x(0), Af = L (x(0), setze plktD) = —y{K) \(ktD) .= _(K).

Bemerkungen:
o Ist (x(), 1K) \(K)) nahe genug an (x*, u*, \*), das die hinr. Opt.-Bed.
und strenge Kompl. erfiillt, sind die aktiven Mengen gleich und Newton
garantiert lokal quadratische Konvergenz.
e (Qy enthilt Krummung von f und den aktiven Nebenbedingungen,
Q= V2F(x ) + ;e i IV2hi(x0) 4 3, V245 (xM),
— kurze Schritte in Richtungen mit starker Anderung wichtiger Funktionen.
e Die Hessematrizen in Q sind durch BFGS, etc. approximierbar.
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SQP-Verf.

3.5.2 Globalisierung mit Merit-Funktionen

Verwende die Lésung d$) von (QPx) als Suchrichtung und bestimme
x(k+1) = x(K) akdik) durch Line-Search beziiglich einer Merit-Funktion,
die Verbesserung in Zielfunktion und Zulassigkeit gemeinsam bewertet.

110: 454€[454,457)



SQP-Verf.

3.5.2 Globalisierung mit Merit-Funktionen
Verwende die Lésung d$) von (QPx) als Suchrichtung und bestimme

x(k+1) = x(K) akdik) durch Line-Search beziiglich einer Merit-Funktion,
die Verbesserung in Zielfunktion und Zulassigkeit gemeinsam bewertet.

h-Merit-Funktion: Fiir geg. Strafparameter v > 0 verwende

£, (x) == F(x) + [ D [hi(x)| + Y max{0, gi(x)}]
icg ieT
o f, ist nicht diffbar, aber Richtungsabl. existiert und geniigt fiir Line-Search.
o d{) ist Abstiegsrichtung fiir £, fiir v > max({|ui| : i € E} U{\; : i € T}).
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SQP-Verf.

3.5.2 Globalisierung mit Merit-Funktionen
Verwende die Lésung d$) von (QPx) als Suchrichtung und bestimme
x(kH1) = (k) 4 akdik) durch Line-Search beziiglich einer Merit-Funktion,
die Verbesserung in Zielfunktion und Zulassigkeit gemeinsam bewertet.

h-Merit-Funktion: Fiir geg. Strafparameter v > 0 verwende
£,(x) = F() +7[ D Ihi(x)[ + D max{0, gi(x)}]
ice ieT
o f, ist nicht diffbar, aber Richtungsabl. existiert und geniigt fiir Line-Search.
o d{) ist Abstiegsrichtung fiir £, fiir v > max({|ui| : i € E} U{\; : i € T}).

Augmentierte-Lagrange-Merit-Funktion von Fletcher: Fiir geg. v > 0,
L(x, p, X) == f(x) + Zu,-h,-(x) + Z igi(x) + V[Z hi(x)? + Z max{0, gi(x)}’]
i€ i€z icg i€z
o differenzierbar und fiir v groB genug ist dik) Abstiegsrichtung
e Die Wahl von v hat starken Einfluss auf das Konvergenzverhalten ...

110: 456€[454,457]



SQP-Verf.

3.5.2 Globalisierung mit Merit-Funktionen
Verwende die Lésung d$) von (QPx) als Suchrichtung und bestimme

x(k+1) = x(K) akdik) durch Line-Search beziiglich einer Merit-Funktion,
die Verbesserung in Zielfunktion und Zulassigkeit gemeinsam bewertet.

h-Merit-Funktion: Fiir geg. Strafparameter v > 0 verwende
£,(x) = F() +7[ D Ihi(x)[ + D max{0, gi(x)}]
ice ieT
o f, ist nicht diffbar, aber Richtungsabl. existiert und geniigt fiir Line-Search.
o d{) ist Abstiegsrichtung fiir £, fiir v > max({|ui| : i € E} U{\; : i € T}).

Augmentierte-Lagrange-Merit-Funktion von Fletcher: Fiir geg. v > 0,
L(x, p, X) == f(x) + Zu,-h,-(x) + Z igi(x) + V[Z hi(x)? + Z max{0, gi(x)}’]
i€ i€z icg i€z
o differenzierbar und fiir v groB genug ist dik) Abstiegsrichtung
e Die Wahl von v hat starken Einfluss auf das Konvergenzverhalten ...

Generelles Problem: Maratos-Effekt
Line-Search bzgl. Merit-Funktion verbietet oft Schrittweite 1 im Gebiet
der lokalen quadratischen Konvergenz — schlechte lokale Konvergenz.

Es gibt heuristische Gegenstrategien ...
110: 457€[454,457]



SQP-Verf.

3.5.3 Globalisierung mit Trust-Region-Ansatzen

Klassischer Ansatz:

e Fordere zusitzlich ||dy|| < A oder, damit iiber lineare Nebenbed.
darstellbar, ||dy||oo := max{|[dy]i| : i =1,...,n} < A.

e Schwierigkeit: Ist x(¥) unzulissig, kann durch ||dy||cc < A auch (QPy)
unzuldssig werden. Losungsvorschldge sind z.B. erst ein
Zulassigkeitsproblem zu I6sen und dann A zu wahlen, etc.

111: 458€[458,461]



SQP-Verf.

3.5.3 Globalisierung mit Trust-Region-Ansatzen
Klassischer Ansatz:
e Fordere zusitzlich ||dy|| < A oder, damit iiber lineare Nebenbed.
darstellbar, ||dx|loo := max{|[di];| : i =1,...,n} <A.
e Schwierigkeit: Ist x(¥) unzulissig, kann durch ||dy||cc < A auch (QPy)
unzuldssig werden. Losungsvorschldge sind z.B. erst ein
Zulassigkeitsproblem zu 16sen und dann A zu wahlen, etc.

Kombinierter Strafansatz: (im open-source-Paket IPOPT implementiert)
Idee: x ist zuldssig, wenn max({|hi(x)|: i€ E} U{gi(x):ieZ}u{0})=0.

111: 459€[458,461]



SQP-Verf.

3.5.3 Globalisierung mit Trust-Region-Ansatzen
Klassischer Ansatz:
e Fordere zusitzlich ||dy|| < A oder, damit iiber lineare Nebenbed.
darstellbar, ||dx|loo := max{|[di];| : i =1,...,n} <A.
e Schwierigkeit: Ist x(¥) unzulissig, kann durch ||dy||cc < A auch (QPy)
unzuldssig werden. Losungsvorschldge sind z.B. erst ein
Zulassigkeitsproblem zu 16sen und dann A zu wahlen, etc.

Kombinierter Strafansatz: (im open-source-Paket IPOPT implementiert)
Idee: x ist zuldssig, wenn max({|hi(x)|: i€ E} U{gi(x):ieZ}u{0})=0.
— Lose als Trust-Region-Unterproblem fiir Strafparameter v > 0
min %dXTdeX + kaTdX + s
st. —s < hi(xt) + Vh(xNTd, <s i€é€
gi(x" ) + Vg (xN)Td, <s i€l
-A<[d];<A(i=1,...,n),5s>0

111: 460€[458,461)



SQP-Verf.

3.5.3 Globalisierung mit Trust-Region-Ansatzen
Klassischer Ansatz:
e Fordere zusitzlich ||dy|| < A oder, damit iiber lineare Nebenbed.
darstellbar, ||dx|loo := max{|[di];| : i =1,...,n} <A.
e Schwierigkeit: Ist x(¥) unzulissig, kann durch ||dy||cc < A auch (QPy)
unzuldssig werden. Losungsvorschldge sind z.B. erst ein
Zulassigkeitsproblem zu 16sen und dann A zu wahlen, etc.

Kombinierter Strafansatz: (im open-source-Paket IPOPT implementiert)
Idee: x ist zuldssig, wenn max({|hi(x)|: i€ E} U{gi(x):ieZ}u{0})=0.
— Lose als Trust-Region-Unterproblem fiir Strafparameter v > 0
min %dXTdeX + kaTdX + s
st. —s < hi(xt) + Vh(xNTd, <s i€é€
gi(x" ) + Vg (xN)Td, <s i€l
-A<[d];<A(i=1,...,n),5s>0
Der Trust-Region Algorithmus vergleicht Fortschritt der Funktion
£,(d) :== f(x®4d) + ymax({|hi(xF +d)| : i € E} U {g(xK)+d) : i € T} U {0})
zum Fortschritt im Modell und passt A entsprechend an. Strafparameter
~ wird nur bei Verletzung der Nebenbed. vergréBert, wenn der Fortschritt

Ri chtung Zulassigkeit im Verhaltnis zur Schrittlange zu klein ist.
111: 461€(458,461]



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

112: 462€[462,473]



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz
Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. o(x):=max({|h;j(x)|: i€ E}U{gi(x):i€T}U{0}).
Betrachte (£, px) == (F(x(),p(x(¥)) als Punkt in R2. f

112: 463€[462,473]



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. o(x):=max({|h;j(x)|: i€ E}U{gi(x):i€T}U{0}).

Betrachte (£, px) == (F(x(),p(x(¥)) als Punkt in R2. f

Ein Filter enthadlt derzeit akzeptierte Punkte,
Fi={(f,05) 1j € I {1, k}}.

112: 464€[462,473)



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. VerletzungsmaB, z.B. ¢(x):=max({|hi(x)|: i€eE}U{gi(x):i€eZ}U{0}).

Betrachte (£, px) == (F(x(),p(x(¥)) als Punkt in R2. f
Ein Filter enthadlt derzeit akzeptierte Punkte,

X Fe={(f9j):J e__jk C{1,...,k}}. dominiert
Ein (f,9) € R? dominiert (f,®) € R?, falls o
f<fund $ <.
]
e
0

112: 465€[462,473]



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz
Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue

Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. o(x):=max({|h;j(x)|: i€ E}U{gi(x):i€T}U{0}).

Betrachte (£, px) == (F(x(),p(x(¥)) als Punkt in R2. f
Ein Filter enthadlt derzeit akzeptierte Punkte, :
Fi={(6.9) J € J C{L... k}H} |

Ein (f,$) € R? dominiert (f,3) € R?, falls 6--

f<Fundp<q.

1
é-

I
1
|
6--.
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SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. ¢(x):=max({|hi(x)|: IGS}U{g,( ):ieZIu{0}).
Betrachte (fi, px) == (f(x(*)), p(x())) als Punkt in R2. '6-
Ein Filter enthadlt derzeit akzeptierte Punkte, o
Fio={(f0) j€ I C{1,....k}}.
Ein (f,$) € R? dominiert (f,3) € R?, falls o - -,
f<Fundp<q.
Ein (f,$) € R? wird von F fiir gegebene ¥
0 < <72 <1 akzeptiert, falls o
Vj € Jk 1 (¢ < 12p5) oder (f + ¢ < )
[Hinreichende Verbesserung in Verletzung oder Wert]

akzeptiert |

112: 467€[462,473]



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. ¢(x):=max({|hi(x)|: IGS}U{g,( ):ieZIu{0}).

Betrachte (fi, px) == (f(x(*)), p(x())) als Punkt in R2. '6-

Ein Filter enthadlt derzeit akzeptierte Punkte, o

Fio={(f0) j€ I C{1,....k}}. °

Ein (f,$) € R? dominiert (f,3) € R?, falls o - -,
f<Fundp<q.

Ein (f,$) € R? wird von F fiir gegebene ¥

0 < <72 <1 akzeptiert, falls o

Vj € Jk 1 (¢ < 12p5) oder (f + ¢ < )
[Hinreichende Verbesserung in Verletzung oder Wert]

akzeptiert |

112: 468€[462,473]



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. ¢(x):=max({|hi(x)|: IGS}U{g,( ):ieZIu{0}).
Betrachte (fi, px) == (f(x(*)), p(x())) als Punkt in R2. '6-
Ein Filter enthadlt derzeit akzeptierte Punkte, o
Fio={(f0) j€ I C{1,....k}}.

Ein (f,$) € R? dominiert (f,3) € R?, falls o - -,

f<Fundp<q.

Ein (f,$) € R? wird von F fiir gegebene ¥

0 < 71 < 72 <1 akzeptiert, falls A I o !

Vj € Jk 1 (¢ < 12p5) oder (f + ¢ < )
[Hinreichende Verbesserung in Verletzung oder Wert]

o - - -4-
1
1

akzeptiert |
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SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. ¢(x):=max({|hi(x)|: IGS}U{g,( ):ieZIu{0}).
Betrachte (fi, px) == (f(x(*)), p(x())) als Punkt in R2. '6-
Ein Filter enthadlt derzeit akzeptierte Punkte, o
Fio={(f0) j€ I C{1,....k}}.

Ein (f,$) € R? dominiert (f,3) € R?, falls o - -,

f<Fundp<q.

Ein (f,$) € R? wird von F fiir gegebene ¥

0 < <72 <1 akzeptiert, falls o

Vj € Jk 1 (¢ < 12p5) oder (f + ¢ < )
[Hinreichende Verbesserung in Verletzung oder Wert]

akzeptiert |

112: 470€[462,473]
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3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. o(x):=max({|h;j(x)|: i€ E}U{gi(x):i€T}U{0}).
Betrachte (£, px) == (F(x(),p(x(¥)) als Punkt in R2. f
Ein Filter enthadlt derzeit akzeptierte Punkte,

Fi = {(61901) JE I C {Lak}}
Ein (f,$) € R? dominiert (f,3) € R?, falls

F<fund @ <.
Ein (f,$) € R2 wird von F fiir gegebene
0 < 71 < 72 <1 akzeptiert, falls A
Vj € Jk 1 (¢ < 729;) oder (f + m¢p < f))

[Hinreichende Verbesserung in Verletzung oder Wert]
Wird (fei1, pkr1) von Fy akzeptiert, setze
Fir1 = {(fer1, prt1) U

{(f, @) € Fx nicht von (fit1, k+1) dominiert}

112: 471€[462,473)



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz

Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. o(x):=max({|h;j(x)|: i€ E}U{gi(x):i€T}U{0}).
Betrachte (£, o) == (F(x(),p(x(¥)) als Punkt in R2. £4 .
Ein Filter enthadlt derzeit akzeptierte Punkte, 5!
Fi = {(ﬂvWJ):je-jkg{la-"vk}}' ::
Ein (f,$) € R? dominiert (f,3) € R?, falls "
f<fund <@ "
Ein (f,$) € R? wird von F fiir gegebene n
0 <91 <72 <1 akzeptiert, falls - oo - o
Vj € Jk 1 (¢ < 12p5) oder (f + ¢ < ) -
[Hinreichende Verbesserung in Verletzung oder Wert] '
Wird (fit1, @kt+1) von Fy akzeptiert, setze E o -
Fir1 = {(fer1, prt1) U !
{(f,®) € Fi nicht von (fi11, pk+1) dominiert} -

112: 472€[462,473)



SQP-Verf.

3.5.4 Globalisierung mit einem Filter-Ansatz
Idee: Ersetze die Merit-Funktion durch ein Akzeptanzschema, das neue
Punkte akzeptiert, wenn sie Verbesserung in Zielfunktion oder Verletzung
bringen (also bikriteriell besser sind).

©(x) .. .VerletzungsmaB, z.B. o(x):=max({|h;j(x)|: i€ E}U{gi(x):i€T}U{0}).
Betrachte (£, o) == (F(x(),p(x(¥)) als Punkt in R2. £4 .
Ein Filter enthadlt derzeit akzeptierte Punkte, 5!
Fi = {(ﬂvWJ):je-jkg{la-"’k}}' ::
Ein (f,$) € R? dominiert (f,3) € R?, falls "
f<fund <@ "
Ein (f,$) € R? wird von F fiir gegebene n
0 <91 <72 <1 akzeptiert, falls - oo - o
Vj € Jk 1 (¢ < 12p5) oder (f + ¢ < ) -
[Hinreichende Verbesserung in Verletzung oder Wert] '
Wird (fit1, @kt+1) von Fy akzeptiert, setze E o -
Fir1 = {(fer1, prt1) U !
{(f,®) € Fi nicht von (fi11, pk+1) dominiert} -~
[Der Filter sichert monotone Verbesserung und sammelt Erfahrung iiber
gute Werte |

112: 473€[462,473]




SQP-Verf.

Trust-Region-Variante eines Filter-Ansatzes
Schritt dy I6st approximativ ein polyedrisches Trust-Region-Unterproblem:

min %dXTdeX + kaTdX

st. hi(x9)+ Vh(xNTd, =0 icé&
g(x ) + Vg (xXN)Td, <0 ieT
~A<[d]i<A ie{l,...,n}

(QP)

113: 474€[474,477)



SQP-Verf.

Trust-Region-Variante eines Filter-Ansatzes
Schritt dy I6st approximativ ein polyedrisches Trust-Region-Unterproblem:

min %dXTdeX + kaTdX

st. hi(x9)+ Vh(xNTd, =0 icé&
g(x ) + Vg (xXN)Td, <0 ieT
~A<[d]i<A ie{l,...,n}

(QPE)

Falls (QP2) unzuldssig ist (in ||dx||eo < A ist kein zul. Punkt), fiihre
Wiederherstellungs-Phase (restauration phase) durch:

Minimiere nur Verletzung o(x), bis fiir Filter akzeptabel — neues A, aber

~

= der Filter darf nur unzul3ssige Punkte (f, @) mit ¢ > 0 enthalten!

113: 475€[474,477]



SQP-Verf.

Trust-Region-Variante eines Filter-Ansatzes
Schritt dy I6st approximativ ein polyedrisches Trust-Region-Unterproblem:

min %dXTdeX + kaTdX

st. hi(x9)+ Vh(xNTd, =0 icé&
g(x ) + Vg (xXN)Td, <0 ieT
~A<[d]i<A ie{l,...,n}

(QPE)

Falls (QP2) unzuldssig ist (in ||dx||eo < A ist kein zul. Punkt), fiihre
Wiederherstellungs-Phase (restauration phase) durch:

Minimiere nur Verletzung o(x), bis fiir Filter akzeptabel — neues A, aber

~

= der Filter darf nur unzul3ssige Punkte (f, @) mit ¢ > 0 enthalten!

Verwende dazu folgende Sonderregel:
Vom Filter akzeptierte Punkte werden nur dann zum Filter hinzugefiigt,
wenn der nichste Schritt zu einer Wiederherstellung fiihrt = ¢(x(¥)) > 0.

113: 476€[474,477]



SQP-Verf.

Trust-Region-Variante eines Filter-Ansatzes
Schritt dy I6st approximativ ein polyedrisches Trust-Region-Unterproblem:

min %dXTdeX + kaTdX

st. hi(x9)+ Vh(xNTd, =0 icé&
g(x ) + Vg (xXN)Td, <0 ieT
~A<[d]i<A ie{l,...,n}

(QPE)

Falls (QP2) unzuldssig ist (in ||dx||eo < A ist kein zul. Punkt), fiihre
Wiederherstellungs-Phase (restauration phase) durch:

Minimiere nur Verletzung o(x), bis fiir Filter akzeptabel — neues A, aber

~

= der Filter darf nur unzul3ssige Punkte (f, @) mit ¢ > 0 enthalten!

Verwende dazu folgende Sonderregel:
Vom Filter akzeptierte Punkte werden nur dann zum Filter hinzugefiigt,
wenn der nichste Schritt zu einer Wiederherstellung fiihrt = ¢(x(¥)) > 0.

Der Algorithmus dazu nutzt weitere Parameter:
A ... Mindestradius nach Wiederherstellung
u ... maximale Unzuldssigkeit fiir ¢ im Filter
o € (0,1) ... Modellqualitat fiir Reduktion von A

113: 477€[474,477]



SQP-Verf.

Filter-SQP-Algorithmus

0. Wihle x(O, u > o(x(9), A >0, o € (0,1), setze Fo := {(—o0,u)}, k:=1

114: 478€[478,486]



SQP-Verf.

Filter-SQP-Algorithmus
0. Wihle x(O, u > o(x(9), A >0, o € (0,1), setze Fo := {(—o0,u)}, k:=1

1. Wiederherstellung: Ausgehend von x(*=1 finde x() und A > A mit
(f«, o) wird von Fy_1 akzeptiert und (QPE) ist zulissig.

114: 479€[478,486]



SQP-Verf.

Filter-SQP-Algorithmus

0. Wihle x(O, u > o(x(9), A >0, o € (0,1), setze Fo := {(—o0,u)}, k:=1
1. Wiederherstellung: Ausgehend von x(*=1 finde x() und A > A mit

(f«, o) wird von Fy_1 akzeptiert und (QPE) ist zulissig.
2. SQP-Schritt: Lése (QPR) — d..

Falls (QP2) unzul., setze Fy := {(fi, ox)} U Fk_1, k — k+1, GOTO 1.

114: 480€[478,486]



SQP-Verf.

Filter-SQP-Algorithmus

0. Wihle x(O, u > o(x(9), A >0, o € (0,1), setze Fo := {(—o0,u)}, k:=1

1. Wiederherstellung: Ausgehend von x(k~1) finde x(¥) und A > A
(f«, o) wird von Fy_1 akzeptiert und (QPE) ist zulissig.

2. SQP-Schritt: Lése (QPR) — d..

Falls (QPA) unzul., setze Fi := {(fx, pk)} U Fx_1, k — k+1, GOTO 1.
3. Ist d, = 0, STOP, x(¥) st stationirer Punkt.

mit
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SQP-Verf.

Filter-SQP-Algorithmus

0. Wihle x(O, u > o(x(9), A >0, o € (0,1), setze Fo := {(—o0,u)}, k:=1
1. Wiederherstellung: Ausgehend von x(*=1 finde x() und A > A mit

(f«, o) wird von Fy_1 akzeptiert und (QPE) ist zulissig.
2. SQP-Schritt: Lése (QPR) — d..

Falls (QPA) unzul., setze Fi := {(fx, pk)} U Fx_1, k — k+1, GOTO 1.

st dy = 0, STOP, x(¥) ist stationarer Punkt.
4. Wird (f(x + d), o(x®) + dy)) nicht vom erweiterten Filter

Fr—1 U {(fk, ox)} akzeptiert, setze A — A/2, GOTO 2.

w
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SQP-Verf.

Filter-SQP-Algorithmus

0. Wihle x(O, u > o(x(9), A >0, o € (0,1), setze Fo := {(—o0,u)}, k:=1
1. Wiederherstellung: Ausgehend von x(*=1 finde x() und A > A mit

(f«, o) wird von Fy_1 akzeptiert und (QPE) ist zulissig.
2. SQP-Schritt: Lése (QPR) — d..

Falls (QPA) unzul., setze Fi := {(fx, pk)} U Fx_1, k — k+1, GOTO 1.
3. Ist d, = 0, STOP, x(¥) ist stationérer Punkt.
4. Wird (f(x + d), o(x®) + dy)) nicht vom erweiterten Filter

Fr—1 U {(fk, ox)} akzeptiert, setze A — A/2, GOTO 2.
5. Setze Aq := —1d] Qudx — V£ di und Af := i, — f(x¥) + d,).

Ist Ag > 0 und Af < 0Agq, setze A — A/2 und GOTO 2.

[Der Fortschritt in f ist im Vergleich zum Modell zu gering.]

114: 483€[478,486]



SQP-Verf.

Filter-SQP-Algorithmus

0. Wihle x(O, u > o(x(9), A >0, o € (0,1), setze Fo := {(—o0,u)}, k:=1
1. Wiederherstellung: Ausgehend von x(*=1 finde x() und A > A mit
(f«, o) wird von Fy_1 akzeptiert und (QPE) ist zulissig.
2. SQP-Schritt: Lése (QPR) — d..
Falls (QPA) unzul., setze Fi := {(fx, pk)} U Fx_1, k — k+1, GOTO 1.
3. Ist d, = 0, STOP, x(¥) ist stationérer Punkt.
4. Wird (f(x + d), o(x®) + dy)) nicht vom erweiterten Filter
Fr—1 U {(fk, ox)} akzeptiert, setze A — A/2, GOTO 2.
5. Setze Aq := —1d] Qudx — V£ di und Af := i, — f(x¥) + d,).
Ist Ag > 0 und Af < 0Agq, setze A — A/2 und GOTO 2.
[Der Fortschritt in f ist im Vergleich zum Modell zu gering.]
6. Ist Ag <0, [= x(K) ist unzulissig, sonst wire dy =0 besser]
setze Fy := {(fx, o)} U Fr—1, sonst Fy := Fr_1

114: 484€[478,486)



SQP-Verf.

Filter-SQP-Algorithmus

0. Wihle x(O, u > o(x(9), A >0, o € (0,1), setze Fo := {(—o0,u)}, k:=1
1. Wiederherstellung: Ausgehend von x(*=1 finde x() und A > A mit
(f«, o) wird von Fy_1 akzeptiert und (QPE) ist zulissig.
2. SQP-Schritt: Lése (QPR) — d..
Falls (QPA) unzul., setze Fi := {(fx, pk)} U Fx_1, k — k+1, GOTO 1.
3. Ist dy = 0, STOP, x(¥) ist stationarer Punkt.
4. Wird (f(x + d), o(x®) + dy)) nicht vom erweiterten Filter
Fr—1 U {(fk, ox)} akzeptiert, setze A — A/2, GOTO 2.
5. Setze Aq := —1d] Qudx — V£ di und Af := i, — f(x¥) + d,).
Ist Ag > 0 und Af < 0Agq, setze A — A/2 und GOTO 2.
[Der Fortschritt in f ist im Vergleich zum Modell zu gering.]
6. Ist Ag <0, [= x(K) ist unzulissig, sonst wire dy =0 besser]
setze Fy := {(fx, o)} U Fr—1, sonst Fy := Fr_1
7. Setze x(k+1) .= x() 4 d,, k — k+1, wihle A > A, GOTO 2.

114: 485€[478,486]



6.

7.

SQP-Verf.

Filter-SQP-Algorithmus

- Wihle O, u > o(x(®), A >0, 0 € (0,1), setze Fo := {(—o0,u)}, k:=1
. Wiederherstellung: Ausgehend von x(*=1 finde x(X) und A > A mit

(f«, o) wird von Fy_1 akzeptiert und (QPE) ist zulissig.

. SQP-Schritt: Lése (QPA) — dy.

Falls (QP2) unzul., setze Fy := {(f, ox)} U Fk—1, k — k+1, GOTO 1.

st d, = 0, STOP, x(k) ist stationirer Punkt.
- Wird (f(x%) + dy), p(x¥) + dy)) nicht vom erweiterten Filter

Fr—1 U {(fk, ox)} akzeptiert, setze A — A/2, GOTO 2.

. Setze Aq := —3d] Qudx — VAT dy und Af := fi — f(x19) + d,).

Ist Ag > 0 und Af < 0Agq, setze A — A/2 und GOTO 2.
[Der Fortschritt in f ist im Vergleich zum Modell zu gering.]
Ist Ag <0, [= x(k) jst unzuldssig, sonst wire dy = 0 besser|
setze Fy := {(fx, o)} U Fr—1, sonst Fy := Fr_1

Setze x(k+1) .= x(K) 4 d,, k « k+1, wihle A > A, GOTO 2.

Unter geeigneten Voraussetzungen kann Konvergenz gegen einen
stationdren Punkt gezeigt werden.

114: 486€[478,486]



Steuerung

Inhaltsiuibersicht

Restringierte Optimierung: Verfahren

3.6 Anwendungsbeispiel: Optimalsteuerung
Mathematisches Modell
Zeitoptimale Steuerung
Diskretisierung

115: 487€[487,487]



Strafverf. Augm.-Lagr.-Verf. Barriere quad. Opt SQP-Verf Steuerung

3.6 Anwendungsbeispiel: Optimalsteuerung

Wie muss die Laufkatze eines Industriekrans gesteuert werden, damit eine
Last aus dem Ruhezustand in Punkt P méglichst schnell zu Punkt Q
transportiert wird und dort wieder ruhig hangt?

116: 488€[488,490]



Strafverf. Augm.-Lagr.-Verf. Barriere quad. Opt SQP-Verf. Steuerung

3.6 Anwendungsbeispiel: Optimalsteuerung

Wie muss die Laufkatze eines Industriekrans gesteuert werden, damit eine
Last aus dem Ruhezustand in Punkt P méglichst schnell zu Punkt Q
transportiert wird und dort wieder ruhig hangt?

Die erste Idee — bis zur Halfte voll beschleunigen, dann voll bremsen — ist
nicht richtig.

116: 489€[488,490]


http://www.tu-chemnitz.de/mathematik/part_dgl/talks/crane_trolley_Settings_0_moving_camera.avi

Strafverf. Augm.-Lagr.-Verf. Barriere quad. Opt SQP-Verf. Steuerung

3.6 Anwendungsbeispiel: Optimalsteuerung

Wie muss die Laufkatze eines Industriekrans gesteuert werden, damit eine
Last aus dem Ruhezustand in Punkt P méglichst schnell zu Punkt Q
transportiert wird und dort wieder ruhig hangt?

Wie lasst sich das mathematisch modellieren?

(Material und lllustrationen von Prof. Dr. Roland Herzog)

116: 490€[488,490]



Steuerung

3.6.1 (eindimensionale) Laufkatze: Mathematisches Modell
s(t): horizontale Position der Laufkatze
d(t): horizontale Position der Last

M: die Masse der Laufkatze
m: die Masse der Last
u(t): Steuerung, hier die auf die Laufkatze
einwirkende Kraft (E-Motor)
©(t): Winkel der Last zur Vertikalen
g: die Erdbeschleunigung
L: die Lange des Seiles

wlé)

117: 491€[491,495)



Steuerung

3.6.1 (eindimensionale) Laufkatze: Mathematisches Modell
s(t): horizontale Position der Laufkatze
d(t): horizontale Position der Last ule)
M: die Masse der Laufkatze . : %J—_’
m: die Masse der Last
u(t): Steuerung, hier die auf die Laufkatze
einwirkende Kraft (E-Motor)
©(t): Winkel der Last zur Vertikalen
g: die Erdbeschleunigung
L: die Lange des Seiles

Der Zustand y(t) € R* wird durch Position s(t) und Geschwindigkeit

5(t) := 2 der Laufkatze sowie Relativposition z(t) := s(t) — d(t) und

Relativgeschwindigkeit z(t) der Last zur Laufkatze beschrieben,
y=(s,%22)". [t wird meist weggelassen]

117: 492€[491,495)



Steuerung

3.6.1 (eindimensionale) Laufkatze: Mathematisches Modell
s(t): horizontale Position der Laufkatze
d(t): horizontale Position der Last ule)
M: die Masse der Laufkatze ‘ e
m: die Masse der Last
u(t): Steuerung, hier die auf die Laufkatze
einwirkende Kraft (E-Motor)
©(t): Winkel der Last zur Vertikalen
g: die Erdbeschleunigung
L: die Lange des Seiles

Der Zustand y(t) € R* wird durch Position s(t) und Geschwindigkeit
5(t) := 2 der Laufkatze sowie Relativposition z(t) := s(t) — d(t) und
Relativgeschwindigkeit z(t) der Last zur Laufkatze beschrieben,
y=(s,%22)". [t wird meist weggelassen]
Bewegungsgleichungen beschreiben die Beschleunigung und damit die
Veradnderung des Zustands iiber die Zeit. Fiir kleine Winkel ¢ ist

§(t) = —%%z—k%
_ (m+M)g u(t)
Z( )7—Tzz+ E

117: 493€[491,495]



Steuerung

3.6.1 (eindimensionale) Laufkatze: Mathematisches Modell

s(t): horizontale Position der Laufkatze
d(t): horizontale Position der Last
M: die Masse der Laufkatze

wlé)

m: die Masse der Last
u(t): Steuerung, hier die auf die Laufkatze
einwirkende Kraft (E-Motor)
©(t): Winkel der Last zur Vertikalen
g: die Erdbeschleunigung
L: die Lange des Seiles

Der Zustand y(t) € R* wird durch Position s(t) und Geschwindigkeit
5(t) := 25 der Laufkatze sowie Relativposition z(t) := s(t) — d(t) und

ot
Relativgeschwindigkeit z(t) der Last zur Laufkatze beschrieben,
y=(s,%22)". [t wird meist weggelassen]

Bewegungsgleichungen beschreiben die Beschleunigung und damit die

Veradnderung des Zustands iiber die Zeit. Fiir kleine Winkel ¢ ist

. mg u(t) 01 0 0
W= -yt w oo -

 (m+M)g | u(t) < Y=loo o 1Yt
L

e m+M
M 00 —{mthe o

117: 494€[491,495)
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Steuerung

3.6.1 (eindimensionale) Laufkatze: Mathematisches Modell
s(t): horizontale Position der Laufkatze
d(t): horizontale Position der Last ule)
M: die Masse der Laufkatze . : LEJ—_’
m: die Masse der Last
u(t): Steuerung, hier die auf die Laufkatze
einwirkende Kraft (E-Motor)
©(t): Winkel der Last zur Vertikalen
g: die Erdbeschleunigung
L: die Lange des Seiles

Der Zustand y(t) € R* wird durch Position s(t) und Geschwindigkeit
5(t) := 2 der Laufkatze sowie Relativposition z(t) := s(t) — d(t) und
Relativgeschwindigkeit z(t) der Last zur Laufkatze beschrieben,
y=(s,%22)". [t wird meist weggelassen]
Bewegungsgleichungen beschreiben die Beschleunigung und damit die
Veradnderung des Zustands iiber die Zeit. Fiir kleine Winkel ¢ ist

01 0 0 0

lineare gewdhnliche . . |00 —3F i
Differentialgleichung y=Ay+Bu o y= 00 0 1Y+ lo|H

00 _ (m+M)g 0 1

ML M

117: 495€[491,495]



Steuerung

Optimalsteueraufgaben fiir gew. Diffgl.

Ein System gewdhnlicher Differentialgleichungen

y(t) = f(t, y(t), u(t))
beschreibe die Entwicklung des Zustands y(t) in Abhingigkeit von Zeit t
und Steuerung u(t).

118: 496€[496,499]



Steuerung

Optimalsteueraufgaben fiir gew. Diffgl.
Ein System gewdhnlicher Differentialgleichungen
y(t) = f(t, y(t), u(t))
beschreibe die Entwicklung des Zustands y(t) in Abhingigkeit von Zeit t
und Steuerung u(t).

Fiir t € [0, T] ist eine Steuerfunktion u(t) gesucht, die den Zustand y(t)
von einem Anfangszustand y(0) = yo in einen Endzustand y(T) = yt
tberfiihrt, dabei Zulissigkeitsbedingungen h(t, y(t), u(t)) < 0 erfillt und
zugleich eine Zielfunktion/Giitekriterium/Performance-MaB optimiert.

118: 497€[496,499]



Steuerung

Optimalsteueraufgaben fiir gew. Diffgl.
Ein System gewdhnlicher Differentialgleichungen
y(t) = f(t, y(t), u(t))
beschreibe die Entwicklung des Zustands y(t) in Abhingigkeit von Zeit t
und Steuerung u(t).

Fiir t € [0, T] ist eine Steuerfunktion u(t) gesucht, die den Zustand y(t)
von einem Anfangszustand y(0) = yo in einen Endzustand y(T) = yt
tberfiihrt, dabei Zulissigkeitsbedingungen h(t, y(t), u(t)) < 0 erfillt und
zugleich eine Zielfunktion/Giitekriterium/Performance-MaB optimiert.

T
min  g(y(T)) + / fo(t,y(t),u(t)) dt Zielfunktion(al)
Y 0
st y(t) = f(t,y(t), u(t)) Differentialgleichung
y(0) =y Anfangsbedingungen
y(T)=yr Endbedingungen
h(t,y(t),u(t)) <0 Beschrankungen.

118: 498€[496,499]



Steuerung

Optimalsteueraufgaben fiir gew. Diffgl.
Ein System gewdhnlicher Differentialgleichungen
y(t) = f(t, y(t), u(t))
beschreibe die Entwicklung des Zustands y(t) in Abhingigkeit von Zeit t
und Steuerung u(t).

Fiir t € [0, T] ist eine Steuerfunktion u(t) gesucht, die den Zustand y(t)
von einem Anfangszustand y(0) = yo in einen Endzustand y(T) = yt
tberfiihrt, dabei Zulissigkeitsbedingungen h(t, y(t), u(t)) < 0 erfillt und
zugleich eine Zielfunktion/Giitekriterium/Performance-MaB optimiert.

T
min  g(y(T)) + / fo(t,y(t),u(t)) dt Zielfunktion(al)
Y 0
st y(t) = f(t,y(t), u(t)) Differentialgleichung
y(0) =y Anfangsbedingungen
y(T)=yr Endbedingungen
h(t,y(t),u(t)) <0 Beschrankungen.

Die Endzeit T kann dabei fest gegeben oder auch frei (d.h. Teil der zu
optimierenden GréBen) sein, ebenso kénnten yy oder yr teilweise frei sein.

118: 499€[496,499]



Steuerung

3.6.2 Zeitoptimale Steuerung der Laufkatze

Die Laufkatze soll mit Last in kiirzest méglicher Zeit T vom Stillstand
am Punkt P zum Stillstand an einem Punkt Q gebracht werden.
— Zielfunktion:

119: 500€[500,504]



Steuerung

3.6.2 Zeitoptimale Steuerung der Laufkatze

Die Laufkatze soll mit Last in kiirzest méglicher Zeit T vom Stillstand
am Punkt P zum Stillstand an einem Punkt Q gebracht werden.

— Zielfunktion: min [ 1dt[= T]

— y(0) =

119: 501€[500,504]



Steuerung

3.6.2 Zeitoptimale Steuerung der Laufkatze

Die Laufkatze soll mit Last in kiirzest méglicher Zeit T vom Stillstand
am Punkt P zum Stillstand an einem Punkt Q gebracht werden.
— Zielfunktion: min [ 1dt[= T]
Position der Laufkatze
—y(0) = 0 Relativposition der Last zur Laufkatze
0 | Geschwindigkeit der Laufkatze
0 Relativgeschwindigkeit der Last zur Laufkatze

Ry

119: 502€[500,504]



Steuerung

3.6.2 Zeitoptimale Steuerung der Laufkatze

Die Laufkatze soll mit Last in kiirzest méglicher Zeit T vom Stillstand
am Punkt P zum Stillstand an einem Punkt Q gebracht werden.
— Zielfunktion: min [ 1dt[= T]
P\ Position der Laufkatze
—y(0) = 0 Relativposition der Last zur Laufkatze
0 | Geschwindigkeit der Laufkatze
0 Relativgeschwindigkeit der Last zur Laufkatze
— y(T) =(Q,0,0,0)7
Steuerbeschrankungen: —1 < u(t) <1 [keine unendliche Beschleunigung]
Es kénnte auch Zustandsbeschrankungen fiir y(t) (z.B. Hindernisse) geben.

119: 503€[500,504]



Steuerung

3.6.2 Zeitoptimale Steuerung der Laufkatze

Die Laufkatze soll mit Last in kiirzest méglicher Zeit T vom Stillstand
am Punkt P zum Stillstand an einem Punkt Q gebracht werden.
— Zielfunktion: min [ 1dt[= T]
P\ Position der Laufkatze
—y(0) = 0 Relativposition der Last zur Laufkatze
0 | Geschwindigkeit der Laufkatze
0 Relativgeschwindigkeit der Last zur Laufkatze
— y(T) =(Q,0,0,0)7
Steuerbeschrankungen: —1 < u(t) <1 [keine unendliche Beschleunigung]
Es kénnte auch Zustandsbeschrankungen fiir y(t) (z.B. Hindernisse) geben.

Hauptproblem noch:
T ist eine Variable und gibt zugleich den Definitionsbereich von u an!

119: 504€[500,504]



Steuerung

Transformation von freier Endzeit auf feste Endzeit

ming,7  g(y(T))+ Ji folt, y(t), u(t)) dt

s.t. y(t) = f(t,y(t), u(t))
)/(0) =)o
Y(T) =yr

h(t, y(t), u(t)) <0

120: 505€[505,509]

Zielfunktion(al)
Differentialgleichung
Anfangsbedingungen
Endbedingungen
Beschrénkungen.



Steuerung

Transformation von freier Endzeit auf feste Endzeit
min, 7 g(y(T)) + [y fo(t,y(t),u(t))dt  Zielfunktion(al)

s.t. y(t) = 1f(t,y(t), u(t)) Differentialgleichung
¥(0) = yo Anfangsbedingungen
y(T)=yr Endbedingungen
h(t, y(t),u(t)) <0 Beschrankungen.

Fiihre eine neue Zeitvariable 7 € [0,1] ein: t=7T, 7 € [0,1]
Definiere neue Zustidnde/Steuerung fiir 7: y(7) := y(vT), u(7) := u(rT)

120: 506€[505,509]



Steuerung

Transformation von freier Endzeit auf feste Endzeit
min, 7 g(y(T)) + [y fo(t,y(t),u(t))dt  Zielfunktion(al)

s.t. y(t) = 1f(t,y(t), u(t)) Differentialgleichung
¥(0) = yo Anfangsbedingungen
y(T)=yr Endbedingungen
h(t, y(t),u(t)) <0 Beschrankungen.

Fiihre eine neue Zeitvariable 7 € [0,1] ein: t=7T, 7 € [0,1]

Definiere neue Zustidnde/Steuerung fiir 7: y(7) := y(vT), u(7) := u(rT)

Die Differentialgleichung beziiglich 7 ergibt sich aus der Kettenregel,
F(r)=T G T) = TFT T, y(r). (7).

120: 507€[505,509]



Steuerung

Transformation von freier Endzeit auf feste Endzeit
min, 7 g(y(T)) + [y fo(t,y(t),u(t))dt  Zielfunktion(al)

s.t. y(t) = 1f(t,y(t), u(t)) Differentialgleichung
¥(0) = yo Anfangsbedingungen
y(T)=yr Endbedingungen
h(t, y(t),u(t)) <0 Beschrankungen.

Fiihre eine neue Zeitvariable 7 € [0,1] ein: t=7T, 7 € [0,1]
Definiere neue Zustidnde/Steuerung fiir 7: y(7) := y(vT), u(7) := u(rT)
Die Differentialgleichung beziiglich 7 ergibt sich aus der Kettenregel,
L) =T %(T) =TT, (1), u(7)).
Die neue Zielfunktion l3sst sich iiber die Substitutionsregel berechnen,
T ~ 1 _ N~
gly(M) + [y folt,y(t),u(t)dt — gy(1)+T [y b(rT,y(r),u(r))dr.

120: 508€[505,509]



Steuerung

Transformation von freier Endzeit auf feste Endzeit
min, 7 g(y(T)) + [y fo(t,y(t),u(t))dt  Zielfunktion(al)

s.t. y(t) = 1f(t,y(t), u(t)) Differentialgleichung
¥(0) = yo Anfangsbedingungen
y(T)=yr Endbedingungen
h(t, y(t),u(t)) <0 Beschrankungen.

Fiihre eine neue Zeitvariable 7 € [0,1] ein: t=7T, 7 € [0,1]

Definiere neue Zustidnde/Steuerung fiir 7: y(7) := y(vT), u(7) := u(rT)

Die Differentialgleichung beziiglich 7 ergibt sich aus der Kettenregel,
F(r)=T G T) = TFT T, y(r). (7).

Die neue Zielfunktion l3sst sich iiber die Substitutionsregel berechnen,

g(T) + [y folty(e),u(t))dt  — (7)) + T Jy (T, 3(r), u(r)) dr.

ming 7 g(¥(1)) + T [y o(r T, 7(7),u(r)) dr

s.t. y(r) = Tf(r T,y(7),u(r)) [Def-Bereich von U un-
y(0) = v abhingig von T, T ist
y(1) =yt nun ,,normale” Variable!]
h(rT,y(r),u(r)) <0

120: 509€[505,509]



Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

Zeit T € [0,1])

min T
u:[0,1] >R, TER
s.t. y(1) = TAy(7) + T Bu(r) [nichtlineare Nebenbed.!]
y(0) = (P,0,0,0)7
y(1) =(@,0,0, O)T
—1<u(r)<1 firaller € ]l0,1].

121: 510€[510,518]



Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

Zeit T € [0,1])

min T
u:[0,1] >R, TER
s.t. y(1) = TAy(7) + T Bu(r) [nichtlineare Nebenbed.!]
y(0) = (P,0,0,0)7
y(1) = (Q707070)T
—1<u(r)<1 firaller € ]l0,1].
Variablen:

121: 511€[510,518]



Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

Zeit T € [0,1])

min T
u:[0,1] >R, TER
s.t. y(1) = TAy(7) + T Bu(r) [nichtlineare Nebenbed.!]
y(0) = (P,0,0,0)7
y(1) =(@,0,0, O)T
—1<u(r)<1 firaller € ]l0,1].

Variablen: T, u(7) fir 7 € [0,1] — oo-dimensional

121: 512€[510,518]



Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

Zeit T € [0,1])

min T
u:[0,1] >R, TER
s.t. y(1) = TAy(7) + T Bu(r) [nichtlineare Nebenbed.!]
y(0) = (P,0,0,0)7
y(1) =(@,0,0, O)T
—1<u(r)<1 firaller € ]l0,1].

Variablen: T, u(7) fir 7 € [0,1] — oo-dimensional

Wie optimiert man iiber Funktionen?

121: 513€[510,518]



Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

Zeit T € [0,1])
min T
u:[0,1] >R, TER
s.t. y(7) = TAy(r) + TBu(r)
y(0) = (P,0,0,0)7
Y(l) = (Q707 0, O)T
—1<u(r)<1 firaller € ]l0,1].

Variablen: T, u(7) fiir 7 € [0, 1]

Wie optimiert man iiber Funktionen?

Wenn die Funktion nicht zu oft springen darf
(z.B. stetig oder stiickweise stetig), reichen
die Funktionswerte an endlich vielen Stellen
aus, um sie gut zu approximieren.

121: 514€[510,518]
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Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

[nichtlineare Nebenbed.!]

Zeit T € [0,1])
min T
u:[0,1] >R, TER
s.t. y(7) = TAy(r) + TBu(r)
y(0) = (P,0,0,0)7
Y(l) = (Q707 0, O)T
—1<u(r)<1 firaller € ]l0,1].

Variablen: T, u(7) fiir 7 € [0, 1]

Wie optimiert man iiber Funktionen?

Wenn die Funktion nicht zu oft springen darf
(z.B. stetig oder stiickweise stetig), reichen
die Funktionswerte an endlich vielen Stellen
aus, um sie gut zu approximieren.

— Diskretisierung

121: 515€[510,518]

—  oo-dimensional
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Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

[nichtlineare Nebenbed.!]

Zeit T € [0,1])
min T
u:[0,1] >R, TER
s.t. y(7) = TAy(r) + TBu(r)
y(0) = (P,0,0,0)7
y(1) =(Q,0,0, O)T
—1<u(r)<1 firaller € ]l0,1].

Variablen: T, u(7) fiir 7 € [0, 1]
Wie optimiert man iiber Funktionen?

Wenn die Funktion nicht zu oft springen darf
(z.B. stetig oder stiickweise stetig), reichen
die Funktionswerte an endlich vielen Stellen
aus, um sie gut zu approximieren.

— Diskretisierung und, z.B., lineare Interpo-
lation — Diskretisierungsfehler
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Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

Zeit T € [0,1])

[nichtlineare Nebenbed.!]
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Wenn die Funktion nicht zu oft springen darf
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Steuerung

3.6.3 Das Laufkatzenproblem nach Transformation

Eine zeitoptimale Steuerung findet man durch Ldsen des transformierten
Optimierungsproblems (zur besseren Lesbarkeit ohne ~ aber mit neuer

Zeit T € [0,1])
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min T
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s.t. y(7) = TAy(r) + TBu(r)
y(0) = (P,0,0,0)7
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—1<u(r)<1 firaller € ]l0,1].

Variablen: T, u(7) fiir 7 € [0, 1]

Wie optimiert man iiber Funktionen?

Wenn die Funktion nicht zu oft springen darf
(z.B. stetig oder stiickweise stetig), reichen
die Funktionswerte an endlich vielen Stellen
aus, um sie gut zu approximieren.

— Diskretisierung und, z.B., lineare Interpo-
lation — Diskretisierungsfehler

121: 518€[510,518]
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Steuerung

Laufkatze: Diskretisierung des Optimierungsproblems
Ersetze die Funktionsvariable v : [0,1] — R iiber die Wahl einer
Zeitdiskretisierung 0 =173 <1 < --- <7y =1, N € N, durch einen
Variablenvektor u € RN mit Interpretation u; = u(7;) und (bei linearer

Interpolation) u(7) = u; +

min
s.t.

122: 519€[519,527]

T;?I;i(ui+1 — U,‘) fir 7 € (7',',7','+1).
T
y(7) = TAy(r) + TBu(t) 7€]0,1]
y(0) = (P,0,0,0)7
)/(1) = (Q,O,O,O)T
—1§u,-§1(i:1, ,N),T€R+



Steuerung

Laufkatze: Diskretisierung des Optimierungsproblems
Ersetze die Funktionsvariable v : [0,1] — R iiber die Wahl einer
Zeitdiskretisierung 0 =173 <1 < --- <7y =1, N € N, durch einen
Variablenvektor u € RN mit Interpretation u; = u(7;) und (bei linearer
Interpolation) u(7) = u;j + ——(ujy1 — u;) fir 7 € (77, Tit1)-

min T e

st. y(r)=TAy(r) + TBu( ) T€][0,1]
y(0) = (P,0,0 0)
y(1) =(Q,0,0,0)"

-1< §1(1_1 LN), TeR,.
Was geschieht mit der Differentialgleichung?
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Was geschieht mit der Differentialgleichung? ¥
Berechne P
y(7) = y(0) + [ TAy(t) + TBu(t)dt
iber ein numerisches Integrationsverfahren,
das das Integral wieder durch Diskretisierung
tiber Summen approximiert (z.B. Euler- oder G
Runge-Kutta-Verfahren). 0 1
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Steuerung

Laufkatze: Diskretisierung des Optimierungsproblems
Ersetze die Funktionsvariable v : [0,1] — R iiber die Wahl einer
Zeitdiskretisierung 0 =173 <1 < --- <7y =1, N € N, durch einen
Variablenvektor u € RN mit Interpretation u; = u(7;) und (bei linearer

Interpolation) u(7) = ui + -~ (uj+1 — u;) fiir 7 € (73, Tis1).
min T
st. y(r)=TAy(r) + TBu( ) T€][0,1]
y(0) = (P,0,0,0)"
y(1)=(Q.0,0,0)7

1<u<1(i=1,...,N),TeR,.

Was geschieht mit der Differentialgleichung? ¥

Berechne P
y(7) = y(0) + [ TAy(t) + TBu(t)dt

iber ein numerisches Integrationsverfahren,

das das Integral wieder durch Diskretisierung

tiber Summen approximiert (z.B. Euler- oder G

Runge-Kutta-Verfahren). 0 1
— Funktionsorakel y(7) = R(u,7), das y(0) = (P,0,0,0)7 erfiillt.
— Es bleibt nur eine Glgs-Nebenbedingung: R(u,1) — (Q,0,0,0)" =0

Funktionsauswertung mit Gradienten {iber automatisches Differenzieren!
122: 527€[519,527]




Steuerung

Laufkatze: Diskretisierte Optimierungsaufgabe

min T
st. R(u,1)-(Q,0,0,0)" =0
“1<uy; <1(i=1,...,N), T eR,.

Dieses kann z.B. mit einem SQP-Verfahren gelost werden, wobei die
Gradienten zum Runge-Kutta-Verfahren R(-) iiber automatisches
Differenzieren und die Hessematrix iiber BFGS approximiert wird.
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Steuerung

Laufkatze: Diskretisierte Optimierungsaufgabe

min T
st. R(u,1)—(Q,0,0,0)" =0
“1<uy; <1(i=1,...,N), T eR,.
Dieses kann z.B. mit einem SQP-Verfahren gelost werden, wobei die

Gradienten zum Runge-Kutta-Verfahren R(-) iiber automatisches
Differenzieren und die Hessematrix iiber BFGS approximiert wird.

— Approximation der zeitoptimalen Steuerung

u(t) =ui + T::"ﬂ(u,url — u;) fur 7 € (77, Ti41)
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Laufkatze: Diskretisierte Optimierungsaufgabe

min T
st. R(u,1)—(Q,0,0,0)" =0
“1<uy; <1(i=1,...,N), T eR,.
Dieses kann z.B. mit einem SQP-Verfahren gelost werden, wobei die

Gradienten zum Runge-Kutta-Verfahren R(-) iiber automatisches
Differenzieren und die Hessematrix iiber BFGS approximiert wird.

— Approximation der zeitoptimalen Steuerung

u(t) =ui + T::"ﬂ(u,url — u;) fur 7 € (77, Ti41)

Ganz analog sind zeitoptimale 2D-Steuerungen
berechenbar,
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Steuerung

Laufkatze: Diskretisierte Optimierungsaufgabe

min T
st. R(u,1)—(Q,0,0,0)" =0
“1<uy; <1(i=1,...,N), T eR,.
Dieses kann z.B. mit einem SQP-Verfahren gelost werden, wobei die

Gradienten zum Runge-Kutta-Verfahren R(-) iiber automatisches
Differenzieren und die Hessematrix iiber BFGS approximiert wird.

— Approximation der zeitoptimalen Steuerung

u(t) =ui + T::"ﬂ(u,url — u;) fur 7 € (77, Ti41)

Ganz analog sind zeitoptimale 2D-Steuerungen
berechenbar,

Die Qualitat der Lésung und der notwendige Aufwand zur Bestimmung
der Losung sind stark von der Wahl der Diskretisierung abhangig!
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Nelder-Mead Kriging-Verfahren NEWUOA

Inhaltsiuibersicht

Ableitungsfreie Optimierung/Direkte Suchverfahren

124: 532€[532,532]



4 Ableitungsfreie Optimierung/Direkte Suchverfahren

umfasst Verfahren zu minycgn f(x), die nur ein Orakel 0. Ordnung (nur

Funktionswerte) bendtigen. Sie werden in der Praxis oft eingesetzt, weil

e Funktionen durch Simulationsprogramme ausgewertet werden, die wirk-
lich kein automatisches Differenzieren erlauben,

e Benutzer nicht wissen, was eine Ableitung ist, wozu sie gut ist, und wie
man sie bekommt,

e schon bei der Modellbildung auf Optimierungswiinsche und Ableitungs-
information geachtet werden miisste (fiir Optimierung geeignete Modelle
zu bauen verlangt oft viel Erfahrung!).
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4 Ableitungsfreie Optimierung/Direkte Suchverfahren

umfasst Verfahren zu minycgn f(x), die nur ein Orakel 0. Ordnung (nur

Funktionswerte) bendtigen. Sie werden in der Praxis oft eingesetzt, weil

e Funktionen durch Simulationsprogramme ausgewertet werden, die wirk-
lich kein automatisches Differenzieren erlauben,

e Benutzer nicht wissen, was eine Ableitung ist, wozu sie gut ist, und wie
man sie bekommt,

e schon bei der Modellbildung auf Optimierungswiinsche und Ableitungs-
information geachtet werden miisste (fiir Optimierung geeignete Modelle
zu bauen verlangt oft viel Erfahrung!).

Bei Funktionen, die nicht stiickweise glatt sind und erratisch springen,
hilft hochstens zufalliges Suchen, sie kommen aber in der Praxis nicht vor.
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4 Ableitungsfreie Optimierung/Direkte Suchverfahren

umfasst Verfahren zu minycgn f(x), die nur ein Orakel 0. Ordnung (nur

Funktionswerte) bendtigen. Sie werden in der Praxis oft eingesetzt, weil

e Funktionen durch Simulationsprogramme ausgewertet werden, die wirk-
lich kein automatisches Differenzieren erlauben,

e Benutzer nicht wissen, was eine Ableitung ist, wozu sie gut ist, und wie
man sie bekommt,

e schon bei der Modellbildung auf Optimierungswiinsche und Ableitungs-
information geachtet werden miisste (fiir Optimierung geeignete Modelle
zu bauen verlangt oft viel Erfahrung!).

Bei Funktionen, die nicht stiickweise glatt sind und erratisch springen,

hilft hochstens zufilliges Suchen, sie kommen aber in der Praxis nicht vor.
Meist sind Funktionen stiickweise glatt mit Knick- und/oder Sprungstellen.
Fiir stetige Funktionen mit Knickstellen sollte man Verfahren der nicht-
glatten Optimierung (nonsmooth optimization) verwenden, die sogenannte
Subdifferentialinformation aus Subgradienten nutzen.

Sprungstellen sind nur durch Gebietsunterteilung zu kontrollieren. Auf den
stetigen Teilen hilft wieder glatte oder nichtglatte Optimierung.

All das benétigt ein gewisses Problemverstindnis. Ohne dieses probiert

man zuerst Direkte Suchverfahren.
125: 535€[533,536]



4 Ableitungsfreie Optimierung/Direkte Suchverfahren

umfasst Verfahren zu minycgn f(x), die nur ein Orakel 0. Ordnung (nur

Funktionswerte) bendtigen. Sie werden in der Praxis oft eingesetzt, weil

e Funktionen durch Simulationsprogramme ausgewertet werden, die wirk-
lich kein automatisches Differenzieren erlauben,

e Benutzer nicht wissen, was eine Ableitung ist, wozu sie gut ist, und wie
man sie bekommt,

e schon bei der Modellbildung auf Optimierungswiinsche und Ableitungs-
information geachtet werden miisste (fiir Optimierung geeignete Modelle
zu bauen verlangt oft viel Erfahrung!).

Bei Funktionen, die nicht stiickweise glatt sind und erratisch springen,
hilft hochstens zufalliges Suchen, sie kommen aber in der Praxis nicht vor.
Alle Suchverfahren nehmen an, dass bekannte Funktionswerte Aufschluss
liber die lokale Funktionsentwicklung geben, haben explizit oder implizit
das Ziel, ein lokales Modell der Funktion zu erstellen (Gradienten/
Subdifferentiale tun genau das). Verbreitete/wichtige Verfahren sind

e Das , Simplex“-Verfahren (Nelder-Mead, neuer: Torczon)  [verbreitet]
e Das Kriging-Verfahren [fiir wenige Auswertungen]
o NEWUOA von Powell [wichtig]

125: 536€[533,536]



Nelder-Mead Kriging-Verfahren NEWUOA

Inhaltsiuibersicht

Ableitungsfreie Optimierung/Direkte Suchverfahren
4.1 Das Simplex-Verfahren von Nelder und Mead

126: 537€[537,537]



Nelder-Mead

4.1 Das Simplex-Verfahren von Nelder und Mead

... hat nichts mit dem Simplex-Verf. der Linearen Optimierung zu tun!
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Nelder-Mead Kriging-Verfahren NEWUOA

4.1 Das Simplex-Verfahren von Nelder und Mead

... hat nichts mit dem Simplex-Verf. der Linearen Optimierung zu tun!

Idee: Um f : R” — R zu minimieren,

wahle n + 1 affin unabhingige Punkte
xM . x(mt) e R" diese bilden die
Ecken eines n-dimensionalen Simplex.
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Nelder-Mead Kriging-Verfahren NEWUOA

4.1 Das Simplex-Verfahren von Nelder und Mead

... hat nichts mit dem Simplex-Verf. der Linearen Optimierung zu tun!

Idee: Um f : R” — R zu minimieren,

wahle n + 1 affin unabhingige Punkte
xM . x(mt) e R" diese bilden die
Ecken eines n-dimensionalen Simplex.

Sortiere die Punkte so, dass

f(xM) <o < F(x(nt),
Vorstellung: Die Ebene durch die besseren
Punkte x(1), ... x(" trennt den schlech-
ten Punkt x("*1) von den guten.
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Nelder-Mead Kriging-Verfahren NEWUOA

4.1 Das Simplex-Verfahren von Nelder und Mead

... hat nichts mit dem Simplex-Verf. der Linearen Optimierung zu tun!

Idee: Um f : R” — R zu minimieren,

wahle n + 1 affin unabhingige Punkte
xM . x(mt) e R" diese bilden die
Ecken eines n-dimensionalen Simplex.

Sortiere die Punkte so, dass

f(xM) <o < F(x(nt),
Vorstellung: Die Ebene durch die besseren
Punkte x(1), ... x(" trennt den schlech-
ten Punkt x("*1) von den guten.
— ,,Klappe" den Punkt auf die andere Sei-
te (am Baryzentrum spiegeln).
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Nelder-Mead

4.1 Das Simplex-Verfahren von Nelder und Mead

... hat nichts mit dem Simplex-Verf. der Linearen Optimierung zu tun!

2
Idee: Um f : R” — R zu minimieren, R® 1
wahle n + 1 affin unabhingige Punkte
xM . x(mt) e R" diese bilden die
Ecken eines n-dimensionalen Simplex. 5
Sortiere die Punkte so, dass .
4 3

f(xM) <o < F(x(nt),
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Nelder-Mead

4.1 Das Simplex-Verfahren von Nelder und Mead

... hat nichts mit dem Simplex-Verf. der Linearen Optimierung zu tun!

Idee: Um f : R” — R zu minimieren,

wahle n + 1 affin unabhingige Punkte
xM . x(mt) e R" diese bilden die
Ecken eines n-dimensionalen Simplex.

Sortiere die Punkte so, dass

F(xW) < -0 < F(x(m+D). p 3
Vorstellung: Die Ebene durch die besseren
Punkte x(1), ... x(" trennt den schlech-
ten Punkt x("*1) von den guten. /
— ,,Klappe" den Punkt auf die andere Sei- :4,)

te (am Baryzentrum spiegeln).

Ist der Punkt immer noch am schlechtesten, schrumpfe den Simplex in
dieser Richtung, ist er sehr gut, strecke die Richtung.

127: 543€[538,543]



Nelder-Mead
Algorithmisches Schema des Nelder-Mead-Verfahrens:

0. Wihle affin unabh. Punkte x(1), ..., x("*1) ¢ R" und sortiere sie,
f(xM) <. < F(x("H1), wihle a > 0, 8 > max{1,a}, v € (0,1)
[z.B.,a:l,ﬁ:Z’y:%]
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Nelder-Mead
Algorithmisches Schema des Nelder-Mead-Verfahrens:

0. Wihle affin unabh. Punkte x(1), ..., x("*1) ¢ R" und sortiere sie,
f(xM) <. < F(x("H1), wihle a > 0, 8 > max{1,a}, v € (0,1)
[z.B.,a:l,ﬁ:Z’y:%]

1. Setze z «+— %27:1 x; (Baryzentrum der , guten” Punkte),

s — z + a(z — x("*1) (gespiegelter Punkt).
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Nelder-Mead
Algorithmisches Schema des Nelder-Mead-Verfahrens:

0. Wihle affin unabh. Punkte x(1), ..., x("*1) ¢ R" und sortiere sie,
f(xM) <. < F(x("H1), wihle a > 0, 8 > max{1,a}, v € (0,1)
[z.B., a:1,6:2,’y:%]

1. Setze z «+— %27:1 x; (Baryzentrum der , guten” Punkte),

s — z + a(z — x("*1) (gespiegelter Punkt).

2. Falls f(x(Y)) < f(s) < f(2): (Spiegelung, reflection)

Setze x("1) — s sortiere neu, GOTO 1.
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Nelder-Mead
Algorithmisches Schema des Nelder-Mead-Verfahrens:

0. Wihle affin unabh. Punkte x(1), ..., x("*1) ¢ R" und sortiere sie,
f(xM) <. < F(x("H1), wihle a > 0, 8 > max{1,a}, v € (0,1)
[z.B., 04:1,622,7:%]

1. Setze z «+— %27:1 x; (Baryzentrum der , guten” Punkte),

s — z + a(z — x("*1) (gespiegelter Punkt).

2. Falls f(x(Y)) < f(s) < f(2): (Spiegelung, reflection)
Setze x("1) — s sortiere neu, GOTO 1.
3. Falls f(s) < f(xM): (Streckung, expansion)

Teste s’ — z+ ((s — z). Gilt f(s’) < f(s), setze s — 5.
Setze x("t1) « s, sortiere neu, GOTO 1.
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Nelder-Mead
Algorithmisches Schema des Nelder-Mead-Verfahrens:

0. Wihle affin unabh. Punkte x(1), ..., x("*1) ¢ R" und sortiere sie,
f(xM) <. < F(x("H1), wihle a > 0, 8 > max{1,a}, v € (0,1)
[z.B., 04:1,522,7:%]

1. Setze z «+— %27:1 x; (Baryzentrum der , guten” Punkte),

s — z + a(z — x("*1) (gespiegelter Punkt).

2. Falls f(x(Y)) < f(s) < f(2): (Spiegelung, reflection)
Setze x("1) — s sortiere neu, GOTO 1.
3. Falls f(s) < f(xM): (Streckung, expansion)

Teste s’ — z+ ((s — z). Gilt f(s’) < f(s), setze s — 5.
Setze x("t1) « s, sortiere neu, GOTO 1.

4. Falls f(x("M) < f(s): (Schrumpfung, contraction)
, 24+ y(x"D — 2)  falls £(s) > f(x("t),
Teste s' — { z+7(s—z) falls £(s) < f(x(mD).

Gilt f(s') < min{f(x("*1) f(s)}, setze x("*1) — ¢
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Nelder-Mead
Algorithmisches Schema des Nelder-Mead-Verfahrens:

0. Wihle affin unabh. Punkte x(1), ..., x("*1) ¢ R" und sortiere sie,
f(xM) <. < F(x("H1), wihle a > 0, 8 > max{1,a}, v € (0,1)
[z.B., 04:1,522,7:%]

1. Setze z «+— %27:1 x; (Baryzentrum der , guten” Punkte),

s — z + a(z — x("*1) (gespiegelter Punkt).

2. Falls f(x(Y)) < f(s) < f(2): (Spiegelung, reflection)
Setze x("1) — s sortiere neu, GOTO 1.
3. Falls f(s) < f(xM): (Streckung, expansion)

Teste s’ — z+ ((s — z). Gilt f(s’) < f(s), setze s — 5.
Setze x("t1) « s, sortiere neu, GOTO 1.

4. Falls f(x("M) < f(s): (Schrumpfung, contraction)
, z4+y(x() — 2)  falls f(s) > f(x(+Y),
Teste s' { z+7(s—2) falls (s) < f(x("+D).

Gilt f(s') < min{f(x("*1) f(s)}, setze x("*1) — ¢
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Nelder-Mead
Algorithmisches Schema des Nelder-Mead-Verfahrens:

0. Wihle affin unabh. Punkte x(1), ..., x("*1) ¢ R" und sortiere sie,
f(xM) <. < F(x("H1), wihle a > 0, 8 > max{1,a}, v € (0,1)
[z.B., 04:1,522,7:%]

1. Setze z «+— %27:1 x; (Baryzentrum der , guten” Punkte),

s — z + a(z — x("*1) (gespiegelter Punkt).

2. Falls f(x(Y)) < f(s) < f(2): (Spiegelung, reflection)
Setze x("1) — s sortiere neu, GOTO 1.
3. Falls f(s) < f(xM): (Streckung, expansion)

Teste s’ — z+ ((s — z). Gilt f(s’) < f(s), setze s — 5.
Setze x("t1) « s, sortiere neu, GOTO 1.

4. Falls f(x("M) < f(s): (Schrumpfung, contraction)
, z4+y(x() — 2)  falls f(s) > f(x(+Y),
Teste s' — { z+7(s—z) falls £(s) < f(x(mD).

Gilt f(s') < min{f(x(”+1)), f(s)}, setze x(+1)
sonst schrumpfe den Simplex hin zu x(1):

X0 L 4 x D) (=2, nt1). >
Sortiere neu, GOTO 1. s
y
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Nelder-Mead
Algorithmisches Schema des Nelder-Mead-Verfahrens:

0. Wihle affin unabh. Punkte x(1), ..., x("*1) ¢ R" und sortiere sie,
f(xM) <. < F(x("H1), wihle a > 0, 8 > max{1,a}, v € (0,1)
[z.B., 04:1,522,7:%]

1. Setze z «+— %27:1 x; (Baryzentrum der , guten” Punkte),

s — z + a(z — x("*1) (gespiegelter Punkt).

2. Falls f(x(Y)) < f(s) < f(2): (Spiegelung, reflection)
Setze x("1) — s sortiere neu, GOTO 1.
3. Falls f(s) < f(xM): (Streckung, expansion)

Teste s’ — z+ ((s — z). Gilt f(s’) < f(s), setze s — 5.
Setze x("t1) « s, sortiere neu, GOTO 1.

4. Falls f(x("M) < f(s): (Schrumpfung, contraction)
, z4+y(x() — 2)  falls f(s) > f(x(+Y),
Teste s' — { z+7(s—z) falls £(s) < f(x(mD).

Gilt f(s') < min{f(x(”+1)), f(s)}, setze x(+1)
sonst schrumpfe den Simplex hin zu x(1):

X0 L 4 x D) (=2, nt1). >
Sortiere neu, GOTO 1. .

AN
Abbruchkriterien? 4°
.

128: 551€[544,551]




Nelder-Mead

Vorschldage zu Abbruchkrizerlen
1. Nelder und Mead: Setze f := 5 SR F(x()

Falls n+1 Z"+1[f( )) — f]> < e STOP (f auf Simplex fast konstant?)
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Nelder-Mead

Vorschldage zu Abbruchkriterien
1. Nelder und Mead: Setze f := 17 SR F(x()
Falls n+1 Z"+1[f( )) — f]> < e STOP (f auf Simplex fast konstant?)
2. Powell: Starte alle k Iteration erneut mit regelmaBigem Simplex um x()
und Seitenlinge ||x() — x("*1)]|| (sonst zu lang und diinn).
Stoppe, falls keine Verbesserung in 2n lterationen.

129: 553€[552,556]



Nelder-Mead

Vorschldage zu Abbruchkriterien
1. Nelder und Mead: Setze f := 17 SR F(x()
Falls n+1 Z"+1[f( )) — f]> < e STOP (f auf Simplex fast konstant?)
2. Powell: Starte alle k Iteration erneut mit regelmaBigem Simplex um x()
und Seitenlinge ||x() — x("*1)]|| (sonst zu lang und diinn).
Stoppe, falls keine Verbesserung in 2n lterationen.

Bemerkungen:
e sehr einfach zu implementieren
® benostigt sehr viele Auswertungen, schon n+ 1 um zu starten — n klein
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Nelder-Mead

Vorschldage zu Abbruchkrizerien
1. Nelder und Mead: Setze f := 5 SR F(x()

Falls n+1 Z"+1[f( )) — f]> < e STOP (f auf Simplex fast konstant?)
2. Powell: Starte alle k Iteration erneut mit regelmaBigem Simplex um x()

und Seitenlinge ||x() — x("*1)]|| (sonst zu lang und diinn).
Stoppe, falls keine Verbesserung in 2n lterationen.

Bemerkungen:

e sehr einfach zu implementieren

® benostigt sehr viele Auswertungen, schon n+ 1 um zu starten — n klein
e Konvergenz ist nicht garantiert, es gibt streng konvexe Gegenbeispiele!
e sehr skalierungsabhangig!
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Nelder-Mead

Vorschldage zu Abbruchkriterien
1. Nelder und Mead: Setze f := 17 SR F(x()
Falls n+1 Z"+1[f( )) — f]> < e STOP (f auf Simplex fast konstant?)
2. Powell: Starte alle k Iteration erneut mit regelmaBigem Simplex um x()
und Seitenlinge ||x() — x("*1)]|| (sonst zu lang und diinn).
Stoppe, falls keine Verbesserung in 2n lterationen.

Bemerkungen:

e sehr einfach zu implementieren

® benostigt sehr viele Auswertungen, schon n+ 1 um zu starten — n klein
e Konvergenz ist nicht garantiert, es gibt streng konvexe Gegenbeispiele!
e sehr skalierungsabhangig!

o Erweiterung auf Nebenbedingungen: Setze f >> fiir unzul3ssige Punkte.
e Torczon: Konvergente Variante fiir konvexes f.

129: 556€[552,556]



Nelder-Mead Kriging-Verfahren NEWUOA

Inhaltsiuibersicht

Ableitungsfreie Optimierung/Direkte Suchverfahren

4.2 Das Kriging-Verfahren
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Kriging-Verfahren

4.2 Das Kriging-Verfahren

Krige war Montaningenieur in Siidafrika. Um mit moglichst wenigen
Bohrungen Bodenschitze zu finden, orientierte er sich an statistischen
Modellen — wird gerne verwendet, wenn jede Funktionsauswertung
einem realen Experiment oder einer aufwendigen Simulation entspricht.
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Kriging-Verfahren

4.2 Das Kriging-Verfahren

Krige war Montaningenieur in Siidafrika. Um mit moglichst wenigen
Bohrungen Bodenschitze zu finden, orientierte er sich an statistischen
Modellen — wird gerne verwendet, wenn jede Funktionsauswertung
einem realen Experiment oder einer aufwendigen Simulation entspricht.

Idee: Beachte folgende Leitlinien bei Entwurf von Modell und Verfahren:
e Das Modell sollte die Funktion in bekannten Punkten interpolieren.

e Oszillationen sollten im Modell vermieden werden.

e In der Ndhe bekannter Punkte sind Modellpunkte vertrauenswiirdiger.
e Optimierungsaufwand ist vernachlassigbar gegeniiber Auswertungen.
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Kriging-Verfahren

4.2 Das Kriging-Verfahren

Krige war Montaningenieur in Siidafrika. Um mit moglichst wenigen
Bohrungen Bodenschitze zu finden, orientierte er sich an statistischen
Modellen — wird gerne verwendet, wenn jede Funktionsauswertung
einem realen Experiment oder einer aufwendigen Simulation entspricht.

Idee: Beachte folgende Leitlinien bei Entwurf von Modell und Verfahren:
e Das Modell sollte die Funktion in bekannten Punkten interpolieren.

e Oszillationen sollten im Modell vermieden werden.

e In der Ndhe bekannter Punkte sind Modellpunkte vertrauenswiirdiger.
e Optimierungsaufwand ist vernachlassigbar gegeniiber Auswertungen.

5

Mo e e e+ (22.1.2010, http://en.wikipedia.org/wiki/Kriging)
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Kriging-Verfahren

Das Modell der Funktion:
Gegeben seien k Punkte x(, ... x(K) € R” mit Werten f,, ..., f € R.
Fiir von allen x() weit entfernte Punkte wird angenommen:
Der Durchschnittswert p = %Zf;l f; ist guter Schatzer.
Fiir Punkte nahe an x() sollte der Einfluss von f; groB sein.
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Kriging-Verfahren

Das Modell der Funktion:
Gegeben seien k Punkte x(, ... x(K) € R” mit Werten f,, ..., f € R.
Fiir von allen x() weit entfernte Punkte wird angenommen:

Der Durchschnittswert p = %Zf;l f; ist guter Schatzer.
Fiir Punkte nahe an x() sollte der Einfluss von f; groB sein.
— Fiir distanzabhingige Gewichtsfunktionen b; : R” — R, b;(x) := e~ [Ix=
bestimme Koeffizienten «; € R so, dass das Modell

FOq) == i+ Ti aibi(x)

die Funktionswerte in den x() annimmt, f(x()) = f, (i=1,..., k).

O
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Kriging-Verfahren

Das Modell der Funktion:
Gegeben seien k Punkte x(, ... x(K) € R” mit Werten f,, ..., f € R.
Fiir von allen x() weit entfernte Punkte wird angenommen:

Der Durchschnittswert p = %Zf;l f; ist guter Schatzer.
Fiir Punkte nahe an x() sollte der Einfluss von f; groB sein.
— Fiir distanzabhingige Gewichtsfunktionen b; : R" — R, b;(x) 1= e~ Ix=x"I
bestimme Koeffizienten aj € R so, dass das Modell

F(x) ==+ X7y aibi(x)

die Funktionswerte in den x(?) annlmmt f(x() =f( 1
bi(xW) .. b(xM)
— Lose : :
bl(X(k)) bk(X(k)) fk—
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Kriging-Verfahren

Das Modell der Funktion:
Gegeben seien k Punkte x(, ... x(K) € R” mit Werten f,, ..., f € R.
Fiir von allen x() weit entfernte Punkte wird angenommen:

Der Durchschnittswert p = %Zf;l f; ist guter Schatzer.
Fiir Punkte nahe an x() sollte der Einfluss von f; groB sein.
— Fiir distanzabhingige Gewichtsfunktionen b; : R” — R, b;(x) := e~ [Ix=
bestimme Koeffizienten «; € R so, dass das Modell

FOq) == i+ Ti aibi(x)

(i)H2

die Funktionswerte in den x() annimmt, f(x()) = f, (i=1,..., k).
bl(X(l)) bk(X(l)) aq fl — K
— Lose : : : = :
bl(X(k)) bk(X(k)) (0773 fk — K

Aber: Die Koordinaten der x() gehéren oft zu unterschiedlichen
physikalischen GréBen, die Euklidische Norm ||x — x{)|| macht wenig Sinn.
— Skalierung: Bestimme eine Norm ||d||% := dT Ad mit A = 0 wie folgt:
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Kriging-Verfahren

Das Modell der Funktion:
Gegeben seien k Punkte x(, ... x(K) € R” mit Werten f,, ..., f € R.
Fiir von allen x() weit entfernte Punkte wird angenommen:
Der Durchschnittswert p = %Zf;l f; ist guter Schatzer.
Fiir Punkte nahe an x() sollte der Einfluss von f; groB sein.
— Fiir distanzabhingige Gewichtsfunktionen b; : R" — R, b;(x) 1= e~ Ix=x"I
bestimme Koeffizienten «; € R so, dass das Modell

F(x) = p+ Zf;l a;bi(x)

die Funktionswerte in den x() annimmt, f(x()) = f, (i=1,..., k).
bl(X(l)) bk(X(l)) aq fl — K
— Lose : : : = :
bl(X(k)) bk(X(k)) (0773 fk — K

Aber: Die Koordinaten der x() gehéren oft zu unterschiedlichen
physikalischen GréBen, die Euklidische Norm ||x — x{)|| macht wenig Sinn.
— Skalierung: Bestimme eine Norm ||d||% := dT Ad mit A = 0 wie folgt:
Il - |la ist gut, wenn ﬂjrjedesj € {1 , k} das Modell der anderen Punkte
2 k Aj
fa(x) == p+ Z, 1 O‘ ,A(X) i b(x)

~

in xU) méglichst kleinen Fehler €/, := #(x0)) — £ hat.
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Kriging-Verfahren

Das Modell der Funktion:
Gegeben seien k Punkte x(, ... x(K) € R” mit Werten f,, ..., f € R.
Fiir von allen x() weit entfernte Punkte wird angenommen:
Der Durchschnittswert p = %Zf;l f; ist guter Schatzer.
Fiir Punkte nahe an x() sollte der Einfluss von f; groB sein.
— Fiir distanzabhingige Gewichtsfunktionen b; : R" — R, b;(x) 1= e~ Ix=x"I
bestimme Koeffizienten «; € R so, dass das Modell

F(x) = p+ Zf;l a;bi(x)

die Funktionswerte in den x() annimmt, f(x()) = f, (i=1,..., k).
bl(X(l)) bk(X(l)) aq fl — K
— Lose : : : = :
bl(X(k)) bk(X(k)) (0773 fk — K

Aber: Die Koordinaten der x() gehéren oft zu unterschiedlichen

physikalischen GréBen, die Euklidische Norm ||x — x{)|| macht wenig Sinn.

— Skalierung: Bestimme eine Norm ||d||% := dT Ad mit A = 0 wie folgt:

Il - |la ist gut, wenn ﬂjrjedesj € {1 ., k} das Modell der anderen Punkte
i) = S aIBAG) + 3 B ()

in xU) méglichst kleinen Fehler €/, := #(x0)) — £ hat.

— Lése  minaso maxi<j<k e’ (ein nichtglattes Problem) — A,, b}, £
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Kriging-Verfahren

Man hofft nun, dass die Fehler ei\* auch gute Fehlerschatzer fiir die
Abweichung des Modells ?* von der Funktion f liefern:

Fiir j zeigt das Modell . iiber die Distanz d’ := _mi ) — x(0)
iir j zeigt das Modell f,. iiber die Distanz d; lgirglkr]’_#ij x| a,

einen Fehler von €, .
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Kriging-Verfahren

Man hofft nun, dass die Fehler ei\* auch gute Fehlerschatzer fiir die
Abweichung des Modells ?* von der Funktion f liefern:

Fiir j zeigt das Modell . iiber die Distanz d’ := _mi ) — x(0)
iir j zeigt das Modell f,. iiber die Distanz d; lgirglkr]’_#ij x| a,

A, Weicht damit f‘* von

einen Fehler von ef;\ . Pro Distanzeinheit von || - |
f hoffentlich nur um ,
_ e
5= maxi<j<k 4,
J
ab, vielleicht noch multipliziert mit einer Konstanten v > 1, also
hoffentlich f(x) > f.(x) — vs Og_igk [x = x4, =: g(x) fiir x € Q,
1

wobei die Grundmenge Q C R” als kompakt angenommen wird.
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Kriging-Verfahren

Man hofft nun, dass die Fehler ei\* auch gute Fehlerschatzer fiir die
Abweichung des Modells #. von der Funktion f liefern:

Fiir j zeigt das Modell . iiber die Distanz d’ := _mi ) — x(0)
iir j zeigt das Modell f,. iiber die Distanz d; lgirglkr]’_#ij x| a,

A, Weicht damit f‘* von

einen Fehler von ef;\ . Pro Distanzeinheit von || - |
f hoffentlich nur um

_ ‘
S 1= maxi<j<k T.:'
J
ab, vielleicht noch multipliziert mit einer Konstanten v > 1, also
hoffentlich f(x) > f.(x) — vs Og_igk [x = x4, =: g(x) fiir x € Q,
1

wobei die Grundmenge Q C R” als kompakt angenommen wird.

Das Optimierungsproblem des Kriging-Verfahrens:
Finde ein globales Minimum zu migr; g(x).
x€E

Eine Optimallésung dieses Problems wird als nachster Auswertungspunkt
gewahlt. Dann wird fiir die nun k 4+ 1 Punkte das Modell erneut
berechnet, etc.
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Nelder-Mead Kriging-Verfahren NEWUOA

Inhaltsiuibersicht

Ableitungsfreie Optimierung/Direkte Suchverfahren

4.3 NEWUOA von Powell
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NEWUOA

4.3 NEWUOA (NEW Unconstrained Opt. Alg.)

Interpoliert die , letzten" 2n+ 1 Funktionswerte von f : R” — R durch ein
quadratisches Modell, das sich moglichst wenig vom Vorgédnger-Modell
unterscheidet (wie bei BFGS), und bestimmt den nichsten Punkt als
Naherungslosung eines Trustregion-Problems zu diesem Modell.
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NEWUOA

4.3 NEWUOA (NEW Unconstrained Opt. Alg.)

Interpoliert die , letzten" 2n+ 1 Funktionswerte von f : R” — R durch ein
quadratisches Modell, das sich moglichst wenig vom Vorgédnger-Modell
unterscheidet (wie bei BFGS), und bestimmt den nichsten Punkt als
Naherungslosung eines Trustregion-Problems zu diesem Modell.

Gegeben: Startpunkt x(©) und Intervall [A, A] fiir den Trustregion-Radius,
wobei A auch die Abbruchgenauigkeit fiir die Lésungskoordinaten sei.
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NEWUOA

4.3 NEWUOA (NEW Unconstrained Opt. Alg.)

Interpoliert die , letzten" 2n+ 1 Funktionswerte von f : R” — R durch ein
quadratisches Modell, das sich moglichst wenig vom Vorgédnger-Modell
unterscheidet (wie bei BFGS), und bestimmt den nichsten Punkt als
Naherungslosung eines Trustregion-Problems zu diesem Modell.

Gegeben: Startpunkt x(©) und Intervall [A, A] fiir den Trustregion-Radius,
wobei A auch die Abbruchgenauigkeit fiir die Lésungskoordinaten sei.

In Iteration k bestimmt NEWUOA ein quadratisches Modell

mk)(x) = %XTQ(HX + (g" N Tx + ¢,
das in Punkten x() ¢ R”, (i=0,...,2n) die Werte f; annimmt und, fiir
k>0, | V2mk=1) — v2m)|| minimiert.
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NEWUOA

4.3 NEWUOA (NEW Unconstrained Opt. Alg.)

Interpoliert die , letzten" 2n+ 1 Funktionswerte von f : R” — R durch ein
quadratisches Modell, das sich moglichst wenig vom Vorgédnger-Modell
unterscheidet (wie bei BFGS), und bestimmt den nichsten Punkt als
Naherungslosung eines Trustregion-Problems zu diesem Modell.

Gegeben: Startpunkt x(©) und Intervall [A, A] fiir den Trustregion-Radius,
wobei A auch die Abbruchgenauigkeit fiir die Lésungskoordinaten sei.

In Iteration k bestimmt NEWUOA ein quadratisches Modell
m(k)(x) = %XTQ(k)X + (q(k))TX —+ C(k)’

das in Punkten x() € R”, (i =0,...,2n) die Werte f; annimmt und, fiir
k>0, || V2mk=1) — v2m(k) H m|n|m|ert Dazu l6st es
k)
min Zl<lj§n( Q( )

(QPL) st L(x™)TQ( () +( (k)) x4 =f i=0,...,2n,
Q(" S gk e R (M) e R.
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NEWUOA

4.3 NEWUOA (NEW Unconstrained Opt. Alg.)

Interpoliert die , letzten" 2n+ 1 Funktionswerte von f : R” — R durch ein
quadratisches Modell, das sich moglichst wenig vom Vorgédnger-Modell
unterscheidet (wie bei BFGS), und bestimmt den nichsten Punkt als
Naherungslosung eines Trustregion-Problems zu diesem Modell.

Gegeben: Startpunkt x(©) und Intervall [A, A] fiir den Trustregion-Radius,
wobei A auch die Abbruchgenauigkeit fiir die Lésungskoordinaten sei.

In Iteration k bestimmt NEWUOA ein quadratisches Modell
m(k)(x) = %XTQ(k)X + (q(k))TX —+ C(k)’
das in Punkten x() ¢ R”, (i =0,...,2n) die Werte f; annimmt und, fiir
k>0, ||V2mk—b —v2m H minimiert Dazu l6st es
. k)
P min Zl<l_]<n( I . Q( ) .
(QPE) st L) TQUIx +( (NTx) 4 c) — £, j—0,. . 2n
Q(" e 5" gk e R, k) e R.
Pro Iteration dndert sich nur ein x(), daher l3sst sich (QPX) mit vielen
Tricks in Konstante mal (2n + 1)? FlieBkomma-Operationen l8sen.
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NEWUOA

4.3 NEWUOA (NEW Unconstrained Opt. Alg.)

Interpoliert die , letzten" 2n+ 1 Funktionswerte von f : R” — R durch ein
quadratisches Modell, das sich moglichst wenig vom Vorgédnger-Modell
unterscheidet (wie bei BFGS), und bestimmt den nichsten Punkt als
Naherungslosung eines Trustregion-Problems zu diesem Modell.

Gegeben: Startpunkt x(©) und Intervall [A, A] fiir den Trustregion-Radius,
wobei A auch die Abbruchgenauigkeit fiir die Lésungskoordinaten sei.

In Iteration k bestimmt NEWUOA ein quadratisches Modell
m(k)(x) = %XTQ(k)X + (q(k))TX _|_ C(k)’
das in Punkten x() ¢ R”, (i =0,...,2n) die Werte f; annimmt und, fiir
k>0, ||V2mk—b —v2m H minimiert Dazu l6st es
. k)
P min Zl<l_]<n( I . Q( ) .
(QPE) st L(x)T QU +( (NTe) 40—, i—0,... 2n,
Q(" e 5" gk e R, k) e R.
Pro Iteration dndert sich nur ein x(), daher l3sst sich (QPX) mit vielen
Tricks in Konstante mal (2n + 1)? FlieBkomma-Operationen l8sen.
Die Initialisierung von m© verwendet die Punkte x(©, x(2i=1) .= x(0) _ Ag;,
x(@) .= x(0) 4 Ag (i=1,...,n) — c® = £, g, Diagonalmatrix Q).
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Grober Ablauf von NEWUOA: _ B B
0. Initialisierung: Wihle x©, [A,A], § «+ A, A — A
Bestimme x(), f; (i=1,...,2n) und m©, setze k = 0.

136: 577€[577,585]
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Grober Ablauf von NEWUOA:

0. Initialisierung: Wahle x(0), [A, A], §— A, A—A
Bestimme x(), f; (i =1,...,2n) und m(®, setze k = 0.

1. Finde 7 € {0,...,2n} mit f; < f; (Vi) und |6se das Trustregionproblem
minjgj<a Mm% (x® + d) (mit inexaktem konjugierten Gradientenverf.)

136: 578€[577,585]



NEWUOA

Grober Ablauf von NEWUOA:
0. Initialisierung: Wahle x(0), [A, A], §— A, A—A
Bestimme x(), f; (i =1,...,2n) und m(®, setze k = 0.
1. Finde 7 € {0,...,2n} mit f; < f; (Vi) und |6se das Trustregionproblem
minjgj<a Mm% (x® + d) (mit inexaktem konjugierten Gradientenverf.)
2. Falls ||d|| < %p: [Modellumgebung verkleinern?]
Ist zum 3. Mal |f(x®) 4 d) — m(¥)(x(®) + d)| klein, dann
(a) falls 6 = A, STOP,
(b) sonst setze § <+ max{A,§/10}, A — §, GOTO 1.

136: 579€[577,585]
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Grober Ablauf von NEWUOA:
0. Initialisierung: Wahle x(0), [A, A], §— A, A—A
Bestimme x(), f; (i =1,...,2n) und m(®, setze k = 0.
1. Finde 7 € {0,...,2n} mit f; < f; (Vi) und |6se das Trustregionproblem
minjgj<a Mm% (x® + d) (mit inexaktem konjugierten Gradientenverf.)
2. Falls ||d|| < %p: [Modellumgebung verkleinern?]
Ist zum 3. Mal |f(x®) 4 d) — m(¥)(x(®) + d)| klein, dann
(a) falls 6 = A, STOP,
(b) sonst setze § <+ max{A,§/10}, A — §, GOTO 1.
Setze A — max{d, A/10},
finde Ersatzpunkt fiir j mit ||xU) — x(?|| maximal und GOTO 4.

136: 580€[577,585]
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Grober Ablauf von NEWUOA:
0. Initialisierung: Wahle x(0), [A, A], §— A, A—A
Bestimme x(), f; (i =1,...,2n) und m(®, setze k = 0.
1. Finde 7 € {0,...,2n} mit f; < f; (Vi) und |6se das Trustregionproblem
minjgj<a Mm% (x® + d) (mit inexaktem konjugierten Gradientenverf.)
2. Falls ||d|| < %p: [Modellumgebung verkleinern?]
Ist zum 3. Mal |f(x®) 4 d) — m(¥)(x(®) + d)| klein, dann
(a) falls 6 = A, STOP,
(b) sonst setze § <+ max{A,§/10}, A — §, GOTO 1.
Setze A — max{d, A/10},
finde Ersatzpunkt fiir j mit ||xU) — x(?|| maximal und GOTO 4.

3. Fiir ||d|| > 36 berechne p - %

an und setze xU) — x(®) 4 d fiir geeignet gewihltes ;.

passe A (> §) entsprechend
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Grober Ablauf von NEWUOA:
0. Initialisierung: Wahle x(0), [A, A], §— A, A—A
Bestimme x(), f; (i =1,...,2n) und m(®, setze k = 0.
1. Finde 7 € {0,...,2n} mit f; < f; (Vi) und |6se das Trustregionproblem
minjgj<a Mm% (x® + d) (mit inexaktem konjugierten Gradientenverf.)
2. Falls ||d|| < %p: [Modellumgebung verkleinern?]
Ist zum 3. Mal |f(x®) 4 d) — m(¥)(x(®) + d)| klein, dann
(a) falls 6 = A, STOP,
(b) sonst setze § <+ max{A,§/10}, A — §, GOTO 1.
Setze A — max{d, A/10},
finde Ersatzpunkt fiir j mit ||xU) — x(?|| maximal und GOTO 4.

3. Fiir ||d|| > 36 berechne p - %

an und setze xU) — x(®) 4 d fiir geeignet gewihltes ;.
4. Bestimme m(**1) aus (QPX+1) mit neuem xU), k «— k +1, GOTO 1.

passe A (> §) entsprechend
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Grober Ablauf von NEWUOA:
0. Initialisierung: Wahle x(0), [A, A], §— A, A—A
Bestimme x(), f; (i =1,...,2n) und m(®, setze k = 0.
1. Finde 7 € {0,...,2n} mit f; < f; (Vi) und |6se das Trustregionproblem
minjgj<a Mm% (x® + d) (mit inexaktem konjugierten Gradientenverf.)
2. Falls ||d|| < %p: [Modellumgebung verkleinern?]
Ist zum 3. Mal |f(x®) 4 d) — m(¥)(x(®) + d)| klein, dann
(a) falls 6 = A, STOP,
(b) sonst setze § <+ max{A,§/10}, A — §, GOTO 1.
Setze A — max{d, A/10},
finde Ersatzpunkt fiir j mit ||xU) — x(?|| maximal und GOTO 4.

3. Fiir ||d|| > 36 berechne p - %

an und setze xU) — x(®) 4 d fiir geeignet gewihltes ;.
4. Bestimme m(**1) aus (QPX+1) mit neuem xU), k «— k +1, GOTO 1.

passe A (> §) entsprechend

Bemerkungen:
e Der adaptive Parameter § wird nur verkleinert, wenn Schrittweiten > §
keine Verbesserung mehr zu bringen scheinen.
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Grober Ablauf von NEWUOA:
0. Initialisierung: Wahle x(0), [A, A], §— A, A—A
Bestimme x(), f; (i =1,...,2n) und m(®, setze k = 0.
1. Finde 7 € {0,...,2n} mit f; < f; (Vi) und |6se das Trustregionproblem
minjgj<a Mm% (x® + d) (mit inexaktem konjugierten Gradientenverf.)
2. Falls ||d|| < %p: [Modellumgebung verkleinern?]
Ist zum 3. Mal |f(x®) 4 d) — m(¥)(x(®) + d)| klein, dann
(a) falls 6 = A, STOP,
(b) sonst setze § <+ max{A,§/10}, A — §, GOTO 1.
Setze A — max{d, A/10},
finde Ersatzpunkt fiir j mit ||xU) — x(?|| maximal und GOTO 4.

3. Fiir ||d|| > 36 berechne p - %

an und setze xU) — x(®) 4 d fiir geeignet gewihltes ;.
4. Bestimme m(**1) aus (QPX+1) mit neuem xU), k «— k +1, GOTO 1.

passe A (> §) entsprechend

Bemerkungen:

e Der adaptive Parameter § wird nur verkleinert, wenn Schrittweiten > §
keine Verbesserung mehr zu bringen scheinen.

e Jede Wahl neuer Punkte x() soll etwa Abstand & haben.
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Grober Ablauf von NEWUOA:
0. Initialisierung: Wahle x(0), [A, A], §— A, A—A
Bestimme x(), f; (i =1,...,2n) und m(®, setze k = 0.
1. Finde 7 € {0,...,2n} mit f; < f; (Vi) und |6se das Trustregionproblem
minjgj<a Mm% (x® + d) (mit inexaktem konjugierten Gradientenverf.)
2. Falls ||d|| < %p: [Modellumgebung verkleinern?]
Ist zum 3. Mal |f(x®) 4 d) — m(¥)(x(®) + d)| klein, dann
(a) falls 6 = A, STOP,
(b) sonst setze § <+ max{A,§/10}, A — §, GOTO 1.
Setze A — max{d, A/10},
finde Ersatzpunkt fiir j mit ||xU) — x(?|| maximal und GOTO 4.

3. Fiir ||d|| > 36 berechne p - %

an und setze xU) — x(®) 4 d fiir geeignet gewihltes ;.
4. Bestimme m(**1) aus (QPX+1) mit neuem xU), k «— k +1, GOTO 1.

passe A (> §) entsprechend

Bemerkungen:
e Der adaptive Parameter § wird nur verkleinert, wenn Schrittweiten > §
keine Verbesserung mehr zu bringen scheinen.
e Jede Wahl neuer Punkte x() soll etwa Abstand & haben.
o Viele weitere Details fiir Effizienz, Numerik, etc. . ..
e Bester ableitungsfreier Code in Benchmark von Moré und Wild, 2009.
136: 585€[577,585]
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