6.4.6 Parameterschatzung —
Lernen der HMM (Uberblick)



Schatzproblem

Gegeben: Beobachtungsfolge: 0= ()1, ()2 ey ()T
1<o, <L
Gesucht: Parameter eines HMM ﬂ

das die Beobachtungsfolge am wahrscheinlichsten generiert

P(0| 1) é> max
P(0,5*| 1)

oder




Parameterschatzung

es ist kein Verfahren bekannt, das zu einer gegebenen
Beobachtungsfolge ein optimales HMM Iin geschlossener
Form liefern kann

sofern es jedoch gelingt, eine geeignete Modellstruktur
(Anzahl der Zustande, Art der Emissionsverteilungen)
vorzugeben und deren freie Parameter mit sinnvollen
Initialen Werten zu belegen, kann eine iterative
Optimierung des Modells in Bezug auf die betrachteten
Daten erfolgen

diese schrittweise Verbesserung der Modellparameter
bezeichnet man als Training des Modells

diese iterativen Methoden finden zumindest ein lokales
Maximum



Methoden

« Baum — Welch — Algorithmus
— Maximum - Likelihood — Schatzung

lteration: A>3

P(0|A)>P(0|A)

A
P(O ‘ ﬁ) > max

nichtlineares Optimierungsproblem unter linearen Nebenbedingungen



Methoden

 Viterbi — Training

lteration: A>3

P(o,s*M:) > P(0,5*| 1)

A
P*(0|A)=P(0o,s*|4)  — max

nichtlineares Optimierungsproblem unter linearen Nebenbedingungen



6.4.7 Baum — Welch —
Algorithmus



Diskrete HMM

e |teratives Trainingsverfahren, welches ein
gegebenes HMM schrittweise verbessert

e das gegebene kann ein Initial — HMM sein
oder ein HMM aus einer vorherigen
Trainingsiteration

 Anzahl N der Zustande und Anzahl der
Beobachtungen L bleibt fest



Initial HMM

e gewulnschte Topologie des HMM wahlen
— Anzahl der Zustande N
— Anzahl der diskreten Beobachtungen L
— welche Zustandsubergange sind erlaubt

» Ubergangswabhrscheinlichkeiten (z.B.
gleichvertellt)

 Beobachtungswahrscheinlichkeiten (z.B.
gleichverteilt)



Hilfswahrscheinlichkeiten

7n(1)=P(S, =1]0,4)

Wahrscheinlichkeit zum Zeitpunkt n im Zustand i zu sein

a,(1)-£,(1) = P(0,S, =1[4)

P(o]4)=2, a,(i)-5,()

=1

1<n<T

P(S,=1,012) _ au()A,(0)
POID S 08,0

7o (1) =




Hilfswahrscheinlichkeiten

7a(1, ) =P, =1,5,,,=1]0,4)

Wahrscheinlichkeit zum Zeitpunkt n im Zustand i und zum
Zeitpunkt n+1 im Zustand j zu sein

P(Sn — i’ Sn+1 — j10 | Z) _ &, (i)aijbjon+1ﬂn+1(j)

7 (i, §) = N
Po]4) S a, (i) 4, (i)

1<n<T




Hilfswahrscheinlichkeiten

7n(i)=Z_:7n(i,j) 1<n<T



Neue Parameter

~

PNIAQYAD
> (i) )
A Z_:yn (1, ) _ a,()a;b, B,.(])
aij — n_=|_1_1 _— h=l —
)NAONED WAOVNO

PNACREDIAC:NG)

- n:o,. =k n:o. =k
b, = — 2%

| 2.7:(0) 2 e (1)A,(D)

> P(0|4) = P(0] 1)

J



Bemerkung

* bisher wird nur eine einzelne
Beobachtungssequenz verwendet

e es konnen aber mehrere voneinander
unabhangige Sequenzen benutzt werden

e In den Formeln fur die neuen Parameter
summiert man einfach uber alle
Beobachtungssequenzen auf



CDHMM

M M|
bj (X) :ZCjk ’gjk(x) :chk ‘ N(X,,ujk,ij)
k=1 k=1
Zj:cjkzl, Cy 20
k=1

M M
b; (x) :chk -0, (X) :ZCjk N(X, 4,2y )
k=1 k=1



CDHMM

Wahrscheinlichkeit zum Zeitpunkt n im Zustand |
die k-te Mischverteilungskomponente zur Erzeugung

der kontinuierli X, ZU verwenden

Zan—l(i)aijcjk J i (X,)5,(1)

&.(1,K)=P(S, =], M, =k[|0,2)="= P01 1)

n>1

€;C; 95 (X)5.())
P(O[1)

é:l(j’k):



Schatzung der Mischungsgewichte

vy M,
bj (X) = chk ) gjk (X) :ZCjk ‘N (qujluzjk)
k=1 k=1

o 2a0k
Ci =7
2.7, (J)

n=1




Schatzung der
Mischvertellungskomponenten

Analog zum EM — Algorithmus
(Schatzung von Mischverteilungsmodellen)

M, M|
b; (%) = 2_Cj- 9 (X) =2 Cj - N (X, 41, 2 )
k=1 k=1

T

A - é:n(jik)xn an(Lk)(Xn_/}jk)(xn_/}jk)T

Hi =" 2= T
an(j,k) an(j,k)



Schatzung der
Mischvertellungskomponenten

fon(j,k)(xn — 1 )(X, _/}jk)T

2y = T _
PRACHS
n=1
.
Y G
ij == _ﬂjkﬂ}k

> &1k



Schatzung der
Mischvertellungskomponenten

M M
b; (x) :chk -0, (X) :ZCjk N(X, 4,2y )
k=1 k=1

) D &k
Ch =5
> 7.0

n=1




Schatzung der
Mischvertellungskomponenten

M M
b; (x) :ZCjk -0, (X) :ZCjk N(X, 1, 2y )
k=1 k=1

P(M, =k [0, 2) =&, (K) = X £,(J.k)

ifn (k)Xn ~ Zgn (k)XnX;
== X = — i il
>4, (k) > & (k)



6.4.8 Viterbi — Training



Prinzip
P*(o|A)=P(0,s*| 1)

lteration: A>3

P*(0|A)>P*(0|A)



Viterbi — Training fur diskrete HMM

. |1 s =i, s*=argmaxP(s,0|A)
X (1) = s
sonst

1. Initialisierung: A

2.Segmentierung: S* (6.4.5)

Gegeben: Beobachtungsfolge: 0=0,0,,...,0; 1<0 <L

HMM A



Neue Parameter

. |1 s =i, s*=argmaxP(s,0|A)
X (1) = s
sonst

Sinnvolle Schatzungen fur Startwahrscheinlichkeiten erhalt
man mit Hilfe des Viterbi — Trainings nicht

e =7.(1) | > 6= (i)

Da aber die Startwahrscheinlichkeiten in praktischen
Anwendungen kaum einen Einfluss austben, bedeutet
dies keine wesentliche Einschrankung des Verfahrens




Neue Parameter

. |1 s =i, s*=argmaxP(s,0|A)
X (1) =

s
sonst

Ti%(i’ J) T 1;tn(l);(nﬂ(j)
4, =L :> 4, =
Z?/n(i) 4 2 (1)



Neue Parameter

2. 7. (1) 2 2 (J)
__ N0,=K ~ no,=k
ka T bjk




CDHMM

 Neuschatzung kontinuierlicher
Mischverteilungsmodelle hier deutlich

schwieriger
e segmental k — means - Algorithmus



6.4.9 Verwendung von
Logarithmen



|dee

* die Werte der Wahrscheinlichkeliten
werden mit wachsender
Beobachtungssequenzlange exponentiell
kleiner

e deshalb Verwendung von Logarithmen

e Multiplikationen in den
Rekursionsgleichungen werden in
Additionen umgewandelt



Kingsbury — Rayner — Forme|

Logarithmus einer Summe:

log, (x + y) = Iogb(x(uijj

= Iogbx+logb(1+yj
X

= log, X + log, (1+b'*sY-19:% )
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